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RESUMEN

El objetivo de este trabajo consistid en realizar un estudio comparativo de dos técnicas
predictivas empleadas para el pronéstico de la demanda de energia eléctrica: las redes

neuronales artificiales (R.N.A.) y los métodos estadisticos tradicionales.

Las simulaciones y los andlisis de las series se realizaron con la informacion de dos
muestras de caracteristicas econdémicas, de consumos de energia, de infraestructura y

desarrollo, muy distintas: las ciudades de Gral. Madariaga y Pinamar.

El método predictivo tradicional, basado en la descomposicion de las series temporales
en sus componentes fundamentales y la teoria bésica de las redes neuronales se

analizaron y se describieron en este trabajo.
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Los resultados de las predicciones para el mediano plazo se representaron en un
Sistema de Informacién Geografica (G.l.S.), se puede observar graficamente la

dinamica de los consumos proyectados para ambas ciudades.

Efectuado el andlisis comparativo final con las predicciones para el corto y en el
mediano plazo, el modelo de las R.N.A. presenté un error menor y también su

dispersion fue menor.

Como conclusién y para las dos muestras consideradas, se demuestra que la técnica
predictiva de las redes neuronales artificiales presentd un comportamiento superior

frente al modelo tradicional .
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OBJETIVOS

El principal objetivo de esta tesis de grado es analizar y comparar los resultados de las
predicciones de la demanda eléctrica, obtenidos mediante la utilizacibn de redes

neuronales artificiales (RNA) y métodos estadisticos tradicionales.

Estos estudios seran realizados sobre dos muestras de caracteristicas distintas,
tomadas sobre las ciudades de Gral. Madariaga y Pinamar.

Siendo la ciudad de Gral. Madariaga de caracteristicas agroganadera y crecimiento
vegetativo. En cambio la ciudad de Pinamar, es una localidad turistica, la cual muestra

un marcado crecimiento en la demanda eléctrica.

Un objetivo complementario consiste en representar los resultados obtenidos a través

de la prediccion para distintos horizontes en un sistema de informacion geogréfica.

INTRODUCCION

Un componente clave en la planificacion de las actividades de una compafiia eléctrica

es la prediccion de la demanda eléctrica.

Se pueden realizar tres tipos de pronosticos:

v Corto plazo
v' Mediano plazo

v’ Largo plazo

Estos prondsticos son de suma importancia, debido a su influencia en la economia de

las companiias. El conocimiento de estos pronésticos permite:

v' Compra de energia a otras compafiias eléctricas en funciéon de los consumos
previstos, evitando el pago de sobreprecios por una mala eleccion de la

potencia requerida.

Marzullo F.- Mansilla C. PROYECTO FINAL
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v Simulacion: El conocimiento de las curvas de demanda permite formular y
comprobar cual sera el posible estado de la red para dichas demandas.

v' Maniobras en alimentadores y control de interruptores para la transferencia de
cargas, teniendo en cuenta el consumo actual y futuro correspondiente a la
nueva configuracion de la red.

v’ Supervisién de la red para comprobar el buen funcionamiento del sistema y
conocer si hay posibles elementos utilizados por encima de su valor nominal.

v Disefio y coordinacion de protecciones, en funcion de la demanda prevista en

diferentes puntos de la red.

Los prondsticos, o predicciones, son una herramienta esencial en cualquier proceso de

toma de decisiones.

Toda compainiia de distribucion eléctrica maximizara su eficiencia cuanto mas precisos

sean esos prondsticos.

HORIZONTE DE PREDICCION

Debido a las caracteristicas de las compafiias eléctricas de las ciudades en estudio,

ambas cooperativas, se tomaran dos horizontes distintos de prediccion.
El primero, de corto plazo, sera con un horizonte de un afio de prediccion.
Con esta prediccion, las compafias eléctricas pueden estimar sus consumos para

realizar los contratos correspondientes con las empresas proveedoras de energia.

El segundo, de mediano plazo, sera con un horizonte de cinco afios de prediccion.

Esta estimacion de mediano plazo es util para la planificacion de obras de pequefia y
mediana envergadura como construccion de nuevos alimentadores o ampliacion de los

ya existentes.

Para la mejor comprension y desarrollo del estudio, el trabajo estard ordenado en cinco

capitulos, los cuales se detallan a continuacion.

Marzullo F.- Mansilla C. PROYECTO FINAL
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En el Capitulo 1: Analisis de las Muestras, se describen las dos ciudades, sus
principales actividades economicas y las variables que influyen en la prediccion de la

demanda eléctrica.

En el Capitulo 2: Técnica Predictiva Tradicional, se describen el método predictivo
tradicional, basado en la descomposicibn de las series temporales en sus
componentes fundamentales, asi como sus ventajas, desventajas y los recursos

necesarios.

Capitulo 3: Redes Neuronales Atrtificiales. En este capitulo, se muestra el origen y la
teoria basica de las Redes Neuronales; ademas se desarrollara la aplicacion de estas

en el andlisis predictivos de series temporales.

En el Capitulo 4: Andlisis de Resultados, se analizan y comparan los resultados de las

distintas alternativas planteadas.

Luego en el Capitulo 5: Representacion Geografica de los Resultados, se grafican
sobre los mapas de las ciudades los resultados obtenidos de los estudios para los

distintos horizontes propuestos.

Marzullo F.- Mansilla C. PROYECTO FINAL
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CAPITULO 1: ANALISIS DE LAS MUESTRAS.

En este capitulo, se desarrollard una breve descripcion de las dos ciudades, su
historia, sus principales actividades econdmicas. También se dard una
introduccion a las técnicas de prediccion de la demanda eléctrica y las variables

que influyen en ella.

GRAL. MADARIAGA

La ciudad de General Juan Madariaga fundada el 1 de mayo de 1907, esta ubicada al
sudeste de la Pcia. de Buenos Aires y dista 340 Km. de la Capital Federal. El Partido
tiene una superficie de 2862,88 Km? (286.288 has.) Limita con los Partidos de Gral.
Lavalle, Maipa, Mar Chiquita, Pinamar y Villa Gesell: Los limites son rectas
convencionales, salvo la Laguna "Salada Grande", limite natural, que lo divide del

Partido de Gral. Lavalle.

Posee 18.278 habitantes, segun datos del censo de afio 2002 suministrados por el
INDEC, de los cuales un 82 % corresponde al casco urbano, aunque, segun datos
extraoficiales, la poblacién de Gral. Madariaga se estimaria en los 20.000 habitantes,
encontrandose en sostenido incremento, a través del crecimiento vegetativo y el aporte

de migraciones internas.

Dicha proyeccion, se sustenta en el fendmeno que se registra en toda esta region
(Gral. Madariaga, Pinamar, Villa Gesell y la Costa), debido a atractivos diversos en el
campo laboral y empresario, ademas de gente de la tercera edad que busca lugares

turisticos o cercanos como residencia permanente.

Hoy en dia, aunque las explotaciones predominantes son la ganadera y la de los
grandes montes naturales de tala conocidos desde antiguo por "Montes Grandes",
tiene cierta importancia la agricultura. Poco a poco se van aprovechando los terrenos
que han sido desmontados, para cultivarlos con sembrados de papa y maiz, alfalfa y

cereales, con muy buenas perspectivas para el futuro.

Marzullo F.- Mansilla C. PROYECTO FINAL
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PINAMAR

El Partido de Pinamar esta conformado por las Localidades de Montecarlo, Pinamar,
Mar de Ostende, Ostende, Valeria del Mar y Caril6. Con sus 22 Kms. de playa, limita al
Norte con el Municipio de la Costa, al Oeste con el partido de Gral. Madariaga, al Sur

con el Municipio de Villa Gesell y al Este con el Océano Atlantico.

En el afio 1908 los belgas Fernando Robette y Agustin Poli llegan al actual partido de
Pinamar con la idea de instalar un balneario en la costa, similar al de su lugar natal,
Ostende. Asi nace un proyecto urbanistico-turistico que contenia avenidas,
diagonales, reservas para edificios publicos, estacion de ferrocarril, terrenos para
cementerio, corralébn municipal, y una avenida central proyectandose la concentracion

de hoteles y edificios turisticos.

Recién hacia el afio 1943, un 14 de febrero se inaugura como localidad balnearia
Pinamar, y al afio siguiente es aprobado por el Poder Ejecutivo Provincial el Plan
Director, creacion del Arquitecto Jorge Bunge y que fue la guia para construir y

urbanizar.

Entre los afios 1949 y 1953 se incremento la poblacién, debido a las migraciones de la
posguerra. Luego en la década del setenta se produce un desarrollo relevante en la

construccién, surgiendo las residencias multifamiliares.

El I° de julio de 1978, por Ley 9.024 de la Provincia de Buenos Aires, se crea el
"Municipio Urbano de Pinamar", tomando parte del territorio perteneciente al partido de

Gral. Juan Madariaga.

A partir de la fecha, las localidades de Montecarlo, Pinamar, Mar de Ostende, Ostende,
Valeria del Mar y Caril6 forman el Municipio de Pinamar, y conforman un Centro
Productor de Servicios que estan relacionados directa o indirectamente con la
actividad turistica. Esta ultima, es la actividad econdmica mas importante del partido de

Pinamar, alcanzando su pico maximo en los meses de verano.

Marzullo F.- Mansilla C. PROYECTO FINAL
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El partido de Pinamar, cuenta con una capacidad hotelera de alrededor de 4000 plazas

y 22000 médulos habitacionales aproximadamente.

Con esta capacidad habitacional instalada, Pinamar puede recibir un maximo de unas
120000 turistas (datos suministrados por la secretaria de planeacion y urbanismo del

municipio de Pinamar).

Durante el resto del afio, la poblacion estable disminuye notablemente y segln datos

del INDEC del ultimo censo, la poblacion actual es de 20000 personas.

TECNICAS DE PREDICCION DE LA DEMANDA

Los primeros modelos de demanda datan de los afios cincuenta, siendo su principal
aplicacion la prediccion de la demanda eléctrica. Desde entonces, se han propuesto
una gran variedad de técnicas para predecir la demanda, las cuales se diferencian en
tres aspectos fundamentales: la informacion que se necesita, el modelo matematico
que emplean y las herramientas de calculo que utilizan para estimar los parametros del

modelo.

Los métodos tradicionales de prediccion de la demanda, consideran a la demanda

como una serie temporal.

Series Temporales

Una serie temporal es una sucesion de observaciones de una variable en distintos
momentos del tiempo. Aunque el tiempo es, en realidad, una variable continua, en la
practica se utilizan mediciones en periodos mensuales. En nuestro caso la sucesion de

valores de consumo de energia eléctrica.

Bésicamente, lo que se pretende con el estudio de las series temporales es el
conocimiento de una variable a lo largo del tiempo para, a partir de este conocimiento y
bajo el supuesto de que no van a producirse cambios significativos, poder realizar

predicciones.

Marzullo F.- Mansilla C. PROYECTO FINAL
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Existen casos en los que la variable observada tiene un patron de comportamiento fijo.
En términos estadisticos estamos ante una serie deterministica. Por el contrario hay
series que resultan impredecibles. Su pauta de comportamiento no responde a un
patron fijo, por lo que son puramente aleatorias. Un ejemplo tipico es la sucesion de
nameros premiados en un sorteo de loterias. Las series que nosotros estudiaremos

contienen una componente determinista y una componente aleatoria.

SELECCION DE VARIABLES EXPLICATIVAS

En este trabajo se consideran las variables Producto Bruto Interno (PBI), el crecimiento

de la poblacion y el desarrollo histérico de la demanda de energia.

v" Producto Bruto Interno (PBI)
La actividad econOomica en la Argentina viene de cuatro afios de recesion que
culminé en el afio 2002 con la cesacion de pagos de los servicios de la deuda por

parte del Gobierno Nacional.

Este hecho sumado a la devaluacion del peso frente al délar, la falta total de crédito

y los vaivenes politicos llevaron a la Argentina a la peor crisis en muchas décadas.

Este panorama desalentador cambié radicalmente a mediados del afio 2003, ya
que la devaluacion del peso y la estabilidad politica hicieron mas competitivo a
varios sectores de la economia Argentina como lo son el Turismo y el sector

Agroganadero, ambos de especial interés en esta tesis.

Esto trajo como consecuencia el fin de la recension econdmica en la Argentina. El
comportamiento del PIB durante 1993 al 2002, junto con los valores estimados para

el célculo de la demanda de energia es mostrado en el siguiente gréfico:

Marzullo F.- Mansilla C. PROYECTO FINAL
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v" Poblacion

Con respecto al crecimiento poblacional, se consideran como base los tres Gltimos

censos efectuados por el Instituto Nacional de Estadisticas y Censo (INDEC), con

lo que se estima la poblacién para los afios a ser predicha la demanda de energia.
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© os datos histéricos son mostrados en el Anexo Il
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Histéricamente la demanda de energia ha mostrado un comportamiento creciente
en la década de los afios 90's, pasando de 750.26 MWh en Enero de 1992 a
1377.27 MWh en el mismo mes de 2002 para la ciudad de Madariaga y de 5116,24
MWh a 8594,74 MWh para el mismo periodo para la ciudad de Pinamar. Sin

embargo este crecimiento se ha estancado en los ultimos afios, debido tal vez a la

recesion econdmica imperante en la Argentina en los ultimos afios de la década de

los afios 90’s. Las series temporales para ambas ciudades, se muestran en los

siguientes graficos:
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CAPITULO 2: TECNICA PREDICTIVA TRADICIONAL.

En este capitulo, se describira el método predictivo tradicional, basado en la
descomposicion de las series temporales en sus componentes fundamentales,

asi como sus ventajas, desventajas y los recursos necesarios.

METODOS TRADICIONALES

Hasta el primer cuarto del siglo XX, los métodos de analisis de series temporales se
basaban en los modelos de descomposicion. Segun éstos, las series reales resultan
de la agregacién de cuatro componentes bésicas: tendencia, componente estacional,

componente ciclica y componente irregular.

Cada una de estas componentes se estudia por separado mediante el uso de métodos

matematicos.

Tendencia

Dada una serie cronoldgica definida en un periodo largo, si se prescinde de las
variaciones de corto plazo, resulta caracteristica la variacion de la serie que pone de
manifiesto la modalidad de crecer o decrecer, de acuerdo con una ley simple, llamada
tendencia o ley basica de movimiento de la serie. La determinacion de la tendencia
tiene gran importancia en el estudio del comportamiento de la serie y mas adn en la
prevision del movimiento futuro del fendmeno, ya que resulta légico suponer que si no
ocurren acontecimientos imprevisibles intensos, la tendencia continuara actuando
como una ley permanente del fendmeno, permitiendo, mediante una extrapolacion,

tener un elemento valioso de prevision del desarrollo futuro del fenémeno.
Existen tres razones por las cuales resulta Gtil estudiar las tendencias.

v El estudio de tendencias nos permite describir un patrén historico.
v El estudio de tendencias nos permite proyectar patrones pasados, o tendencias,
hacia el futuro. El conocimiento del pasado nos puede hablar en gran medida

acerca del futuro.
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v" En muchas situaciones, el calculo de la tendencia de una serie temporal nos
permite eliminar la componente de tendencia de una serie. Esto facilita el estudio

de las otras tres componentes.

Componente o variacion ciclica
Se caracteriza por oscilaciones alrededor de la tendencia con una duracion
aproximada de dos a ocho afios. Los movimientos ciclicos no siguen ningan patron

regular, sino que se mueven de una forma un tanto impredecible.

Componente o variacion estacional

Este tipo de variacion implica patrones de cambio en el lapso de un afio que tienden a
repetirse anualmente. Las variaciones estacionales provienen generalmente, en
economia, de causas climaticas que determinan los ciclos vegetativos, los que, a su
vez, influyen en la produccion, el consumo, la ocupacion y otros factores econdémicos.

Tenemos dos razones principales para el estudio de la variacion estacional:

v" Podemos establecer el patrén de cambios pasados. Esto nos da una forma de
comparar dos intervalos de tiempo que de otro modo serian bastante disimiles.

v Es (til proyectar los patrones pasados hacia el futuro. En el caso de decisiones de
largo alcance, el andlisis de tendencia puede resultar adecuado. Pero para
decisiones de corto alcance, la habilidad de predecir fluctuaciones estacionales a

menudo es esencial.

Ya que hemos establecido el patron estacional que existe, podemos eliminar sus
efectos de la serie temporal. Este ajuste nos permite calcular la variacion ciclica que se
lleva a cabo cada afio. Cuando eliminamos el efecto de la variacion estacional de una

serie temporal, hemos desestacionalizado la serie.

Componente o variacion irregular
Son movimientos erraticos que no siguen un patrén especifico y que obedecen a

causas diversas. Este componente es practicamente impredecible.
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En este punto debe hacerse la aclaracion de que las herramientas tradicionales de
descomposicion de series de tiempo realizan una estimacion de la tendencia y el ciclo
en forma conjunta, es decir se obtiene una descomposicion de las series en

componente estacional, componente irregular y componente tendencia- ciclo.

Descomposicion de las series de tiempo

Para efectos del analisis, la estimacion de los componentes no observables de una
serie de tiempo cobra relevancia. Por ejemplo, el conocimiento de los movimientos
estacionales contribuye a explicar si los cambios que se estan observando en una
variable, en determinado momento, obedecen efectivamente a aumentos o

disminuciones en su nivel medio o bien a fendmenos estacionales.

Adicionalmente, la posibilidad de aislar los factores estacionales permite el estudio de
su comportamiento e identificar si son o no estables a lo largo del tiempo. Por otro
lado, contar con una estimacion de la tendencia de la serie permite efectuar

consideraciones acerca del crecimiento de la misma.

DESCRIPCION DEL PROCEDIMIENTO

El procedimiento para describir una serie temporal consiste en tres etapas:

v Desestacionalizacion de la serie temporal
v Desarrollo de la linea de tendencia

v' Busqueda de la variacion ciclica alrededor de la linea de tendencia.

Paso 1: Célculo de los indices estacionales

Con el fin de medir la variacion estacional, usamos el método de razén de promedio
movil. Esta técnica proporciona un indice que describe el grado de variacién
estacional. El indice est4 basado en una media de 100, con el grado de estacionalidad

medido por las variaciones con respecto a la base.

Paso 2: Desarrollo de la linea de tendencia
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El segundo paso en la descripcion de las componentes de la serie temporal consiste
en desarrollar la linea de tendencia. Para ello se aplicara el método de los minimos

cuadrados a la serie temporal desestacionalizada.

Paso 3: Busqueda de la variacion ciclica
Una vez identificadas las componentes estacional y de tendencia, estaremos en
condiciones de encontrar la variacion ciclica alrededor de la linea de tendencia. Para

hallar esta variacion ciclica, utilizaremos el método de los residuos.

Paso 4: Prediccion de la serie temporal
En este paso se debe determinar el valor desestacionalizado de consumo de energia
mediante el uso de la ecuaciéon de tendencia. Con esto, obtenemos el valor de

tendencia desestacionalizado.

Luego, este valor debe ser multiplicado por su correspondiente indice estacional, para

de esta manera, obtener el valor estacionalizado de la serie.

DESARROLLO PARA LA CIUDAD DE GRAL. MADARIAGA

A continuacion, presentamos los consumos mensuales para la ciudad de Gral.

Madariaga desde el afio 1992 hasta el afio 2001.

Demanda mensual de energia (MWh)

MES 1992 1993 1994 1995 1996 1997
ENERO 750.26 885.60 970.43 1152.90 1110.54 1173.83
FEBRERO 785.42 916.26 970.84 995.91 1087.82 1190.31
MARZO 923.40 926.36 947.79 955.31 1128.23 1150.20
ABRIL 782.33 938.30 964.44 1015.20 1114.76 1184.28
MAYO 803.08 901.15 1087.82 1179.81 1186.65 1254.27
JUNIO 1116.40 1035.31 1011.27 1178.46 1071.00 1264.16
JULIO 910.47 952.32 1019.03 1238.83 1373.24 1269.17
AGOSTO 939.60 989.50 1085.57 1038.93 1160.10 1221.14
SEPTIEMBRE 812.36 868.39 1029.96 1046.11 1088.94 1199.81
OCTUBRE 819.72 741.72 889.20 1071.36 1059.12 1174.76
NOVIEMBRE 751.58 976.82 1006.32 935.72 1049.40 1121.27
DICIEMBRE 931.50 842.74 982.26 1008.06 1121.27 1202.68
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Demanda mensual de energia (MWh)

MES 1998 1999 2000 2001 2002 2003
ENERO 1242.87 1310.76 1448.31 1464.48 1377.28 1429.24
FEBRERO 1241.04 1333.41 1400.74 1462.34 1336.33 1402.48
MARZO 1235.55 1406.95 1395.66 1438.43 1353.83 1408.87
ABRIL 1261.62 1381.50 142157 1403.75 1367.61 1389.02
MAYO 1307.92 1450.86 1521.01 1506.80 1408.84 1487.98
JUNIO 1377.49 1512.90 1535.47 1542.64 1497.39 -
JULIO 1364.11 1485.56 1530.08 1520.94 1484.43 -
AGOSTO 1318.47 1399.09 1462.10 1445.39 1414.02 -
SEPTIEMBRE 1286.64 1256.90 1376.18 1339.76 1346.22 -
OCTUBRE 1214.46 1321.92 1296.03 1281.86 1267.51 -
NOVIEMBRE 1205.94 1238.29 1255.47 1225.81 1239.78 -
DICIEMBRE 1306.26 1304.55 1348.35 1307.50 1323.69 -

21

Con estos datos y utilizando el método de los promedios mdviles, se obtuvieron los

indices estacionales para la ciudad de Gral. Madariaga.

MES Indices Factor de ajuste Indices temporales
ENERO 101.18 1.00 101.29
FEBRERO 99.69 1.00 99.80
MARZO 99.48 1.00 99.58
ABRIL 99.90 1.00 100.01
MAYO 105.96 1.00 106.07
JUNIO 108.41 1.00 108.53
JULIO 107.52 1.00 107.63
AGOSTO 103.09 1.00 103.20
SEPTIEMBRE 96.04 1.00 96.15
OCTUBRE 92.16 1.00 92.26
NOVIEMBRE 90.17 1.00 90.27
DICIEMBRE 95.12 1.00 95.22

Con los indices estacionales calculados, podemos encontrar

el

valor

desestacionalizado de la serie temporal. Para ello, se multiplica el valor de consumo

real por el valor del indice estacional dividido 100. De esta forma obtenemos la

siguiente tabla:

SERIE DESESTACIONALIZADA
MES 1992 1994 1995 1996 1997
ENERO 740.69 874.30 958.05 1138.19 1096.37 1158.85
FEBRERO 787.02 918.13 972.82 997.95 1090.04 1192.74
MARZO 927.27 930.24 951.76 959.31 1132.95 1155.02
ABRIL 782.28 938.24 964.38 1015.14 1114.70 1184.21
MAYO 757.09 849.54 1025.53 1112.25 1118.70 1182.45
JUNIO 1028.65 953.94 931.79 1085.83 986.82 1164.80
JULIO 845.92 884.79 946.78 1150.99 1275.87 1179.18
AGOSTO 910.49 958.84 1051.94 1006.74 1124.15 1183.31
SEPTIEMBRE 844.93 903.20 1071.25 1088.04 1132.60 1247.91
OCTUBRE 888.50 803.95 963.81 1161.26 1147.99 1273.33
NOVIEMBRE 832.63 1082.16 1114.83 1036.62 1162.56 1242.18
DICIEMBRE 978.28 885.06 1031.59 1058.68 1177.58 1263.08
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SERIE DESESTACIONALIZADA
MES 1998 1999 2000 2001 2002 2003
ENERO 1227.01 1294.03 1429.83 1445.79 1359.70 1411.00
FEBRERO 1243.57 1336.14 1403.60 1465.32 1339.06 1405.34
MARZO 1240.73 1412.84 1401.50 1444.46 1359.50 1414.78
ABRIL 1261.55 1381.42 1421.49 1403.67 1367.53 1388.94
MAYO 1233.02 1367.78 1433.91 1420.51 1328.16 1402.77
JUNIO 1269.22 1393.99 1414.79 1421.39 1379.70 -
JULIO 1267.39 1380.23 1421.59 1413.10 1379.18 -
AGOSTO 1277.62 1355.74 1416.79 1400.60 1370.21 -
SEPTIEMBRE 1338.22 1307.28 1431.35 1393.47 1400.19 -
OCTUBRE 1316.36 1432.84 1404.78 1389.42 1373.86 -
NOVIEMBRE 1335.98 1371.82 1390.86 1358.00 1373.47 -
DICIEMBRE 1371.86 1370.07 1416.07 1373.17 1390.17 -

22

Desarrollaremos ahora la linea de tendencia, para lo cual aplicaremos el método de los

minimos cuadrados a la serie temporal desestacionalizada. La ecuacién de la recta de

tendencia queda de la siguiente forma:

Y =4.76 X X+ 862.97

Una vez identificadas la componente estacional y la linea de tendencia, estamos en

condiciones de encontrar la variacion ciclica alrededor de la linea de tendencia. Para

ello, tomamos el promedio movil centrado de 12 meses. De esta forma se obtiene la

siguiente tabla:

Variacion ciclica (MWh)

MES 1992 1993 1994 1995 1996 1997
ENERO - -25.75 12.85 94.71 6.88 -15.15
FEBRERO - 15.85 22.66 -61.27 -9.40 26.63
MARZO - 24.36 -6.97 -96.47 23.49 -15.79
ABRIL - 27.42 -8.23 -42.46 1.60 3.70
MAYO - -57.69 39.91 37.41 6.94 -8.24
JUNIO - 29.18 -57.60 18.06 -135.26 -32.06
JULIO -16.87 -34.09 -54.53 80.78 142.61 -24.80
AGOSTO 38.03 35.49 36.30 -59.91 -13.29 -26.36
SEPTIEMBRE -40.71 -26.80 53.51 14.00 -13.36 32.89
OCTUBRE 3.93 -131.85 -55.27 72.08 0.06 50.66
NOVIEMBRE -66.50 155.67 92.30 -59.96 8.77 13.82
DICIEMBRE 73.32 -64.43 1.46 -38.69 18.37 30.08
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Variacion ciclica (MWh)

MES 1998 1999 2000 2001 2002 2003
ENERO -13,76 -46,61 32,07 19,01 -15,43 -
FEBRERO -4,85 -15,79 3,94 38,77 -34,16 -
MARZO -15,31 50,04 -2,93 19,84 -9,95 -
ABRIL -2,27 22,97 6,07 -17,03 -1,94 -
MAYO -33,31 0,95 20,18 0,72 -42,46 -
UUNIO -5,69 22,82 0,39 4,18 11,13 -
JuLIo -16,05 10,04 3,16 -0,54 9,13 -
AGOSTO -11,65 -23,78 -2,62 -5,89 -5,00 -
SEPTIEMBRE 39,26 74,74 6,43 -2,46 21,16 -
OCTUBRE 4,47 44,68 -22,43 0,69 -11,91 -
NOVIEMBRE 13,63 -16,16 -34,53 -28,60 -14,28 -
DICIEMBRE 36,82 -22,99 -9,21 -5,05 -3,12 -

23

Ya hemos identificado tres de las cuatro componentes en que hemos dividido la serie

temporal, por lo tanto solo falta encontrar la componente irregular o aleatoria de la

serie. A continuacion, se muestra en una tabla, los valores correspondientes a dicha

componente.
Variacion Irregular (MWh)

MES 1992 1993 1994 1995 1996 1997
ENERO -24.82 -36.80 4.35 -6.77 20.59
FEBRERO - -27.34 -36.59 15.32 -1.59 7.95
MARZO - -28.51 -32.79 7.13 3.67 7.88
ABRIL - -28.32 -23.67 4.19 2.54 12.82
MAYO - -36.67 -15.42 16.66 -3.56 18.24
JUNIO - -23.91 -16.42 4.83 2.00 19.65
JULIO -33.51 -34.55 -9.25 2.51 8.42 22.01
AGOSTO -28.60 -34.84 0.31 -5.82 7.84 22.93
SEPTIEMBRE -20.18 -32.96 -2.36 -3.18 11.60 23.52
OCTUBRE -26.01 -31.91 -5.77 7.20 8.81 26.42
NOVIEMBRE -16.22 -45.99 -7.08 9.83 9.91 27.35
DICIEMBRE -15.15 -27.75 -4.24 5.86 10.57 27.23

Variacion Irregular (MWh)

MES 1998 1999 2000 2001 2002 2003
ENERO 30.24 72.97 72.95 44.83 -63.95 -
FEBRERO 33.12 79.49 70.10 39.85 -70.62 -
MARZO 35.98 85.61 70.11 33.15 -79.15 -
ABRIL 39.00 76.49 76.33 24.48 -83.89 -
MAYO 36.75 80.11 69.88 18.80 -87.50 -
JUNIO 40.57 79.69 65.79 11.46 -94.31 -
JULIO 44.33 73.94 65.06 3.13 -97.60 -
AGOSTO 45.40 78.52 61.28 -8.78 -97.20 -
SEPTIEMBRE 50.33 76.26 62.02 -24.10 -98.14 -
OCTUBRE 58.51 77.64 59.55 -36.06 -96.15 -
NOVIEMBRE 64.20 72.69 52.96 -42.96 -98.93 -
DICIEMBRE 72.13 73.01 48.10 -56.10 -98.16 -
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Ya hemos calculado las cuatro componentes de la serie, por lo tanto procedemos a

mostrar las graficas correspondientes.
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Variacion irregular
Energia [Mwh]
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Determinacion de la demanda mensual de energia
Vamos a estimar ahora la demanda de energia para los proximos cinco afios para la

ciudad de General Madariaga, a partir de las componentes antes expuestas.

La estimacion de la tendencia lineal es la siguiente:

Estimacion lineal (MWh)

MES 2003 2004 2005 2006 2007 2008
ENERO - 1553.34 1610.48 1667.61 1724.75 1781.88
FEBRERO - 1558.11 1615.24 1672.37 1729.51 1786.64
MARZO - 1562.87 1620.00 1677.14 1734.27 1791.40
ABRIL - 1567.63 1624.76 1681.90 1739.03 1796.17
MAYO - 1572.39 1629.52 1686.66 1743.79 1800.93
JUNIO 1520.02 1577.15 1634.28 1691.42 1748.55 -
JULIO 1524.78 1581.91 1639.05 1696.18 1753.31 -
AGOSTO 1529.54 1586.67 1643.81 1700.94 1758.08 -
SEPTIEMBRE 1534.30 1591.43 1648.57 1705.70 1762.84 -
OCTUBRE 1539.06 1596.19 1653.33 1710.46 1767.60 -
NOVIEMBRE 1543.82 1600.96 1658.09 1715.22 1772.36 -
DICIEMBRE 1548.58 1605.72 1662.85 1719.99 1777.12 -

Con esta estimacion lineal y con los indices estacionales, podemos calcular la serie

temporal estacionalizada:
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Estimacion lineal Estacionalizada(MWh)

MES 2003 2004 2005 2006 2007 2008
ENERO - 1573.42 1631.30 1689.17 1747.04 1804.91
FEBRERO - 1554.93 1611.95 1668.97 1725.98 1783.00
MARZO - 1556.35 1613.24 1670.14 1727.03 1783.93
ABRIL - 1567.72 1624.85 1681.99 1739.13 1796.27
MAYO - 1667.90 1728.50 1789.11 1849.71 1910.32
JUNIO 1649.68 1711.69 1773.69 1835.70 1897.71 -
JULIO 1641.14 1702.64 1764.13 1825.63 1887.12 -
AGOSTO 1578.45 1637.41 1696.37 1755.33 1814.29 -
SEPTIEMBRE 1475.17 1530.10 1585.03 1639.96 1694.90 -
OCTUBRE 1419.92 1472.63 1525.34 1578.05 1630.76 -
NOVIEMBRE 1393.55 1445.12 1496.69 1548.27 1599.84 -
DICIEMBRE 1474.53 1528.93 1583.34 1637.74 1692.14 -

Debemos aclarar que esta estimacion no toma en cuenta la componente ciclica e

irregular, ya que la variacion irregular es netamente aleatoria.

Energia [Mwh] Periodo 1992-2008
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Serie temporal real y estimada la ciudad de Gral. Madariaga

DESARROLLO PARA LA CIUDAD DE PINAMAR

De la misma forma procederemos a calcular las distintas componentes de la serie

temporal para la ciudad de Pinamar.

Presentamos aqui, los consumos de energia de la ciudad de Pinamar en el periodo
Enero de 1992 hasta Mayo de 2003.
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Demanda mensual de energia (MWh)

MES 1992 1993 1994 1995 1996 1997
ENERO 5116.24 | 5558.72 | 5908.32 | 6746.40 | 6961.68| 7309.76
FEBRERO 4222.35 | 4649.71 | 4966.56 | 5270.40 | 5445.36| 5717.63
MARZO 2564.24 | 2608.89 | 2820.24 | 2916.00 | 3102.48| 3257.60
ABRIL 1908.01 | 2158.08 | 2187.00 | 2352.24 | 2808.72| 2949.16
MAYO 1779.98 | 1802.69 1928.88 | 2352.24 | 2406.24 | 2526.55
JUNIO 1974.01 | 2040.22 | 2183.04 | 2311.92 | 2506.30| 2631.62
JULIO 2199.79 | 2127.03 | 2275.92 | 2517.84 | 3067.92| 3221.32
AGOSTO 1952.36 | 2214.50 | 2369.52 | 2525.76 | 2594.16 | 2723.87
SEPTIEMBRE | 1734.98 | 1826.58 | 1954.44 | 2080.80 | 2558.88 | 2686.82
OCTUBRE 1773.63 | 2098.43 | 2245.32 | 2448.00 | 2275.92| 2389.72
NOVIEMBRE 182410 | 1981.01 | 2119.68 | 2277.36 | 2632.32| 2763.94
DICIEMBRE 2411.85 | 2602.09 | 2784.24 | 2959.20 | 3216.24| 3377.05

Demanda mensual de energia (MWh)

MES 1998 1999 2000 2001 2002 2003
ENERO 7619.62 | 8020.65 | 8170.53 | 8465.88 | 8594.74 | 10065.94
FEBRERO 5945.49 | 6258.41 | 6842.70 | 6995.66 | 7064.67 | 9055.73
MARZO 4206.79 | 4428.20 | 4479.14 | 4825.97 | 5297.97 | 5659.15
ABRIL 3384.11 | 3562.22 | 3913.07 | 4176.56 | 3683.12| 4653.31
MAYO 3200.42 | 3368.87 | 3649.06 | 3816.58 | 3678.67 | 4246.57
JUNIO 3279.29 | 3451.88 | 3548.56 | 3543.15| 3867.48 -
JULIO 3643.90 | 3835.69 | 4170.17 | 4233.80 | 4474.38 -
AGOSTO 3319.02 | 3493.71 | 3824.51 | 3869.22 | 4202.12 -
SEPTIEMBRE | 2925.58 | 3079.55 | 3343.36 | 3435.29 | 3627.08 -
OCTUBRE 3372.10 | 3549.58 | 3644.26 | 3545.04 | 3835.15 -

NOVIEMBRE 3181.59 | 3349.04 | 3470.53 | 3460.99 | 3814.35 -
DICIEMBRE 4407.71 | 4639.70 | 4897.12 | 4779.82 | 5589.28 -

Mostraremos ahora los indices estacionales obtenidos para esta ciudad.

MES Indices Factor de ajuste Indices temporales
ENERO 203.52 1.00 204.30
FEBRERO 163.04 1.00 163.67
MARZO 101.81 1.00 102.20
ABRIL 83.75 1.00 84.07
MAYO 76.55 1.00 76.85
JUNIO 78.32 1.00 78.63
JULIO 88.46 1.00 88.80
AGOSTO 80.96 1.00 81.27
SEPTIEMBRE 70.89 1.00 71.17
OCTUBRE 75.58 1.00 75.87
NOVIEMBRE 74.24 1.00 74.53
DICIEMBRE 98.27 1.00 98.65

A continuacién, se mostraran los valores de la serie temporal desestacionalizada con

los anteriores indices temporales.
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SERIE DESESTACIONALIZADA (MWh)

MES 1992 1993 1994 1995 1996 1997
ENERO 2504.23 | 2720.81 | 2891.93 | 3302.14 | 3407.51 | 3577.89
FEBRERO 2579.79 | 2840.90 | 3034.50 | 3220.14 | 3327.03 | 3493.39
MARZO 2509.09 | 2552.78 | 2759.59 | 2853.29 | 3035.76 | 3187.55
ABRIL 2269.45 | 2566.89 | 2601.29 | 2797.84 | 3340.79 | 3507.83
MAYO 2316.28 | 2345.83 | 2510.04 | 3060.96 | 3131.23 | 3287.79
JUNIO 2510.64 | 2594.86 | 2776.50 | 2940.42 | 3187.64 | 3347.02
JULIO 2477.21 | 2395.26 | 2562.93 | 2835.36 | 3454.81 | 3627.55
AGOSTO 2402.35 | 2724.92 | 2915.66 | 3107.91 | 3192.08 | 3351.68
SEPTIEMBRE | 2437.93 | 2566.65 | 2746.31 | 2923.87 | 3595.65 | 3775.43
OCTUBRE 2337.68 | 2765.78 | 2959.38 | 3226.52 | 2999.72 | 3149.70
NOVIEMBRE 2447.62 | 2658.17 | 2844.24 | 3055.82 | 3532.11 | 3708.72
DICIEMBRE 244485 | 2637.70 | 2822.34 | 2999.70 | 3260.25 | 3423.27

SERIE DESESTACIONALIZADA (MWh)

MES 1998 1999 2000 2001 2002 2003
ENERO 3729.55 | 3925.84 | 3999.20 | 4143.77 | 4206.84 | 4926.94
FEBRERO 3632.60 | 3823.79 | 4180.79 | 4274.25 | 4316.41 | 5532.92
MARZO 4116.32 | 4332.97 | 4382.81 | 4722.18 | 5184.04 | 5537.45
ABRIL 4025.18 | 4237.03 | 4654.34 | 4967.74 | 4380.83 | 5534.81
MAYO 4164.69 | 4383.89 | 4748.50 | 4966.49 | 4787.04 | 5526.04
JUNIO 4170.76 | 4390.28 | 4513.24 | 4506.35 | 4918.85 -
JULIO 4103.43 | 4319.40 | 4696.06 | 4767.72 | 5038.63 -
AGOSTO 4084.01 | 4298.96 | 4706.01 | 4761.02 | 5170.66 -
SEPTIEMBRE | 4110.92 | 4327.28 | 4697.97 | 4827.15 | 5096.64 -
OCTUBRE 444451 | 4678.43 | 4803.21 | 4672.44 | 5054.82 -
NOVIEMBRE 4269.13 | 4493.82 | 4656.84 | 4644.04 | 5118.19 -
DICIEMBRE 4468.03 | 4703.19 | 4964.14 | 4845.23 | 5665.77 -

Estamos en condiciones de calcular la ecuacion de la recta de tendencia, aplicando el

método de los minimos cuadrados. La ecuacion queda de la siguiente forma:
Y = 22,807 x X+ 2155.8
Con las componentes estacional y la linea de tendencia identificadas, estamos en

condiciones de encontrar la variacion ciclica alrededor de la linea de tendencia. Se

obtiene la siguiente tabla:
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Variacion ciclica (MWh)

MES 1992 1993 1994 1995 1996 1997
ENERO - 188.25 187.62 381.31 | 276.37 | 205.27
FEBRERO - 314.65 316.14 272.08 | 137.21 | 102.95
MARZO - 5.67 23.40 -119.39 | -171.59 | -233.87
ABRIL - 8.77 -153.07 | -192.82 | 85.83 89.97
MAYO - -243.23 | -261.81 55.54 | -111.83 | -158.25
JUNIO - -16.57 -6.39 -87.00 | -93.72 | -110.11
JULIO 23.61 -229.60 | -240.99 | -211.60 | 158.83 | 172.80
AGOSTO -62.72 83.08 86.91 63.33 | -126.20 | -132.99
SEPTIEMBRE | -47.43 -87.05 -99.35 | -135.57 | 278.99 | 308.02
OCTUBRE -146.60 93.79 111.01 163.50 | -355.39 | -436.38
NOVIEMBRE -65.75 -16.76 -25.40 -61.70 | 185.54 | 107.28
DICIEMBRE -72.76 -53.15 -95.32 | -126.56 | -113.03 | -263.96

Variacion ciclica (MWh)

MES 1998 1999 2000 2001 2002 2003
ENERO -18.26 | -291.56 | -445.66 | -539.17 | -520.29 -
FEBRERO -156.25 | -408.42 | -297.59 | -417.13 | -428.46 -
MARZO 269.33 67.90 -132.66 23.84 | 442.42 -
ABRIL 150.01 | -43.04 102.14 | 259.15 | -417.26 -
MAYO 176.75 82.44 18543 | 271.08 | -26.64 -
JUNIO 135.93 70.98 57.96 | -19251 | 69.36 -
JULIO -15.44 -15.77 101.32 83.99 | 123.17 -
AGOSTO -51.46 -43.71 96.90 69.62 | 193.74 -
SEPTIEMBRE | -43.18 -46.86 79.77 13232 | 14.12 -
OCTUBRE 261.56 | 293.64 155.10 -64.69 | -56.09 -
NOVIEMBRE 75.26 78.32 -13.90 -44.27 | -88.73 -
DICIEMBRE 250.60 | 253.99 271.89 182.94 | 387.94 -

Con estas tres componentes calculadas, podemos obtener la componente irregular o

aleatoria de la serie en estudio.

Variacion Irregular (MWh)

MES 1992 1993 1994 1995 1996 1997
ENERO - 80.27 -21.67 -78.83 | -142.20 | -174.41
FEBRERO - 51.15 -30.43 -74.41 ] -106.32 | -179.40
MARZO - 49.21 -35.40 -72.59 | -111.60 [ -171.22
ABRIL - 37.41 -40.03 -77.42 | -86.80 | -197.59
MAYO - 45.54 -45.36 -85.48 | -121.52 | -192.21
JUNIO - 45.10 -57.12 -86.28 | -106.02 | -203.93
JULIO 138.15 35.73 -58.90 -89.54 | -114.21 | -229.12
AGOSTO 126.82 29.90 -56.87 | -114.72 | -114.71 | -222.00
SEPTIEMBRE | 124.30 18.95 -62.77 | -122.68 | -139.14 | -262.07
OCTUBRE 100.41 14.44 -82.86 | -141.90 | -123.50 | -166.21
NOVIEMBRE 106.69 -5.43 -84.40 | -110.21 | -154.85 | -173.66
DICIEMBRE 88.13 -12.32 -59.19 | -124.28 | -150.93 | -110.68
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Variacion Irregular (MWh)

MES 1998 1999 2000 2001 2002 2003
ENERO -72.90 | 123.01 76.78 41.17 | -188.32 -
FEBRERO -54.67 | 115.01 87.49 26.80 [ -193.39 -
MARZO -19.33 | 125.06 101.78 10.97 [ -219.45 -
ABRIL -13.97 | 117.25 115.70 -1.60 | -185.78 -
MAYO 76.00 115.83 103.77 -37.59 | -193.00 -
JUNIO 100.09 | 110.86 89.09 -56.93 | -179.99 -
JULIO 161.32 | 103.94 89.83 -94.87 | -136.82 -
AGOSTO 155.11 88.63 81.38 -110.01 [ -98.18 -
SEPTIEMBRE | 150.93 97.29 67.66 -129.39 [ -15.38 -
OCTUBRE 156.97 85.13 74.77 -109.89 [ -9.80 -
NOVIEMBRE 145.09 93.03 74.59 -181.53 [ 63.40 -
DICIEMBRE 145.85 | 103.93 73.29 -230.35 | 111.51 -

Mostraremos entonces, las graficas de las cuatro componentes ya calculadas para la

serie temporal de la ciudad de Pinamar.
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Calcularemos ahora la estimacién de la demanda de energia para los proximos cinco

afos para la ciudad de Pinamar, a partir de las componentes antes expuestas.

En primer término, mostramos la estimacion de la tendencia lineal.

Estimacion lineal desestacionalizada(MWh)

MES 2003 2004 2005 2006 2007 2008
ENERO - 5462.815 5736.499 6010.183 6283.867 6557.551
FEBRERO - 5485.622 5759.306 6032.99 6306.674 6580.358
MARZO - 5508.429 5782.113 6055.797 6329.481 6603.165
ABRIL - 5531.236 5804.92 6078.604 6352.288 6625.972
MAYO - 5554.043 5827.727 6101.411 6375.095 6648.779
JUNIO 5303.166 5576.85 5850.534 6124.218 6397.902 -
JULIO 5325.973 5599.657 5873.341 6147.025 6420.709 -
AGOSTO 5348.78 5622.464 5896.148 6169.832 6443.516 -
SEPTIEMBRE 5371.587 5645.271 5918.955 6192.639 6466.323 -
OCTUBRE 5394.394 5668.078 5941.762 6215.446 6489.13 -
NOVIEMBRE 5417.201 5690.885 5964.569 6238.253 6511.937 -
DICIEMBRE 5440.008 5713.692 5987.376 6261.06 6534.744 -
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A estos valores calculados, los estacionalizamos con los indices estacionales

correspondientes. La siguiente tabla muestra dichos valores.

Estimacion lineal estacionalizada(MWh)

MES 2003 2004 2005 2006 2007 2008
ENERO - 11160.74| 11719.886| 12279.03| 12838.2| 13397.33
FEBRERO - 8978.321| 9426.2594| 9874.198| 10322.1]| 10770.08
MARZO - 5629.491| 5909.1896| 6188.889| 6468.59| 6748.286
ABRIL - 4650.307] 4880.4033| 5110.499| 5340.6| 5570.691
MAYO - 4268.093| 4478.4095| 4688.726| 4899.04| 5109.36
JUNIO 4169.645] 4384.83| 4600.0158| 4815.201f 5030.39 -
JULIO 4729.538] 4972.574] 5215.6089] 5458.644| 5701.68 -
AGOSTO 4346.882] 4569.302| 4791.721| 5014.14 5236.56 -
SEPTIEMBRE | 3822.745| 4017.515| 4212.2848| 4407.055| 4601.82 -
OCTUBRE 4092.79] 4300.438] 4508.0849| 4715.732| 4923.38 -
NOVIEMBRE 4037.19] 4241.154| 4445.1183] 4649.082| 4853.05 -
DICIEMBRE 5366.567| 5636.556| 5906.5455| 6176.535| 6446.52 -

Debemos aclarar que esta estimacion no toma en cuenta la componente ciclica e

irregular, ya que la variacion irregular es netamente aleatoria.
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Serie temporal real y estimada para la ciudad de Pinamar

CIERRE DEL CAPITULO
En este capitulo se calcul6 para las dos muestras, mediante la implementacion de la
técnica predictiva tradicional los valores de consumo para los horizontes de uno y

cinco afos.
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Si bien los célculos fueron realizados utilizando el ajuste lineal de la tendencia, en el

Anexo IV, se muestran los resultados obtenidos por el método de ajuste cuadratico.

Las predicciones para las dos muestras, dieron los siguientes resultados relevantes:

Pinamar
v' Méaximo consumo en el primer afio estimado, se observa en el periodo
estival, con un valor de 11160,74 MWh correspondiente al mes de
enero de 2004.

v En el desarrollo predictivo, para los cinco afios estimados, los

maximos consumos anuales, corresponden a los meses de verano,
como era de esperar.

v' Méaximo consumo, para los cinco afios se observa para enero de
2008, con un valor de 13397,33 MWh.

Gral. Madariaga

v' Maximo consumo en el primer afio estimado, se observa en el periodo
invernal, con un valor de 1649 MWh correspondiente al mes de junio
de 2003.

v En el desarrollo predictivo, para los cinco afios estimados, los
maximos consumos anuales, corresponden a los meses de invierno.

v' Maximo consumo, para los cinco afios se observa para mayo de
2008, con un valor de 1910,32 MWh.

Como se mencion6 con antelacion, la curva de ajuste cuadratico no se utilizé para la
prediccion, ya que la pendiente en la ciudad de Gral. Madariaga de esta curva era
negativa, lo que provocd que el error se incrementara continuamente debido a la

caracteristica de la ecuacion.

En cambio en Pinamar, los errores entre curvas de ajustes eran similares para los
primeros meses, pero la pendiente era positiva Io que se provoca valores de consumo

excesivamente grandes en el mediano y largo plazo. Por ello se utilizé el ajuste lineal.
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CAPITULO 3: REDES NEURONALES ARTIFICIALES

Este capitulo, tiene como objetivo brindar al lector los elementos esenciales para
comprender tanto el origen como la teoria bésica de las Redes Neuronales,
ademas desarrollaremos la aplicaciéon de estas en el andlisis predictivos de

series temporales.

INTRODUCCION A LAS REDES NEURONALES ARTIFICIALES

Las Redes Neuronales Artificiales (RNA) son un conjunto de algoritmos mateméaticos
que encuentran las relaciones no lineales entre conjuntos de datos. Suelen ser
utilizadas como herramientas para la prediccion de tendencias y como clasificadoras

de conjuntos de datos.

Se denominan Neuronales porque estan basadas en el funcionamiento de una

neurona bioldgica cuando procesa informacion.

La neurona biolégica
El cerebro humano contiene aproximadamente 100.000 millones de células nerviosas

0 neuronas ampliamente conectadas entre si.

Estas conexiones transportan los impulsos enviados desde otras neuronas y estan
conectadas a la membrana de la neurona. Cada neurona tiene una salida denominada
axon. El contacto de cada axdn con una dendrita se realiza a través de la sinapsis.

Tanto el axén como las dendritas transmiten la sefial en una Unica direccion.
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Axén .
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La sinapsis consta de un extremo presinaptico de un axdn conectado a un extremo
postsinaptico de una dendrita, existiendo normalmente entre éstos un espacio

denominado espacio sinaptico.

Las neuronas son eléctricamente activas e interactian entre ellas mediante un flujo de
corrientes eléctricas locales. Estas corrientes se deben a diferencias de potencial entre

las membranas celulares de las neuronas.

Un impulso nervioso es un cambio de voltaje que ocurre en una zona localizada de la
membrana celular. El impulso se transmite a través del axon hasta llegar a la sinapsis,
produciendo la liberaciéon de una sustancia quimica denominada neurotransmisor que

se esparce por el fluido existente en el espacio sinaptico.

Cuando este fluido alcanza el otro extremo transmite la sefial a la dendrita. Los
impulsos recibidos desde la sinapsis se suman o restan a la magnitud de las
variaciones del potencial de la membrana. Si las contribuciones totales alcanzan un
valor determinado (alrededor de 10 milivoltios) se disparan uno 0 mas impulsos que se

propagaran a lo largo del axén.

Aungue todavia no esta del todo claro, parece que este impulso se inicia en la
conexion entre el axon y la membrana. Su amplitud y velocidad dependen del didmetro

del axén y su frecuencia del nimero de disparos que se efectien.
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Historia

El trabajo que es considerado comunmente como el primero en el area de las RNAs es
el presentado en 1943 por Mc Culloch y Pitts , por ser ellos los primeros en describir al
cerebro como un modelo computacional. La teoria que presentaron describia al
cerebro como una agrupacion de elementos simples, que en este caso son las

neuronas.

Una limitante importante de esta RNA, se debe al hecho de que tanto la arquitectura
como los pesos deben ser determinados de antemano. Esto fue uno de los principales
detonantes para el desarrollo del area que investiga los procedimientos que definen
como se deben realizar las conexiones de las RNAs para asi poder alcanzar una salida
deseada para una entrada determinada. El primer trabajo que se dedic6 a la
generacion de una regla de aprendizaje fue Donald O. Hebb, y en 1949 present6 su
teoria, en la cual describe como ocurre un cambio metabdlico, que permite a una
neurona de entrada | que constantemente esta formando parte de un proceso de
excitacion en una neurona O, modificarse para hacerlo con menos esfuerzo; en otras

palabras, la eficiencia de la neurona | para excitar a O se ve mejorada.

Los estudios en el area para la descripcion del cerebro continuaron y hacia finales de
los 50 surgié una nueva idea que causo6 gran expectacion, el concepto naci6 bajo el

nombre de perceptrén, y su creador fue el fisidlogo Frank Rosenblatt.

En pocos afios, las RNAs se habian convertido en una de las areas de mayor interés
para los investigadores, Se crearon grandes expectativas sobre sus aplicaciones, que
posteriormente se tornaron en gran decepcion cuando en 1969 Minsky y Papert

demostraron las grandes limitaciones de esta red.

El trabajo consiste en un andlisis sobre las limitaciones y las capacidades de los
perceptrones. Uno de los puntos mas importantes presentados en el trabajo es que los
perceptrones solo pueden diferenciar patrones linealmente separables, de tal forma
gue no eran capaces de llevar a cabo algunas tareas simples tales como un XOR

l6gico.
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Como consecuencia del trabajo de Minsky y Papert, se detuvieron practicamente todas

las investigaciones en el area de RNAs y sélo pequefios grupos de investigadores,

principalmente en Europa, pudieron continuar con sus estudios. No fue sino hasta la

década de los 80’s, y gracias a los esfuerzos de unos cuantos investigadores que las

RNAs “resucitaron”; entre los hombres a los que mas se les debe en cuanto a su

resurgimiento, se encuentra John Hopfield, profesor del Instituto Tecnoldgico de

California, que impulso el area dando una serie de conferencias entre las cuales se

cuenta Neural networks and physical systems with emergent collective computational

abilities, y ha sido a partir de esa fecha que las RNAs volvieron a llamar la atencion y

se han empleado en diferentes disciplinas arrojando resultados muy satisfactorios

Modelos Neuronales

En todo modelo artificial de neurona aparecen cuatro elementos basicos:

v Un conjunto de conexiones o sinapsis que determinan el comportamiento de la

neurona. Estas conexiones pueden ser excitadoras o inhibidoras.

v" Un sumador que se encarga de sumar todas las entradas multiplicadas por las

respectivas sinapsis.

v Una funcién de activacion no lineal para limitar la amplitud de la salida de una

neurona.

v" Un umbral exterior que tiene el efecto de disminuir la entrada de la funcién de

activacion de la neurona.

Esquemaéticamente quedaria representada por la siguiente figura:

Entradas

X(1) P W

Un Funcion no
X(2) m—\, m— + = e

X(3) e— W _/

Umbral

Salida

Esquema de un modelo Neuronal
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Mateméticamente las operaciones a realizar serian:

k

=N Salida =r (U, — umbral)

En cuanto a las funciones de activacion existe un gran nimero inspiradas, todas ellas,

en razones biologicas. Algunas de estas funciones son:

Funcién escalén
Funcion lineal

Funcion Sigmoidea

w0 Db E

Funcion Tangente Sigmoidea

Funcién escalén
La funcién escaloén se utiliza cuando la neurona tiene salidas binarias: 0, 1. La neurona
se activa cuando el valor del potencial postsinaptico es mayor o igual a cierto valor

umbral.

[

Funcién lineal:

La funcion lineal o identidad responde a la expresion f(x) = Hi(t) Una variacion de la
funcion lineal seria la funcion lineal a tramos donde la salida de la neurona seria la
funcion identidad siempre y cuando el valor del potencial postsinaptico estuviese

dentro de un rango de valores. Al estar fuera del rango la funcion se torna constante.

A

------
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Funcion Logaritmica Sigmoidea
La salida de esta funcion siempre seré continua en el rango entre cero y uno. Con esta
familia de funciones se pueden utilizar datos continuos o digitales proporcionando

salidas exclusivamente continuas.

Hirti

Funcion Tangente Sigmoidea

Esta es una de las funciones mas utilizadas en las redes neuronales por su flexibilidad
y el amplio rango de resultados que ofrece. Las ventajas de utilizar una tangente
sigmoidea frente a una sigmoidea reside en que la segunda so6lo ofrece resultados en
el rango positivo entre cero y uno, en cambio la tangente sigmoidea da resultados
entre —1 y 1, por lo que se amplia a los nimeros negativos los posibles resultados. La

funcién tiene una tipologia como la siguiente:

2

Jx)= ~1

¥
e
|.— &

El resultado que nos ofrece cada una de estas funciones seré el dato de salida de la

neurona que se dirigird bien a otra neurona o bien al resultado final.

Arquitecturas Neuronales.
Una vez vistos los elementos basicos de toda red neuronal se pasara a enumerar las

diferentes estructuras en las que estos elementos se pueden asociar, asi se tendran:
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Redes Neuronales monocapas

Se corresponde con la red neuronal mas sencilla ya que se tiene una capa de
neuronas que proyectan las entradas a una capa de neuronas de salida donde se
realizan diferentes céalculos. La capa de entrada, por no realizar ningun célculo, no se
cuenta de ahi el nombre de redes neuronales con una sola capa.

Una aplicacion tipica de este tipo de redes es su uso como memorias asociativas.

N\

D ' Wnl ﬁ
D anyﬁ
Wn3 ﬂ
Capa de Capa de
Entrada Salida

Red Neuronal Monocapa

Redes Neuronales Multicapa
Es una generalizacion de la anterior existiendo un conjunto de capas intermedias entre
la entrada y la salida (capas ocultas). Este tipo de red puede estar total o parcialmente

conectada

- W

\ Wnl
D an \ N | Wn q
- an -
WnS
Capa de Capas Capa de
Entrada Ocultas Salida

Esquema de una red neuronal Multicapa.
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Redes Neuronales Recurrentes
Se diferencia de las anteriores en la existencia de lazos de realimentaciéon en la red.
Estos lazos pueden ser entre neuronas de diferentes capas, neuronas de la misma

capa 0, mas sencillamente, entre una misma neurona.

O W
D { W/

| Wn3
Capa de O Capas Capa de
Entrada Ocultas Salida

Red Neuronal Recurrente.

Métodos De Aprendizaje
En una red neuronal es necesario definir un procedimiento por el cual las conexiones
del dispositivo varien para proporcionar la salida deseada (algoritmo de aprendizaje).

Los métodos de aprendizaje se puede dividir en las siguientes categorias

|| APRENDIZAJE ||

SUPERVISADO || || NO SUPERVISADO ||

1 1
|| POR REFUERZO || || POR CORRECCION

El aprendizaje de una red se puede dividir de las siguientes formas:

Aprendizaje supervisado
Consiste en introducir una serie de patrones de entrada a la red y a su vez mostrar la

salida que se quiere tener. La red es capaz de ajustar los pesos de las neuronas de
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forma que a la presentacion posterior de esos patrones de entrada la red responde con

salida memorizada.

v Aprendizaje de refuerzo: Se introducen valores de entrada, y lo Gnico que se le

indica a la red es si las salidas que ha generado son correctas o incorrectas.

v Aprendizaje por correccion: Al igual que en el anterior, se introducen las
entradas, y se compara las salidas obtenidas por estas con las sefales
deseadas. Aqui se conoce la magnitud del error y ésta determina la magnitud en

el cambio de los pesos.

Aprendizaje no supervisado
Se presentan los patrones de entrada a la red y ésta los clasifica en categorias segun

Sus rasgos mas sobresalientes.

Principales Arquitecturas

Dentro de las principales arquitecturas de las redes neuronales se distinguen las
redes monocapa, como la red HOPFIELD vy la red BRAIN-STATE-IN-A-BOX, en estas
se establecen conexiones laterales entre las neuronas que pertenecen a la Unica capa

de la red. Ademas pueden existir conexiones auto recurrente.

Las redes monocapa se utilizan tipicamente en tareas relacionadas con lo que se
conoce como auto asociacion, por ejemplo para regenerar informaciones de entrada

gue se presentan distorsionadas o incompletas.

En las redes multicapas normalmente, todas las neuronas de una capa reciben
sefiales de entrada de otra capa anterior, mas cercana a la entrada de la red, y envian
su sefial de salida a una capa posterior, mas cercana a la salida de la red. A estas

conexiones se les denominan conexiones hacia delante o feedforward.

Sin embargo en un gran nimero de estas redes también existe la posibilidad de
conectar las salidas de las neuronas de capas posteriores a las entradas de capas

anteriores, a estas conexiones se les denomina conexiones hacia atras o feedback
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Las sefiales se propagan hacia adelante a través de las capas de la red, no existen
conexiones hacia atras, y normalmente tampoco auto recurrentes, ni laterales, excepto

los modelos de red propuestos por Kohonen.

Las redes feedforward méas conocidas son: PERCEPTRON, ADALINE, MADALINE,
LINEAR ADAPTATIVE MEMORY, DRIVE-REINFORCEMENT, BACKPROPAGATION.

Todas ellas son utiles en aplicaciones de reconocimiento o clasificacion de patrones.

En las redes con conexiones hacia adelante y hacia atras (feedforward/ feedback),
circula informacion tanto hacia delante como hacia atras durante el funcionamiento de

la red.

En general, suelen ser bicapas, existiendo por lo tanto dos conjuntos de pesos: los
correspondientes a las conexiones feedforward de la primera capa (capa de entrada)
hacia la segunda (capa de salida) y los de las conexiones feedback de la segunda a la
primera. Los valores de los pesos de estos tipos de conexiones no tienen porqué

coincidir, siendo diferentes en la mayor parte de los casos.

Los perceptrones Multicapa han sido usados con éxito para resolver diversos y dificiles
problemas, usando para el entrenamiento supervisado el algoritmo conocido como

algoritmo de retropropagacion del error (Backpropagation).

Ventajas de las R.N.A
Debido a su constitucién y a sus fundamentos, las RNA presentan un gran nimero de

caracteristicas:

v' Aprendizaje Adaptativo: capacidad de aprender a realizar tareas basadas en un
entrenamiento 0 en una experiencia inicial.

v' Generalizacion: una red neuronal puede crear su propia organizacién o
representacion de la informacién que recibe mediante una etapa de aprendizaje. La

generalizacion provoca la facultad de las redes neuronales de responder
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apropiadamente cuando se les presentan datos o situaciones a los que no habian
sido expuestas anteriormente.

v' Operacion en tiempo real: los cémputos neuronales pueden ser realizados en
paralelo; existiendo gran cantidad de software para la implementacion de las redes
neuronales, por ejemplo el usado para este trabajo fue el Matlab 6.0.

v Las redes pueden aprender a reconocer patrones con ruido, distorsionados, o
incompletos

v Posee la capacidad de trabajar con funciones no lineales

Desventajas de las R.N.A

Una de las desventajas de las Redes Neuronales es que requieren la definicion de
muchos parametros antes de poder aplicar la metodologia. Por ejemplo hay que
decidir la arquitectura mas apropiada, el numero de capas ocultas, el numero de

neuronas por capa, las interconexiones, la funcion de transferencia, etc.
Ademas, se puede mencionar:
Complejidad de aprendizaje para grandes tareas

Tiempo de aprendizaje elevado

Dificultad de interpretar a posteriori lo que ha aprendido la red

<N XX

Necesidad de muchos datos de entrenamiento para un correcto aprendizaje y

generalizacion posterior.

Aplicaciones
Las redes neuronales son una tecnologia computacional emergente que puede
utilizarse en un gran numero y variedad de aplicaciones, tanto comerciales como

militares.
Hay muchos tipos diferentes de redes neuronales, cada uno de los cuales tiene una
aplicacion particular més apropiada. Separandolas segun las distintas disciplinas

algunos ejemplos de sus aplicaciones son:

v Reconocimiento de caracteres escritos.
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Identificacién de candidatos para posiciones especificas.
Optimizacion de plazas y horarios en lineas de vuelo.

Explotacién de bases de datos.

Evaluacion de probabilidad de formaciones geoldgicas y petroliferas.
Sintesis de voz desde texto.

Analisis de tendencias y patrones.

Prevision del tiempo.

Prevision de la evolucion de los precios.

Valoracion del riesgo de los créditos.

Identificacion de falsificaciones.

Interpretacion de firmas.

DN N N NN Y U U N N NN

Robots automatizados y sistemas de control (vision artificial y sensores de presion,
temperatura, gas, etc.)

Control de produccién en lineas de proceso.

Inspeccion de calidad.

Filtrado de sefales.

Analizadores del habla para la ayuda de audicion de sordos profundos.

AN N NN

Diagnostico y tratamiento a partir de sintomas y/o de datos analiticos

(encefalograma, etc.).

<

Clasificacion de las sefiales de radar .

<

Creacion de armas inteligentes.

v Optimizacién del uso de recursos escasos.

BACKPROPAGATION

Antecedentes:

La regla de aprendizaje del Perceptron monocapa y el algoritmo de LMS de Widrow y
Hoff fueron disefiados para entrenar redes de una sola capa. Estas redes tienen las
desventaja que solo pueden resolver problemas linealmente separables, fue esto lo
que llevo al surgimiento de las redes multicapa para sobrepasar esta dificultad en las

redes hasta entonces conocidas.
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La Backpropagation es un tipo de red de aprendizaje supervisado, que emplea un ciclo
propagacion - adaptacion de dos fases. Una vez que se ha aplicado un patron a la
entrada de la red como estimulo, éste se propaga desde la primera capa a través de
las capas superiores de la red, hasta generar una salida. La sefial de salida se
compara con la salida deseada y se calcula una sefial de error para cada una de las

salidas.

Las salidas de error se propagan hacia atras, partiendo de la capa de salida, hacia
todas las neuronas de la capa oculta que contribuyen directamente a la salida. Sin
embargo las neuronas de la capa oculta solo reciben una fraccion de la sefial total del
error, basandose aproximadamente en la contribucion relativa que haya aportado cada
neurona a la salida original. Este proceso se repite, capa por capa, hasta que todas las
neuronas de la red hayan recibido una sefal de error que describa su contribucién

relativa al error total.

Basandose en la sefial de error percibida, se actualizan los pesos de conexién de cada
neurona, para hacer que la red converja hacia un estado que permita clasificar

correctamente todos los patrones de entrenamiento.

La importancia de este proceso consiste en que, a medida que se entrena la red, las
neuronas de las capas intermedias se organizan a si mismas de tal modo que las
distintas neuronas aprenden a reconocer distintas caracteristicas del espacio total de
entrada. Después del entrenamiento, cuando se les presente un patrén arbitrario de
entrada que contenga ruido o que esté incompleto, las neuronas de la capa oculta de
la red responderan con una salida activa si la nueva entrada contiene un patrén que se
asemeje a aquella caracteristica que las neuronas individuales hayan aprendido a
reconocer durante su entrenamiento. Y a la inversa, las unidades de las capas ocultas
tienen una tendencia a inhibir su salida si el patron de entrada no contiene la

caracteristica para reconocer, para la cual han sido entrenadas.

Varias investigaciones han demostrado que, durante el proceso de entrenamiento, la
red Backpropagation tiende a desarrollar relaciones internas entre neuronas con el fin

de organizar los datos de entrenamiento en clases.
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Esta tendencia se puede extrapolar, para llegar a la hipotesis consistente en que todas
las unidades de la capa oculta de una Backpropagation son asociadas de alguna
manera a caracteristicas especificas del patron de entrada como consecuencia del
entrenamiento. Lo que sea 0 no exactamente la asociacion puede no resultar evidente
para el observador humano, lo importante es que la red ha encontrado una
representacion interna que le permite generar las salidas deseadas cuando se le dan
las entradas, en el proceso de entrenamiento. Esta misma representacion interna se
puede aplicar a entradas que la red no ha visto antes, y la red clasificar4 estas

entradas segun las caracteristicas que compartan con los ejemplos de entrenamiento.

Regla de Aprendizaje

El algoritmo Backpropagation para redes multicapa es una generalizacion del algoritmo
LMS, ambos algoritmos realizan su labor de actualizacion de pesos y ganancias con
base en el error medio cuadratico. La red Backpropagation trabaja bajo aprendizaje
supervisado y por tanto necesita un set de entrenamiento que le describa cada salida y

su valor de salida esperado de la siguiente forma:

{P1,T1}, {P2,T2}, ..., {Pq, To }

Donde PQ es una entrada a la red y IQ es la correspondiente salida deseada para el
patron g-ésimo. El algoritmo debe ajustar los pardmetros de la red para minimizar el

error medio cuadratico.

El entrenamiento de una red neuronal multicapa se realiza mediante un proceso de
aprendizaje, para realizar este proceso se debe inicialmente tener definida la topologia
de la red esto es: nUmero de neuronas en la capa de entrada el cual depende del
namero de componentes del vector de entrada, cantidad de capas ocultas y nimero de
neuronas de cada una de ellas, nUumero de neuronas en la capa de la salida el cual
depende del nimero de componentes del vector de salida o patrones objetivo y
funciones de transferencia requeridas en cada capa, con base en la topologia
escogida se asignan valores iniciales a cada uno de los pardmetros que conforma la

red.
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Es importante recalcar que no existe una técnica para determinar el nUmero de capas
ocultas, ni el numero de neuronas que debe contener cada una de ellas para un
problema especifico, esta eleccion es determinada por la experiencia del disefiador, el

cual debe cumplir con las limitaciones de tipo computacional.

Cada patron de entrenamiento se propaga a través de la red y sus pardmetros para
producir una respuesta en la capa de salida, la cual se compara con los patrones
objetivo o salidas deseadas para calcular el error en el aprendizaje, este error marca el
camino mas adecuado para la actualizacion de los pesos y ganancias que al final del
entrenamiento produciran una respuesta satisfactoria a todos los patrones de
entrenamiento, esto se logra minimizando el error medio cuadratico en cada iteracion

del proceso de aprendizaje.

El presente algoritmo basa su correccion de los pesos por medio de la regla Delta, la

cual se define como:

Dwii(n) = h d; (n) yi(n)
donde
h = tasa de aprendizaje
w;i = Peso de la neurona i de una capa a la neurona j de la siguiente capa
d; = Gradiente local de la neurona j
Yi = salida de la neurona i

n = iteracion n-esima

Si se quiere incrementar la velocidad de aprendizaje, evitando inestabilidad, es
necesario modificar la regla delta incluyendo un término denominado momento,
quedando:

Dwii(n) = @ Dw;i(n-1) + h d; (n) yi(n)

siendo a= momento
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Inconvenientes en el aprendizaje del Backpropagation
Como se menciond anteriormente, en el entrenamiento de la red, se recalculan los

pesos en cada interaccion, de forma de que decrezca el error E.

Al emplear este tipo de algoritmo, pueden surgir distintos tipos de problemas:

1. Existencia de minimos locales para el error E.
Presencia de multiples minimos globales para E
La posibilidad de que se den situaciones en la que , después de cada interaccion

se avance minimamente hacia el minimo global E

OVERFITTING

Uno de los problemas que ocurren durante el entrenamiento de la red neuronal es
llamado overfitting. El error en el conjunto de entrenamiento se maneja a un valor muy
pequefio, pero cuando el nuevos datos son presentados a la red el error es grande. La
red tiene memorizado los ejemplos de entrenamiento, pero no ha aprendido a

generalizar las nuevas situaciones.

Para evitar estos inconvenientes y la inconvergencia del algoritmo, los especialistas

proponen sugerencias aplicables al algoritmo de Backpropagation:

Eleccion de los pesos iniciales

Modificacién de la velocidad de entrenamiento
Actualizacion de los pesos aplicando momentos
Representacion de los datos

Eleccion de la cantidad de neuronas y de las capas ocultas

D N N N N N

implementacién de validacion del entrenamiento (detenimiento temprano)

REDES NEURONALES COMO MODELOS DE PREDICCION
Las redes neuronales fueron elegidas como herramientas, dado que la modelizacién

de la demanda es esencialmente multivariada, ya que inciden en la misma, pardmetros
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tales como: poblacion, PBI, época del afio, factores climéticos y patrones del

comportamiento del pasado, etc.

Para los modelos predictivos, la arquitectura neuronal mas utilizada es la del

Perceptron Multicapa entrenada con el algoritmo Backpropagation.

Basados en esto y en la amplia bibliografia existente, utilizaremos para el desarrollo

del presente trabajo esta arquitectura.

DESARROLLO

En el desarrollo de los estudios, mediante la utilizacién de redes neuronales,
definiremos una serie de pasos, con los que nos guiaremos para la implementacion de
las R.N.A.

Como primer paso, utilizaremos la topologia de Perceptron multicapa, en cual estara
formado por dos capas ocultas de distintos nimeros de neuronas, las cuales facilitaran

a lared a la generalizacion y comprensién de las relaciones no lineales del problema.

Luego de elegida la estructura a utilizar (cantidad de neuronas, nimeros de entradas),
se utilizaran como vectores de entrada los datos suministrados por las dos compaiiias

eléctricas, poblacién, PBI.

Dichos vectores seran pre-procesados, para hacer mas eficiente el entrenamiento de

la red.
PRE- PROCESOS
Pre-procesamiento de la serie temporal

Antes de la modelizaciéon con las redes neuronales, debemos aplicar a las serie

temporales determinados tratamientos.
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Desestacionalizacion de la serie temporal
Este pre-procesamiento de las series temporales es uno de los mas importantes, ya

gue mediante el mismo la serie es suavizada.

Centrado

Uno de los primeros pasos a considerar, es cuando la serie cumple con el requisito de
ser estacionaria (media cero). Si bien el centrado no forma parte del modelo predictivo,
mejora el rendimiento del mismo, debido a que la estructura del Perceptron multicapa
con Backpropagation tiene dificultades cuando una o mas variables de entrada se

apartan del valor medio distinto de cero.

Si la serie a modelizar esta compuesta por una componente de “ continua “ creciente o
decreciente, mas una componente de” alterna” que varia entorno a la misma, se
calcula la tendencia de la serie para luego restarla a la misma, con el fin de que los

datos tengan una igualdad en el aporte del aprendizaje.

Interpolacion por el Método de los splines cubicos
Debido a que el modelado de las redes neuronales exigen una gran cantidad de datos
para el entrenamiento y validacién de las mismas, nos vemos en la necesidad de

interpolar la serie de datos.

Entonces se requiere generar un conjunto de muestras grande a partir de un conjunto
de muestras original pequefio. Esto se puede lograr como se menciono anteriormente

interpolando la familia de puntos de muestra del conjunto original.

Existen muchas técnicas para interpolar una familia de puntos, tales como: Minimos
Cuadrados, Lagrange, Hermite, Splines, etc. En este trabajo utilizaremos el método de
Splines cubicos, debido a sus ventajas sobre los demas, utilizando para ello el

software Matlab 6.0

Normalizacion
Antes de entrenar, es necesario escalar las entradas y targets (salidas de

entrenamiento) para que estas caigan dentro de un determinado rango [-1, 1].
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Para ello utilizaremos el programa Matlab 6.0, con el que se procede a normalizar los

vectores de entrenamiento.

Una vez entrenada la red, devolvera salidas dentro del rango [-1, 1], por lo que nos
veremos en la necesidad de volver a tratar a la red con otro proceso, pero en este caso

seran los vectores de salida, los que se llevaran nuevamente a las unidades originales.

Inicializacion de los pesos
El valor de los pesos iniciales de cada neurona, antes de la primera interaccion,

repercute en que el error E alcance un minimo global o local.

Es por esto que se trata de inicializar los pesos dentro de un determinado rango de

valores entre 0.5y +0.50 entre -1y 1.

Cabe destacar que normalmente el software de simulacion utiliza valores aleatorios,
esto hace que la red produzca salidas muy distintas ante dos simulaciones de la

misma serie.

Para solucionar estos problemas y agilizar el entrenamiento, utilizaremos el método de

inicializacion de Nguyen-Widrow.

MODELIZACION DE LA RED PARA LA CIUDAD DE GRAL. MADARIAGA

Entrenamiento de la red Perceptron Multicapa
En esta etapa se entrenard la red con datos histéricos pre-procesados, tal cual se

menciond mas arriba, para que sea capaz de predecir la demanda eléctrica.

Consideraremos para el estudio
v Algoritmo de entrenamiento: se utilizaran los algoritmos provistos por la toolbox de
Matlab 6.0.”
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Algorltmo SentenC|a MatLab

Gradiente conjugado escalar
Fletcher Powell CG

v Topologia de la red: la red Perceptron Multicapa, que se utilizara estara formada
por dos capas de neuronas ocultas, a las cuales se le variara la cantidad de

neuronas para evaluar distintos alternativas

v" Numero de iteraciones: se utilizaran la cantidad de iteraciones necesarias, para
asegurar que el entrenamiento no se detendra por esta causa, para la simulacién

se eligié una cantidad de 5000 iteraciones.

v Eleccion de las entradas: se eligieron como vectores de entrada los datos

suministrados por las compafiias eléctricas, poblacién y producto bruto interno.

Resumiendo, la R.N.A Perceptrén Multicapa que se elige para modelar la demanda

eléctrica de la ciudad de Gral. Madariaga presenta las siguientes caracteristicas

“) NOTA: Ver en Anexo | Algoritmos de Entrenamiento.
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El entrenamiento se realizara empleando la inicializacion de Nguyen Widrow .
Luego también se emplearan las distintas combinaciones de los algoritmos propuestos

anteriormente.

La topologia de la red, es de dos capas ocultas, la primera de veinte neuronas y la

segunda de dieciocho. El nUmero de interacciones, sera de 5000.

El vector de entrada contendra seis valores histéricos de consumo y la cantidad de
habitantes correspondiente a dicho periodo, por lo tanto el vector estara formado por

siete componentes.

Procediendo a la simulacion de las redes, se obtendran distintos resultados, para los
distintos algoritmos empleados. Sobre los gréficos podemos observar el error absoluto
(KWH) cometido en las estimaciones. Para llegar a ellos, la red fue entrenada con
valores histéricos correspondiente al periodo enero de 1992 a diciembre de 2001, por

lo tanto el primer valor corresponde a enero de 2002.

La cantidad de valores estimados fue de 17, mostrando en la tabla los valores del error
porcentual cometido (% del valor real) obtenidos a partir de la comparacion con los

valores reales.

Algoritmo trainrp:
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1 L ] aal 1 5
N ' | T - | [ ]1 1 5.55 10 -7.85
L 7 S 2 e Lt e 4 2 -8.14 11 -12.73
el | £ R =50 3 -5.36 12 -8.39
Il 1t IL 4 -3.29 13 -0.13
{30 ik e 5 -4.60 14 -15.66
yasl- = 6 -2.65 15 -11.36
T ) e e, i B /e e i 7 2.24 16 2.09
Eram Pete Rireq Sam Maya Junin Mo AgdsfnSept Cot M D Ereno Febe i Bl R 8 -11.20 17 -16.16
Frefe
9 -6.45
Error Absoluto Error relativo %
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Enarn Fape Marma Al Wayo Jors Jele BgretaBopt Oel Moy Dk Encen Fobe Mo 851 Moya 8 -13.36 17 -19.20
e 9 | -12.49

Error Absoluto

Algoritmo Trainscg:

Error relativo %

ik | 4
1R -
TECE -
1450 - g g |
I1g1|..: |:. gk \ I:
; | II - | | Mes Error Mes Error
n"w:-l-g il = Ll 1 -10.41 10 -7.54
senl | | s = : 2 1.02 11 -10.83
g = R 3 -5.39 12 -6.58
5 - sl 5L 7 4 -459 |13 -8.92
el .| | 5 -5.24 14 -5.30
L 6 -2.77 15 -13.80
2504
o T A 7 -5.70 16 -13.35
Erese Febe Moo A Mo Jnlo Jlo Ajrensnd Ool. M B Erédo Falii Hizo Akl Mypn 8 -2.00 17 -15.25
s 9 -7.09

Error absoluto

Error relativo %
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Algoritmo Traicgp:

17E0 =
100 i i— |
6L - | | 1 4
1R - | : - | 1 = e
|| 'l
3 | | [ | Mes] Error [Mes Error
B | gL - 1| 2072 |10 -7.46
S| | | il 1 2| 022 J11] -1331
at| | ¥ L - : e o 3 -4.64 12 -5.36
. i : ] I 4 -3.61 13 -19.23
- | e 5 -11.40 14 -16.92
) Ll i 6 167 | 15 -11.36
120 '.T' 1 7 -14.94 16 -16.22
Eviinci Fole Waao ALl aper i o AjoetoBepl 001 Maw Ew Erro Fadr Maao Al fapo 8 -13.09 17 -18.10
L 9 -6.28
Error Absoluto Error relativo %
Algoritmo Traincgb
2000 - -
1900 (- B
1800 (- B
__ 1700k B
2
E 1600 1 Mes Error Mes Error
= B 1 3340 | 10 -7.84
L= n 2 1025 [ 11 -7.10
vl B | 3 _5.67 12 5.41
B H B 4 -3.37 13 -39.22
ol H | 5 5.23 14 -17.61
H 6 -2.05 15 -14.69
T T R T S S S S S S S T 7 3581 | 16 -13.49
Enero Febr Marzo Abril Mayo Junio Julio AgostoSept Oct Mov  Dic  Enero Febr Marzo Abril Mayo 8 -13.05 17 761
Mes 9 | 7.9
Error absoluto Error relativo %
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Algoritmo Trainoss

Error [Kuw]

1800 -

1700 -

1600 -

1400 -

1300

1500 -
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fa® Y

1

R

i

Algoritmo Trainbfg

Mes

Error absoluto

I | I I I I I I L L I I I L L I I
Enero Febr Marzo Abril Mayo Junio Julio AgostoSept Oct Mov  Dic  Enero Febr Marzo Abril Mayo

1600 -

1300 -

1280

es

Error absoluto

1 1 L L L L 1 L 1 1 1 L L L L 1 1
Enera Febr Marzo Abril Mayo Junio Julio AgostoSept Oct Nov Dic Enero Febr Marza Abril Mayo

3 Mes Error Mes Error
1 -18.10 10 -6.27
i 2 -22.83 11 -3.05
3 -6.94 12 -7.25
4 -3.20 13 -25.49
B 5 -3.38 14 -25.85
6 -3.40 15 -14.12
7 -21.02 16 -11.57
8 -27.25 17 -8.10
9 -7.33
Error relativo %
b Mes Error Mes Error
i 1 -0.10 10 -8.92
2 -10.25 11 -8.10
3 -4.97 12 -8.61
4 -4.56 13 -7.10
) 5 5.91 14 -16.30
i 6 -3.30 15 -12.79
7 -3.17 16 -15.97
8 -12.57 17 -13.37
9 -7.00

Error relativo %
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Algoritmo Trainlm

1750

1700 -

1650 -

1600 -

15850 -

Error [Kuu]
o
2
)

1450 -

1400 -

1380 |

1300 -

1250 -

Mes

Error absoluto

| | I
Enero Febr Marza Abril Mayo Junio Julio AgostoSept Oct  Nov  Dic  Enera Febr Marza Abril Maya
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i Mes Error  |Mes Error
1 -15.71 10 -9.34

7 2 -6.15 11 -8.34

i 3 -5.28 12 -8.74
4 -4.38 13 -21.91

b 5 -6.25 14 -12.55

i 6 -3.38 15 -13.47
7 -18.36 16 -15.63
8 -8.41 17 -14.26
9 -7.24

Error relativo %

A continuacion en la tabla resumida se comparan mes a mes los médulos de los

errores relativos cometidos por cada uno de los algoritmos, destacando aquel cuya

suma de estos errores sea menotr:

ENE | FEB |[MAR|ABR | MAY | JUN | JUL | AGO | SEP

RP | 536 [ 814 [536 (329 | 460 | 265 | 224 |11.20[ 645

GDX | 616 (1229 (4591 (448 | 782 | 511 1043 [ 153.36 [12.45

SCG 1047 | 1.02 |559 489 | 624 | 277 | 570 | 2.00 | 709

CGF | 1243 | 4592 518 [477 | 623 | 3584 1491 | B71 | 710

CGP | 2072 | 022 464|361 (1140 167 [ 1494 [153.09 ) B.25

CGB | 533,40 | 1025 | 567 | 3.37 | 625 | 205 [ 3581 [13.05) 7.89

0SS 1510 (2283 (694 |5320| 3358 | 340 | 2102 |27 25 [ 7.33

BEG | 010 (1025 (4597 [4.86 | 591 | 330 | 317 [12.57 [ 7.00

LM 1571 615 [528 (438 | 625 | 338 1836 | 841 [ 7.24

OCT | HOW | DIC | EME | FEB | MAR | ABR | MAY SUMA ERROR

RP 785 (1273 839 | 013 1566 | 11.36 | 2.09 | 16.16 123.64
GDX | 1267 | 1337|1338 | 1538 |2266 | 257 |19.95 | 19.20 196.21
SCG | 754 1083 | 655 | 5592 [ 530 | 13801335 | 15.25 125.76
CGF | 952 | 716 | 890 |1824 | 861 13251668 | 11.51 158.65
CGP | 746 [1331 | 536 [ 1823 [16.592 | 11.36 [ 16.22 | 15.10 184.52
CGB | 784 | 710 | 541 |39.22 1761 | 1469 [153.49 | 7.6 229.80
0S8 | 627 | 305 | 725 |2549 2685 1412|1157 | 8.10 21513
BEG | 5592 | 810 | 861 | 7.10 | 1630 | 1279 | 15.97 | 13.57 142.99
LM 934 | 534 [ 874 [21.91 1255 | 13.47 [ 1563 | 14.26 179.39

Marzullo F.- Mansilla C.

PROYECTO FINAL



J ] U.N.M.D.P  Facultad de Ingenieria Departamento de Ingenieria Eléctrica 59

Cornparaciin del error
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a 2 4 5} i i} 12 14 & 158

En vista de los resultados mostrados, utilizaremos los dos algoritmos que mejor

performance tuvieron en la etapa anterior.

Los dos algoritmos a utilizar serén el Backpropagation elastico (trainrp) y el algoritmo

de gradiente conjugado escalar (trainscg).

Basandonos en estas primeras aproximaciones, procederemos al estudio de distintas

alternativas utilizando estos dos ultimos algoritmos.

Topologia de la red
Como mencionamos anteriormente, la red Perceptrén multicapa puede tener una o
varias capas ocultas, en el desarrollo de esta etapa, mostraremos distintas

configuraciones y destacaremos la mejor, la cual utilizaremos para el estudio final.

Cabe destacar que para la eleccién del numero de neuronas y el nimero de capas
ocultas, nos basaremos en los distintos resultados obtenidos a partir de la prueba de

variadas cantidades de neuronas.
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Si bien se realizaron simulaciones para 10, 15, 20, 25 Y 30 neuronas, pertenecientes a
la capa oculta, en las graficas del error, para facilitar la visualizacion de los resultados

se incluyeron los resultados de las tres mejores simulaciones.

Tabla resumida™ comparativa de los errores de las 17 simulaciones utilizando el

algoritmo de entrenamiento Trainrp:

Meses 15 Neuronas|25 Neuronas|30 Neuronas
1 237 -9.50 -9 64
2 -11.69 =734 5.582
3 -6.01 -4 78 -5.80
4 -4.81 -4.41 5.0
5 -8.2h 752 -£.85
=) -1.34 -2.86 -2.03
7 -3.31 -3.66 -4.10
8 -1.31 -14. 0B -14.25
3 -13.47 -7.90 -730
10 -10.64 8928 -10.41
1" -10.23 955 -10.61
12 -9.37 -8.54 -16.07
13 -5.71 -7.60 -5.51
14 -15.10 -8.69 726
15 -4.42 -18.81 -17.86
16 -23.72 -16.44 -16.84
17 -16.02 -15.65 -17.23

Para el algoritmo trainrp, la configuracion con la que se cometié menor error, fue con
25 neuronas, con un Eyvepio= 9.20% y una dispersion de 4.56 %

COMPARAGION DEL ERROR ABS (TRAINRF)

25 T T T T T T T
/.1 SRR USRS SRRSO St SOOI SO S | 90
A5 f------- B et i SECEEEEEY P EEPEPE S R
£ i
x i
(o] '
frd I
i . I
W I
. peesecdfdbecccospoonconogeososs copossscseg
] —— 0 N7 0. W Y SR A A | S
i i i i i — 15 MNeuronas
! ! ! ! ! | = 25 Neuronas
0 0 i d 0 0 ' | — 30 MNeuronas
il | | | | | | | i
o 2 4 5} &} 10 12 14 16 18
MES

Error absoluto Trainrp

™) Ver en el Anexo Il la totalidad de los resultados obtenidos.
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Tabla resumida comparativa(**) de los errores de las 17 simulaciones utilizando el

algoritmo de entrenamiento Trainscg:

Meses 10 Neuronas|20 Neuronas|30 Neuronas
1 10.81 -22 54 -19.96
2 .59 -31.03 -3.82
3 -0.95 -21.60 -13.242
4 -3.67 3.32 -1.95
5 -4 .74 -24.13 -4.11
5] -2 64 -0.29 2.4
7 G.10 -7 E6 -22 Bk
=i 214 -35.682 -10.98
= -1.84 -25.33 -14 58
10 -7 &Y .52 579
11 -5.00 -26.52 -3.99
12 -£.89 -5.28 -5.01
13 2 B9 -35.17 -27 B0
14 -4.70 -41.29 -13.60
15 5.2 -32.84 2116
16 -13.78 -5 B5 -11.40
17 -10.07 -33.24 -4 41

COMPARACION ERROR OBS. (TRAINSCG)

E T T T T T I
i 1 A g 1 = 10 Neuranas
h & Meuronas
" i K R R e R S 30 Neurarias: |-
. W
: ! ;
E i :'J
= R e i...._....! ............................. _.F.{:h.:. R—
i Y
: ' G
o R A m sk EREEEEE | I."‘ﬁ"""'"""""""""'."flf ..... I;._:ll:_. .....
i ; .Ill:lL i | L)
E i LY L ] Y
P i | '
o P L i i
TH ] i g e o e i}
i 1
i i i
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i i
i i
P i
i - -
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‘ .
) 1
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1 1
' '
____________ RS
|
'
'
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B 1B

Error absoluto Trainscg

Para el segundo algoritmo, el error medio absoluto cometido es de Eygepio= 8.10% con

30 neuronas en la capa oculta.

Se desarrollara, la segunda etapa del estudio, en la cual agregamos una segunda

capa oculta a la topologia de la red.

™) Ver en el Anexo Il la totalidad de los resultados obtenidos.
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distintos resultados, de los cuales mostraremos en una tabla resumida®™ los que

menor error cometen, para las distintas combinaciones de neuronas, utilizando primero

el Algoritmo Trainrp.

Primer capa

10 Heuronas

20 Neuronas

30 Neuronas

Sequnda capa

10 Heuronas

10 Neuronas

30 Neuronas

Mes
1 4 51 8.81 15.09
2 -11.94 -G.44 0.04
3 -5 80 -9.34 -2.38
4 H.B7 -5 B4 434
=) -6.74 -3.33 974
5] -1.72 0.26 -2.00
7 -12.68 -7 B9 - 55
8 -0.23 407 8.87
9 -12.18 -5.F8 226
10 -0.24 -14 5R -5 84
11 -10.79 -10.14 -13.66
12 -6.54 -9.892 -10.93
13 -6.26 -1.84 -4.78
14 747 -12.49 1.
15 -4 06 -14 &1 -5.97
16 -19.90 -10.14 -27.48
17 -14.98 -20.09 -12.78

Error relativo %(Trainrp)

Luego de efectuado la separacion de los mejores resultados, para cada combinacion,

compararemos graficamente estas tres ultimas topologias, resaltando la que mejor se

adecua a el problema.

En el siguiente grafico resaltamos la curva del error de la topologia 20-10 neuronas, la

cual tiene un error medio de Euepio = 8.81% con una desviacion estandar menor a las

otras tipologias de 4.9 unidades.

)Nota: la totalidad de los resultados de las distintas combinaciones se mostraran

en el Anexo |
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COMPARACION ERRORES ABS.

30 T T T

ERRCOR%

T T
— 10-10 Meuronas
— 20-10 Neurgnas
—— 30-30 Meuronas

Error absoluto relativo % (Trainrp)
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Procediendo de igual manera, pero para el algoritmo Trainscg, los mejores resultados

obtenidos, se muestran en la siguiente tabla resumida:

Primer capa |10 Neuronas|20 Neuronas]30 Neuronas
Sequnda capal30 Neuronas| 10 Neuronas| 20 Neuronas
Mes
1 7.958 89.54 -11.57
2 034 0.31 -14.19
3 3.6 -1.94 537
4 -5.38 1.83 -4.71
5 -8.64 £.597 -7.67
B -2.45 -1.78 -1.32
7 -3.78 -4.00 -3.94
g 3.51 253 -15.68
| -0.11 0.08 -15.17
10 -7.55 £.36 -10.19
1 -10.53 -2.84 -7 B3
12 72T -8.26 AT
13 -6.07 -5.58 -4.41
14 8.2 -g.48 -8.583
15 201 028 -19.42
16 -7.91 £.29 -20.58
17 -11.88 -11.81 -15.59

Errores relativos % (Trainscg)

Al graficar los errores absolutos para las tres mejores combinaciones, elegimos la que

menor error posee, siendo la topologia de 20-10 neuronas por capa, con un error

medio de Evepio = 4.65 % y una desviacion estandar de 3.60 %
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COMPARACION ERRORES ABS.
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Errores absolutos %(trainscg)

En base a los resultados obtenidos, el mejor algoritmo que representa el menor error,
es el algoritmo Trainscg, con la configuracion de 20-10 neuronas por capas. Es
necesario remarcar que los errores cometidos en estas simulaciones son

excesivamente grandes, ya que estos oscilan en un rango de 11.74%.

Por consiguiente, trataremos los datos de la ciudad de Gral. Madariaga, utilizando el
potencial de las redes de Kohonen®. La serie temporal de la ciudad, se clasificara en

base a la similitud de los datos.

Se realizaron numerosos ensayos, de los que entre los cuales se recogen los més

significativos.

Una vez obtenidos los resultados de estos ensayos se trataran por separados, segun
convenga. En este caso se plantea cual es el numero idéneo de neuronas de salida,
ya que estas daréan la cantidad de conjuntos de clasificacion. Es conveniente, utilizar
un nimero pequefio de neuronas, debido a que si este es elevado, incrementara

notablemente las subdivisiones.

W gl comportamiento de estas redes son explicados en el Anexo Il
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En el estudio de clasificacion de la serie de Gral. Madariaga, se obtuvieron los
siguientes mapas de Kohonen, para tres y cinco neuronas de salida (clasificando los

datos en 3 y 5 subconjuntos).

1 2 3 4 5 b 7 ] 9110 | N1
- - - - | 19951999 | 2000 (2001 (2002
199211993 1994] - - - 5 5 E 5

1] 23] 4]5]6]7]8]9]10]1
|- | - - |1998|1999]2000]|2001 |2002
1992|1993 [1904] - | - | - 3
- [ - |meselres?] - | - | - | - | -
G | @ | @ |JO0e) ew | 2 | & | | | @ [ @

G e ol | P | e
'
1

Mapas de Kohonen

En los mapas de las redes, se pueden observar que se han clasificado los datos en
tres subconjuntos para el primer caso (tres neuronas de salida) y cuatro subconjuntos

para el segundo (cinco neuronas de salida), resaltados en la figura.

Debido al potencial de la redes, podemos utilizar los Ultimos afios para efectuar una
buena prediccién, ya que existe la probabilidad de que los valores de la serie
correspondientes a los afios 1992 hasta 1997 sean erréneos.

Por lo tanto efectuamos el ensayo, ingresando como vectores de entrada los valores
correspondientes a los afios 1998 hasta 2002, probando nuevamente los ensayos, la
topologia que mejor se adapto a fue la de 20-20 neuronas por capas, utilizando en las
simulaciones los algoritmos Trainrp y Trainscg, adaptandose mejor al problema el

primero.

A continuacion se muestran los errores cometidos, para cada simulacion, y las sumas

de los cuadrados de los estos, resaltando la mejor opcion.
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Primer capa |20 Neuronas|20 Neuronas
Segunda capa|10 Heuronas| 10 Neuronas
Mes Trainscg Trainrp
1 -11.81 575
2 -7.49 -5.13
3 -5.66 -4.51
4 -3.43 -2.85
5 -5.87 .47
B -0.m 0.10
7 1.09 -0.70
g -11.96 b.14
g -4.69 187
10 -6.54 -5.34
11 -5.14 -3.75
12 -2.83 -3.63
13 0.56 1.03
14 0.30 -0.48
15 8.2 -3.40
16 -B.16 -4.05
17 A7 -4.75
Suma ABS 91.95 60.26

Errores relativos % 20-10 Neuronas / capa

Basandonos en estos resultados, vemos que el error ha disminuido Evepio=3.54 % y
una desviacion de 2.06 %, como también el tiempo de simulacién, por lo que estamos
en condiciones de asegurar que el truncado de los datos no ha empeorado las
condiciones del problema, sino todo lo contrario, la performance de las redes ha
mejorado. Por lo tanto se efectuaran las estimaciones, utilizando la red Perceptrén
multicapa, compuesta por 20-10 neuronas por capas, utilizando el algoritmo Trainrp, y

como vector de entrada los datos a partir de enero de 1998 hasta mayo de 2003.

PREDICCION

En base a los analisis realizados anteriormente, se procede al calculo de la demanda
de energia, siendo estas estimaciones a pequefio y mediano plazo.

Resumiremos la estructura de la red Perceptron Multicapa que se utilizaré en la

prediccion:

v Para el entrenamiento se utilizara el algoritmo de entrenamiento Trainrp,
suministrado por la toolbox de Matlab.

v Para los pesos iniciales de la red se utilizara la inicializacion de Nguyen-Widrow.

v Latopologia de la red es de dos capas ocultas, la primera con 20 Neuronas y la
segunda con 10 Neuronas.

v Se utilizaran 65 valores histéricos de consumo como salida o target.
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El nimero de vectores de entrenamiento es de 46, debido a que cada vector de

entrenamiento posee once valores de consumo anteriores al de la prediccion. Los

resultados de los ensayos realizados para los horizontes de 1 y 5 afios son

presentados a continuacion.

La tabla y el grafico para la prediccion del primer afio correspondiente a la ciudad de

Gral. Madariaga, periodo junio de 2003 a mayo de 2004, utilizando la red [MAD1], es el

mostrado debajo.

MES

JUN | JUuL | AGO | SEP | OCT | NOV

KWh

150079 150595 14687 1361.682 1318.84 126319

MES

DIC | ENE | FEB | MAR | ABR | MAY

KWh

134617 14162 14028 142283 142174 15217

Prediccion periodo un afio

Energia [KWh]
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0 20 40 60 80 100 120 140

Meses

En la tabla y el grafico siguiente, corresponde a la simulacion de la red [MAD2], para

un horizonte de cinco afios, desde junio de 2003 a mayo de 2008, los valores de

energia mostrados estan en Kwh.
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Mes 2003 | 2004 | 2005 | 2006 | 2007 | 2008
ENERO - 1584 87 | 1646 701732 91]1851 90| 1891 31
FEBRERO 1669.11] 1624 25| 1665992 | 1503 .30 186779
MARZO 1434 03| 1602 561709 70] 1817 78| 1849 27
ABRIL 1709.00} 161267 |1713.18] 15836 .44 [ 135348
MAYO - 1640 63| 1720 91] 1824 54]1905 43[1977 83
JUNIO 1689.43|1719.15] 1857 .37 | 1934 26| 1899 92 -
JULIO 1767 77| 1709.85] 1841 55] 1800 B0{2011.05
AGOSTO 1513.09) 1555 49] 1737 .09] 18458 83| 1872 41
SEPTIEMBRE| 1432 72| 1563.92] 1644 53| 1750 82| 1737 50
OCTUBRE 138561147614 15358 76| 1603 .70 1725 86
NOWVIEMEBRE |1379.63]1482.32| 1523 81| 16058 97 | 1665.23
DICIEMBRE | 1533.97]1521.31| 1604 7917458 80| 1755 .45

Prediccion periodo 5 afios
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Del anterior andlisis se puede observar que la méxima energia para el primer afio sera
en el mes de Mayo de 2004, con un valor de 1521.7 KWh.

Para el horizonte de cinco afios, el maximo consumo se producira en Julio de 2007 con

2011.15 KWh.

MODELIZACION DE LA RED PARA LA CIUDAD DE PINAMAR

Entrenamiento de la red Perceptron Multicapa

Procediendo de igual manera que en el estudio realizado en la ciudad de Gral.

Madariaga, se realizan las simulaciones para los distintos algoritmos detallados con

anterioridad utilizando el software Matlab 6.0
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Procediendo de igual manera que en el estudio realizado en la ciudad de Gral.

Madariaga, se realizan las simulaciones para los distintos algoritmos detallados con

anteriorid

Algoritmo

10000
9000
8000

7000

Error [Kw]

6000
5000

4000

Algoritmo

ad utilizando el software Matlab 6.0

Trainrp

=
=

I BB:F R |

L ! ! L L ! ! L L ! L L ! ! L L !
Enero Febr Marzo Abril Mayo Junio Julio AgostoSept Oct Moy Dic  Enero Febr Marzo Abril Mayo
Iles

Error absoluto

Traingdx

12000 F

11000 -

10000 -

8000 -

Error [Kiw]

7000 -

RO00 (-

5000 -

4000 -

,H A |

= H .
= . K
B B B = = = ]

| | I I | | I | | | I | | I I | |
Enera Febr Marzo Abril Mayo Junio Julio AgostoSept Oct Mov  Dic Enero Febr Marzo Abril Mayo

Ies

Error absoluto

Mes Error Mes Error
1 -4,15 10 -1,85
2 -5,29 11 -0,68
3 3,40 12 5,27
4 -20,50 13 -0,68
5 -10,94 14 7,14
6 1,58 15 -1,02
7 -2,56 16 -6,60
8 -0,10 17 -8,00
9 -4,06
Error relativo %
Mes Error Mes Error
1 -12,75 10 -0,25
2 -21,83 11 6,64
3 2,26 12 9,58
4 -19,56 13 -16,47
5 -11,61 14 -5,48
6 -9,35 15 -2,27
7 -2,61 16 -6,60
8 1,30 17 -9,74
9 -2,42

Error relativo %
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Algoritmo Trainscg

Departamento de Ingenieria Eléctrica

10000 -

9000 -

8000 -

7000 -

Errar [Kw]

6000 -

5000 -

=
4000 |- B - =
H - o =
1 1

JR0

Mes

Stop Training

Error absoluto

Algoritmo Traincgf

I 1 I | I I I | | I 1 I I I
Enero Febr Marzo Abril Mayo Junio Julio AgostoSept Oct Mov  Dic  Enero Febr Marzo Abril Mayo

Mes Error Mes Error
1 1 -3,65 10 -2,24
2 -4,75 11 -0,15
- 3 2,95 12 5,21
4 -20,85 13 0,32
E 5 -11,43 14 7,48
) 6 1,27 15 -1,76
7 -2,50 16 -7,04
8 -0,18 17 -8,40
9 -3,84

Error relativo %

10000 - -
9000 *E -
8000 - -
g = E Mes Error Mes Error
b 1 509 | 10 1,72
Bo00 |- B 2 -4,29 11 -0,28
= 3 3,33 12 5,37
som - = . 4 [ 2003 [13 -0,59
= = 5 -11,22 14 8,00
s B H — - - 4 6 1,29 15 -1,53
P S S S S S S S S S S 7| 249 116 711
Enero Febr Marzo Abril Mayo Junio Julio AgostoSept Oct Nov  Dic Enero Febr Marzo Abril Maya 8 -0,21 17 -7,67
tes 9 3,27

Error absoluto

Error relativo %
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Algoritmo Traincgp:
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10000 -
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8000 -
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Algoritmo Traincgb

Mes

Error absoluto

I I | | I I | I |
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| |
ril Mayo

10000 -

9000

8000
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Error [Kuw]

6000

5000

==
ano0 | H H - - -
=

=

=

H

Mes

Error absoluto

I | | | | | | | | | I | I | I | I
Enero Febr Marza Abril Mayo Junio Julio AgostoSept Oct  Nov  Dic  Enera Febr Marza Abril Maya

Mes Error Mes Error
1 -2,98 10 -1,75
2 -4,80 11 -0,37
3 3,00 12 5,08
4 -21,54 13 1,15
5 -11,51 14 8,24
6 0,61 15 -1,67
7 -2,23 16 -7,39
8 -0,09 17 -8,22
9 -3,57

Error relativo %
Mes Error Mes Error

1 -3,50 10 -1,79

2 -4,48 11 -0,27

3 3,27 12 5,35

4 -21,08 13 0,24

5 -11,07 14 7,71

6 1,55 15 -1,49

7 -2,38 16 -7,29

8 -0,01 17 -8,13

9 -3,77

Error relativo %
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Algoritmo Trainoss

Departamento de Ingenieria Eléctrica

10000 -

9000

H H
8000 - =
% 7000 - B -
u% Mes Error Mes Error
6000 B 1 -4,33 10 -1,77
= e 2 5,02 11 0,27
5000 - = | 3 3,06 12 5,02
- Rt 4 2153 | 13 -0,69
~ = 5 | 1155 | 14 7.12
400 - H - - - - 1 6 1,02 15 1,15
Il Il Il 1 L 1 Il 1 Il 1 L Il Il Il Il Il 1 7 ’2150 16 ’7122
Enero Febr Marzo Abril Mayo Junio Julio AgostoSept Oct  MNov  Dic  Enero Febr Marzo Abril Mayo 8 -0,43 17 -8,72
Mes 9 3,55
Error absoluto Error relativo %
Algoritmo Trainbfg
1 D -
L 1L -
s 1 el
t .
E Mes Error Mes Error
R - 1 -3,34 10 -1,83
= 2 -4,89 11 0,31
s 3 3,31 12 5,32
= 4 2075 | 13 0,67
4 T : = 5 11,00 | 14 7,71
o & = o 1 6 111 15 1,23
L R T T St gl gl G g p 7 -2/43 16 -6,84
Priaw Febr Fdara Akl o dnm Julla Sgedoent Or - Nre” Do Prem Febe S Sk Hayn 8 -0,20 17 -8,01
e 9 3,43

Error absoluto

Error relativo %
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Algoritmo Trainlm
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10000 -

8000
IRt

8000 -

7000

Error [Kiw]

6000

5000 =

4000 - B B — il

=

=

At

P

I I I I
Enero Febr Marzo Abril Mayo Junio Julio AgostoSept Oct  Nov
Mes

Error absoluto

I
Dic  Enero Febr Marzo Abril

I
Mayo

Mes Error Mes Error
1 -4,31 10 -1,62
2 -5,50 11 -0,41
3 3,28 12 5,36
4 -20,79 13 -0,07
5 -10,93 14 7,36
6 1,01 15 -1,16
7 -2,41 16 -6,98
8 0,11 17 -7,88
9 3,44

Error relativo %
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A continuacion en la tabla resumida se comparan mes a mes los médulos de los

errores relativos cometidos por cada uno de los algoritmos, destacando aquel cuya

suma de estos errores sea menotr:

ENME | FEB |MAR| ABR | MAY | JUN | JUL | AGO | SEP
RP | 4154 | 529 | 3.4 | 2051084 | 1.579 | 2657 | 0.093 | 4.062
GDX| 12752183 226 [18956 (1161 | 935 | 261 | 1.30 | 242
SCG| 3R85 | 475 [2585 2085|1145 1.7 | 260 | 018 | 384
CGF] 509 | 429 [333 (20831122 129 | 249 | 02 | 3.2/
CGP| 253 | 480 [300 21541151 0K1 | 223 | 009 | 357
CGB| 350 | 445 |327 |08 11.07 | 165 | 238 | 001 | 377
0S5] 433 | 502 [306 21631155 1.02 | 250 | 043 | 355
BFG) 3.34 | 489 |331[2075)11.00) 1.11 | 243 | 020 | 343
LM | 431 | 550 | 3258 |2079) 10893 1.01 [ 241 | 0.11 | 5.44

OCT | NOY | DIC | ENE | FEB | MAR | ABR | SUMA ERROR
RP | 185|065 | 527 |0B8 [ 714 | 102 | BBD 83.82
GDX | 025 | 664 | 953 | 1647 | 548 | 227 | 660 140.73
SCG | 224 | 015 | 521 | 032 | 748 | 1.76 | 7.04 84.02
CGF | 172|028 | 537 | 059 [ 800|153 | 7.11 84.39
CGP | 175 | 037 | 508 | 115 ) 824 | 167 | 7.39 84.16
CGB | 179 | 027 | 535 | 024 | 771 | 149 | 7.29 83.38
OS§ | 177 | 027 | 502 | 063 | 712 | 1.15 | 7.22 84.95
BFG | 183 | 031 | 532 067 [ 771 ]| 1.23 | B.&B4 82.37
LM | 162 | 041 | 5365 | 007 [ 736 ] 1.16 | 695 82.63
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COMPERACICH DEL ERROR
#5 ) : ; : ’ : :

ERROR %

WESES

Error absoluto relativo %

En este caso, los mejores resultados fueron obtenidos al utilizar los algoritmos de
gradiente conjugada de Fletcher-Powell (Traincgf), el BFGS Quasi-Newton (Trainbfg) y

el Levenberg-Marquardt (Trainlm).

Sin embargo, como los errores no tienen grandes diferencias entre si, y teniendo en
cuenta que los algoritmos Trainrp y Trainscg son mas rapidos que los algoritmos de
gradiente conjugada de Fletcher-Powell (Traincgf), el BFGS Quasi-Newton (Trainbfg) y

el Levenberg-Marquardt (Trainlm), utilizaremos los algoritmos Trainrp y Trainscg.

Basandonos en estas primeras aproximaciones, procederemos al estudio de distintas

alternativas utilizando estos dos algoritmos.

Topologia de la red
De la misma manera que para el estudio de la ciudad de Gral. Madariaga, se mostrara
una tabla resumida” comparativa de las tres mejores configuraciones de la red, en

este caso para el algoritmo de entrenamiento Trainrp.

© Ver la totalidad de los ensayos en Anexo |l
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ERROR %

25

Departamento de Ingenieria Eléctrica

Meses 10 Neuronas|] 20 Neuronas|] 25 Neuronas
1 -4,20 -3,48 -5,12
2 -5,47 -4,81 -4,89
3 3,76 3,78 3,01
4 -20,76 -20,66 -20,46
5 -11,04 -10,81 -10,77
6 1,36 0,92 0,96
7 -1,79 -2,42 -2,81
8 -0,50 -0,54 -0,34
9 -2,45 -3,50 -3,53
10 -0,69 -2,10 -1,59
11 0,64 -0,34 -0,18
12 5,32 5,34 6,36
13 -0,17 -0,34 -1,17
14 7,62 7,28 9,50
15 -0,92 -0,71 -0,81
16 -6,96 -7,47 -6,49
17 -8,58 -8,31 -7,93

Error relativo %(Trainrp)

COMPARACION DE EREOR ABRS (TRAINRP)

Pl
i | == 10 Heuronas

20 Heuronaz

— 20 Neurmnnas

e EE R TR e

absoluto Trainrp

Error
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Tabla comparativa” de los errores de las 17 simulaciones utilizando el algoritmo de

entrenamiento Trainscg

© Ver la totalidad de los ensayos en Anexo I
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ERRDR %

Departamento de Ingenieria Eléctrica

Meses 10 Neuronas|] 20 Neuronas| 30 Neuronas
1 -4,67 -4,12 -4,11
2 -4,78 -4,97 -4,74
3 3,08 2,67 3,04
4 -21,17 -21,15 -21,24
5 -11,33 -11,49 -11,42
6 1,21 1,17 0,65
7 -2,55 -2,36 -2,08
8 -0,02 0,03 0,16
9 -3,51 -3,60 -3,80
10 -1,53 -1,73 -1,65
11 0,14 0,24 -0,05
12 5,40 5,60 5,43
13 -0,70 0,07 -0,01
14 7,85 7,90 9,73
15 -1,36 -1,92 -1,65
16 -7,22 -7,37 -7,41
17 -8,39 -8,50 -8,74

Error relativo %(Trainscg)
COMPARACION DEL ERROR AES (TRAINSCG)

i E : : ! : E — 1 Il'liu:u."ms
: i | — A Neuranag
i = 3] Heumonas

2 | |
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Error absoluto Trainscg

Para el primer algoritmo, la configuracién con la que se cometi6 menor error medio

absoluto, fue con 10 neuronas, con un Eyepio= 4.83 %

En cambio para el segundo algoritmo, el error medio absoluto cometido es de Eyepio=

4.993 % con 20 neuronas en la capa oculta.

Marzullo F.- Mansilla C. PROYECTO FINAL



J ] U.N.M.D.P  Facultad de Ingenieria Departamento de Ingenieria Eléctrica 77

Es importante recalcar que el error es realmente muy similar para las distintas

combinaciones de capas ocultas.

Desarrollaremos ahora, la segunda etapa del estudio, en la cual agregamos una

segunda capa oculta a la topologia de la red.

Procederemos a variar la cantidad de neuronas que componen cada capa,
obteniéndose distintos resultados, de los cuales mostraremos en una tabla resumida‘™
los que menor error cometen, para las distintas combinaciones de neuronas, utilizando

el Algoritmo Trainrp.

Primer capa | 10 Neuronas | 20 Neuronas | 30 Neuronas
Segunda capa | 20 Neuronas | 10 Neuronas | 10 Neuronas
Mes
1 -4,93 -4,30 -4,22
2 -5,26 -4,10 -5,25
3 2,90 3,46 3,39
4 -15,17 -11,98 -20,71
5 -11,21 -11,72 -10,62
6 1,12 1,75 2,07
7 -2,24 -2,50 -2,26
8 -0,23 -0,05 0,16
9 -3,31 -3,29 -3,52
10 -1,47 -1,73 -1,67
11 -0,09 0,05 -0,05
12 6,00 5,54 1,34
13 -2,03 -0,19 0,11
14 7,71 8,55 7,25
15 -1,56 -0,51 -4,46
16 -0,21 -0,14 -6,82
17 -7,85 -8,15 -7,40

Error relativo %(Trainrp)

Compararemos graficamente estas tres ultimas topologias, resaltando la que mejor se

adecua al problema.

En grafico resaltamos la curva del error de la topologia 20-10 neuronas, la cual tiene
un error medio de Evepio = 3.99 % con una desviacion estdndar menor a las otras

tipologias de 3.95 unidades.

™) Ver la totalidad de los resultados en Anexo |l
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COKMPARACION ERRORES AES

ERRDR %

Departamento de Ingenieria Eléctrica

— 10-20. Nedmonas

Error absoluto relativo %(Trainrp)

1B
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De la misma manera., pero para el algoritmo Trainscg, los mejores resultados

obtenidos, se muestran en la siguiente tabla resumida‘”:

Primer capa

10 Neuronas

20 Neuronas

30 Neuronas

Segunda capa

30 Neuronas

30 Neuronas

10 Neuronas

Mes
1 -3,97 -3,20 -4,30
2 -4,81 -3,86 -4,83
3 2,90 2,91 2,99
4 -21,50 -20,96 -20,95
5 -10,98 -11,71 -11,97
6 1,16 1,16 1,22
7 -2,41 -2,38 -2,32
8 -0,10 -0,22 -0,22
9 -3,79 -4,19 -3,66
10 -1,56 -0,57 -2,19
11 -0,31 -0,27 -0,08
12 4,94 6,53 5,23
13 -0,34 0,54 -1,06
14 7,48 8,27 7,38
15 -1,57 -1,79 -1,43
16 -7,36 -7,59 -7,13
17 -8,39 -8,99 -9,02

Error relativo %(Trainscg)

™) Ver la totalidad de los resultados en Anexo |l
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COMPARACION ERRDRES AES
25 T T T T T T

== 030 Weuron &
20-30 Weuronss

10 Heuranas

i

ERRCRES %

]

WESES

Error absoluto relativo %(Trainscg)

En este caso la configuracion con la que mejor resultado se obtuvo, fue la 10-30
Neuronas en las capas ocultas, con un Eyepio = 4.91 % con una desviacion estandar

menor a las otras tipologias de 3.78 unidades.

De la observacioén de las dos configuraciones, se llega a la conclusion que la
configuracion que menor error comete en la prediccion de la serie temporal para la
ciudad de Pinamar, es el Perceptron multicapa, con algoritmo Backpropagation elastico
(trainrp), con dos capas ocultas. La primera con 20 Neuronas y la segunda con 10

Neuronas. Con esta red, estimaremos la serie temporal para la ciudad de Pinamar.

PREDICCION
Resumiremos la estructura de la red Perceptron Multicapa que se utilizaré en la

prediccion:

v Para el entrenamiento se utilizara el algoritmo de entrenamiento Trainrp,
suministrado por la toolbox de Matlab.

v Para los pesos iniciales de la red se utilizara la inicializacion de Nguyen-Widrow.

v Latopologia de la red es de dos capas ocultas, la primera con 20 Neuronas y la

segunda con 10 Neuronas.
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v Se utilizaran 137 valores histéricos de consumo como salida o target.
v El nimero de vectores de entrenamiento es de 110, debido a que cada vector de

entrenamiento posee once valores de consumo anteriores al de la prediccion.

Para la prediccion de la demanda, se utilizardn dos redes distintas para los dos

distintos horizontes de prediccion.

Para el horizonte de un afio, se utilizara la red [PIN1], que tiene la caracteristica de

calcular luego cada prediccion, la nueva tendencia de la serie.

Para el horizonte de cinco afios, se utilizara la red [PIN2], que tiene la caracteristica de
no calcular la tendencia de la serie, sino que una vez finalizada las 60 predicciones (los

cinco afos), se le suma la tendencia calculada para la serie real.

Presentamos aqui, la tabla y el grafico para la prediccion del primer afio

correspondiente a la ciudad de Pinamar, periodo junio de 2003 hasta mayo 2004.

MES JUN JUL AGD SEP QCT | HOVW
KWh 40596.80 [ 46581.03 (441275 387205 412094 (4113.47

MES DIC ENE FEB MAR ABR | MAY
KWh 5899.29 [11083.42 (9911.658) BO73.E5 |5125.04 [46258.13

Prediccion periodo de un afio

SR e L Horizonte un afo

12000,00

10000,00 -
——Real

—— Estimada

8000,00 -

Ahﬁl\ﬂ}\h’\
T I A W LAY

IS AT AR

2000,00

0,00

Meses
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A continuacién se presenta la tabla y el grafico correspondiente a la simulacién de la

Departamento de Ingenieria Eléctrica
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red [PIN2], para un horizonte de cinco afios (periodo junio de 2003 a mayo 2008), en

Kwh.

Mes 2003 2004 2005 2006 2007 2008
ENERO - 10499.53 | 10909.04 | 11460.49 | 12051.02 | 12557 .29
FEBRERO 9573.79 |10003.19 | 10455.9210810.38 | 11267 .55
MARZO 59916.52 | 6211.39 | B46GE.88 | F749.65 | BEYY. 51
ABRIL 434221 | 5205.09 | 542780 | 5565.95 | 5853.52
MAYOD - 4463.12 | 4714.15 | 4821.02 | 5144592 | 5343 57
JUNIO 383256 4062.30 | 4312.45 | 4522.59 [ 4709.65 -
JULIO 4724 55| 4953.95 | 5253.02 | 5511.04 [ 5777.44
AGOSTO 4453.50| 4673.66 | 4807 .37 [ 5143.18 [ 5389.93
SEPTIEMBRE| 3501.17 | 3993.53 | 4203.85 | 4395.03 [ 4554.64
OCTUBRE 4023.02 | 4235.57 | 443264 | 4615.38 [ 4805.75
NOVIEMBERE |3999.65 | 4200.82 | 4420.97 [ 4615.18 [ 4780.581
DICIEMBRE  |5713.39 | 5571.56 | B15922.43 | B419.65 | BE/3.56

Prediccion periodo de 5 afios.
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Del anterior andlisis se puede observar que la méxima energia para el primer afio sera

en el mes de enero, con un valor de 11083.42 KWh.

Para el horizonte de cinco afos, el maximo consumo se producira en enero de 2008
con 12557.29 KWh.

RESUMEN DEL CAPI TULO

En el desarrollo de este capitulo, se explicé y analizé el modelado predictivo basado

en las Redes Neuronales Atrtificiales, siendo los resultados obtenidos 6ptimos.

De los andlisis efectuados a la muestra correspondiente a la ciudad de Gral.

Madariaga, se observd que las redes neuronales no respondian satisfactoriamente
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cuando se la entrenaba con la totalidad de los valores histéricos. Se observa en la
grafica de la serie temporal de Gral. Madariaga una diferencia notoria en la

representacion de los datos historicos.

Por ello, se clasificaron los datos utilizando una red competitiva (Kohonen). Esta red
clasifico los valores con los cuales se procedi6 a realizar la estimacion de los valores

de consumo.

En el estudio de la muestra perteneciente a la ciudad de Pinamar, se observa en la
representacion de la serie temporal, picos muy pronunciados en los meses de verano,

algo previsible dado la caracteristica turistica de la ciudad.

A pesar de esto, la red utilizada se adapt0, con algunas modificaciones en su topologia

con respecto a Gral. Madariaga, satisfactoriamente.

En resumen, el modelado predictivo basado en RNA, se adapta a distintas

caracteristicas de las series temporales, siendo el resultado predictivo satisfactorio.

Las predicciones para las dos muestras, dieron los siguientes resultados relevantes:

Pinamar
v' Méaximo consumo en el primer afio estimado, se observa en el periodo
estival, con un valor de 10499,55 MWh correspondiente al mes de
enero de 2004.

v En el desarrollo predictivo, para los cinco afios estimados, los

méaximos consumos anuales, corresponden a los meses de verano,
igual a lo predicho por el modelo tradicional.

v' Méaximo consumo, para los cinco afios se observa para enero de
2008, con un valor de 12547,29 MWh.

Gral. Madariaga
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v' Maximo consumo en el primer afio estimado, se observa en el periodo
invernal, con un valor de 11767,77 MWh correspondiente al mes de
julio de 2003.

v En el desarrollo predictivo, para los cinco afios estimados, los

maximos consumos anuales, corresponden a los meses de invierno.
v/ Maximo consumo, para los cinco afios se observa para julio de 2007,
con un valor de 2011,05 MWh.
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CAPITULO 4: ANALISIS COMPARATIVO

En este capitulo, expondremos las conclusiones a las cuales hemos arribado
luego de la comparacion de las distintas alternativas planteadas. Basados en
éstas conclusiones representaremos sobre una plataforma de informacion Geo-

referencial los datos estimados.

EVALUACION DE LOS RESULTADOS

Aplicacion a un caso real

Para demostrar las bondades de la preedicion de la demanda, utilizaremos Redes
Neuronales Artificiales y el modelado tradicional, para el calculo de potencia pico y
fuera de pico de la ciudad de General Madariaga. Luego, haremos el calculo
econdmico del desemperio de la compafiia utilizando las potencias pico y fuera de pico

calculadas por cada método.

Todos los afios, los clientes en media tensién deben realizar el llamado contrato de
potencia. En este contrato, se compra una potencia que sera pagada todos los meses

aunque la empresa no la necesite.

Ademas, si la empresa se excediera de la potencia contratada, cada Kw de mas debe

ser pagado un 50 % mas del precio de la potencia contratada.

Es por esto, que para el calculo de las potencias con Redes Neuronales, se utilizaron
las redes [PICO], [RESTO] y [VALLE]®. Las redes fueron entenadas con datos
correspondientes al periodo Enero de 1992 a Diciembre de 2001, y se estimé el

consumo de estas potencias para el afio 2002.

A continuacion, presentamos una tabla donde se resumen los resultados de prediccion

para cada uno de los métodos.

@ ver Anexo I, archivos M
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TRADICIONAL RED NEURONAL

Mes P. PICO [Kw] | P.FUE PICO[Kw] | P.PICO[Kw] | P.FUE PICO [Kw]
ENERO 3806,67 3292,04 3588,76 2742,30
FEBRERO 3539,55 2982,16 3364,60 2426,60
MARZO 3749,70 3158,88 3513,54 2573,20
ABRIL 3772,83 3069,62 3583,98 2546,80
MAYO 4012,06 3284,77 3707,11 2915,40
JUNIO 4040,23 3445,04 3530,12 2629,70
JULIO 3946,35 3316,47 3452,88 2754,70
AGOSTO 3782,55 3218,01 3425,70 2704,10
SEPTIEMBRE 3672,61 3032,29 3478,71 2324,70
OCTUBRE 3558,87 2877,09 3257,34 2167,40
NOVIEMBRE 3669,29 2948,14 3299,63 2067,30
DICIEMBRE 3724,18 3017,95 3418,30 2210,40
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En base a estos resultados, calculamos las potencias pico y fuera de pico que

minimicen el precio pagado por la compafiia y son los siguientes:

TRADICIONAL

RED NEURONAL

P.PICO [Kw] | P.FUE PICO [Kw] | P.PICO [Kw]

P. FUE PICO [Kw]

3700,00

3000,00 3400,00

2400,00

Luego, con estas potencias calculadas y teniendo en cuenta la potencia real

consumida, calculamos el gasto en concepto de energia que deberd pagar la

compafiia.
TRADICIONAL RED NEURONAL REAL
P.PICO[$] [ P.F.PICO[$] || P.PICO[$] [ P.F.PICO[$] || P.PICO[$] [ P.F.PICOI$]
398268.00 139119.00 373134.00 133148.00 369030.00 130116.00
TOTAL [$] 537387.00 TOTAL [§] 506282.00 TOTAL (3) 499146.00

Como se puede observar en la tabla, utilizando las Redes Neuronales la compaiiia

pago un sobreprecio de $ 7.136,00 debido a los errores cometidos en la estimacion de

la potencia necesaria.

Sin embargo, si se utilizan los datos estimados por el método tradicional, el

sobreprecio se eleva a $ 38.241,00 es decir $ 31.105,00 més en concepto de potencia

disponible.
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ANALISIS DE RNA Y TECNICA TRADICIONAL

Debido a que existen numerosas técnicas para modelar el comportamiento de las
demandas, diferenciandose entre ellas en aspectos tales como, informacion necesaria
para su empleo, el modelo matemético que representa a esa técnica y las
herramientas de célculos necesarias para obtener los resultados buscados, hemos
elegido dos técnicas distintas. Siendo estas, el modelado predictivo tradicional y el

modelado de redes neuronales.

Por lo tanto basandonos en los resultados obtenidos por medio de los ensayos y
calculos efectuados a lo largo del trabajo, podemos discriminar que método se adapta

mejor a la prediccion de la demanda eléctrica de los dos tipos de muestras.

Es necesario aclarar que si bien existen, como se mencioné con anterioridad, diversos
métodos predictivos de la demanda de consumo eléctrico, no utilizamos en este
trabajo el modelo ARIMA, debido a la complejidad del método (modelo estocéstico).
Por lo tanto los modelos predictivos sujetos al estudio, en este proyecto, son los

mencionados en los capitulos 2y 3.

Seguidamente, mostraremos los errores obtenidos en los ensayos, para cada uno de

los métodos aplicados, en cada muestra:

v' Para realizar la comparaciéon, se tomaron para ambos modelos, los datos
correspondientes al periodo Enero de 1992 a Diciembre de 2001, reservando
los ultimos 17 valores para comparar el error cometido.

v' En el ajuste de la linea de tendencia, se utilizaron dos curvas, la lineal y la
cuadratica.

v' Para el modelado RNA, se utilizaron las dos mejores topologias, con el

algoritmo de entrenamiento Trainrp.
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METODO TRADICIONAL

METODO R.N.A

MES Error-lineal % | Error-cuadratica % | Error %20N-20N | Error %20N-10N
1 [ENERO 0.52 2.86 -3.08 -5.75
2 JFEBRERO -1.54 1.05 -9.20 -5.13
3 |[MARZO -0.13 2.63 -3.75 -4.81
4 JABRIL 0.23 3.19 -4.30 -2.85
5 [MAYO -3.50 -0.21 -6.26 -6.47
6 JJUNIO 0.54 3.92 -0.71 0.10
7 JJULIO -13.12 -9.02 -1.16 -0.70
8 JAGOSTO -14.45 -10.06 -4.03 -6.14
9 |[SEPTIEMBRE -12.19 -7.63 -6.99 -1.87
10JOCTUBRE -13.84 -8.96 -4.12 -5.34
11 |NOVIEMBRE -15.38 -10.17 -5.41 -3.75
12 |DICIEMBRE -14.24 -8.81 -3.07 -3.63
13|ENERO 0.33 5.30 -0.34 1.03
14 |FEBRERO -0.57 4.68 -1.05 -0.48
15|MARZO -0.01 5.45 -1.80 -3.40
16 |JABRIL -2.10 3.72 -9.16 -4.05
17 |MAYO -1.84 4.21 -3.45 -4.75

SUMA E ABS. 94.539 91.879 67.898 60.261

Errores Obtenidos en estimaciéon para Gral. Madariaga
METODO TRADICIONAL METODO R.N.A

MES Error-lineal % | Error-cuadratica % | Error %10N-20N | Error %20N-10N
1 |ENERO -18.24 -18.81 -4.93 -4.30
2 JFEBRERO -15.48 -16.11 -5.26 -4.10
3 [MARZO 5.45 4.87 2.90 3.46
4 JABRIL -14.73 -15.52 -15.17 -11.98
5 IMAYO -4.28 -5.07 -11.21 -11.72
6 JJUNIO -1.80 -2.64 1.12 1.75
7 JJULIO 0.75 -0.14 -2.24 -2.50
8 JAGOSTO 2.71 1.77 -0.23 -0.05
9 |SEPTIEMBRE 0.64 -0.39 -3.31 -3.29
10JOCTUBRE -1.32 -2.45 -1.47 -1.73
11 |INOVIEMBRE -0.52 -1.71 -0.09 0.05
12 |DICIEMBRE 9.58 8.44 6.00 5.54
13|ENERO -6.58 -8.01 -2.03 -0.19
14 |FEBRERO 4,92 3.57 7.71 8.55
15IMARZO 6.60 5.21 -1.56 -0.51
16 |JABRIL 4.20 2.70 -0.21 -0.14
17 |MAYO 4.73 3.16 -7.85 -8.15

SUMA E ABS. 102.537 100.559 73.284 67.982

Errores Obtenidos en estimacion para Pinamar
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De los resultados obtenidos se desprende, que el modelo basado en redes neuronales

artificiales, es ampliamente superior al modelo tradicional, para los dos distintos tipos

de curvas estudiados. La suma de los errores absolutos, refleja lo antes expresado.
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Los valores obtenidos de los modelos tradicionales sobre la ciudad de Gral.
Madariaga, flucttan en un méaximo del 10.17% y un minimo de 0.21% y entre

18.81% y 0.14% para Pinamar, en el mejor de los casos.

En cambio, en el modelo basado en redes neuronales, no solo la suma de los errores

absolutos fueron menores, sino también su dispersion.
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CAPI TULO 5: REPRESENTACION DE LOS RESULTADOS

En esta secciodn del trabajo se representaran los resultados obtenidos por medio

de mapas tematicos, utilizando un software de informacién geografica.

Una vez obtenidos los datos de consumo para ambas ciudades, se volcaron sobre una
base de datos para poder implementar los mapas tematicos mediante el software
Autodesk Map de informacién geografica, con el objetivo de visualizarlos a través del

tiempo.

Sobre el mapa de la ciudad de Gral. Madariaga y de Pinamar, se distribuy6 la densidad
de poblacion a través de los cinco afios de estudio, y para estos el consumo

energeético.
Gracias a esta herramientas, se puede observar graficamente, la dindmica de los
consumos para ambas ciudades; siendo esta presentacion de facil comprension para

personas no conocedoras del tema.

En la carpeta Mapas del CD adjunto, se entregan el resto de los mapas tematicos.

Mapa tematico correspondiente a la ciudad de Gral. Madariaga
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Mapa temético correspondiente a la ciudad de Pinamar
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CONCLUSIONES

Modelo Tradicional.

En cuanto al método tradicional, se observa en ambos casos, que la linea de
tendencia ajustada por la curva hiperbdlica cuadrética, es levemente superior a la
lineal. A pesar de esto, este tipo de ajuste tiene inconvenientes en la prediccion de la
serie temporal en el mediano y largo plazo, puesto que la ecuacion que la describe,
tiende a aumentar el error. Por este motivo, en este trabajo se utilizé la curva lineal en

el ajuste por minimos cuadrados de la linea de tendencia.

Este método posee una importante desventaja, la estimaciébn no toma en cuenta la
componente ciclica e irregular, ya que esta Ultima no es posible modelarla
matematicamente. Tampoco permite, considerar el aporte de otras variables distintas a

los datos de consumo histéricos.

Pero tiene como ventaja su facil implementacion, ya que basta con solo armar una

planilla de célculo.

Modelo Neuronal
En la aplicaciéon de este modelo en el analisis predictivo de la serie temporal, podemos

concluir:

v' Es una técnica nueva, con multiples aplicaciones en diversas areas, en
particular la estimacion y prediccion de demandas, el cual fue tema de
estudio en este trabajo.

v' En la eleccién de la estructura de la red, no existe un criterio establecido,
para decidir su arquitectura final. De los distintos ensayos de prueba y error,
concluimos que la adiciébn de dos capas ocultas en una red multicapa,
provoca que el error disminuya, pero mas capas, no mejoran el error y
extienden el tiempo de entrenamiento.

v' En nuestro caso, utilizamos la inicializacion Nguyen-Widrow de los pesos
neuronales, debido a que inicializando los pesos en forma aleatoria la red

no tenia la misma performance.
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v

De los distintos algoritmos utilizados, de los que mejores resultados se
obtuvieron fueron el Rprop (Trainrp) y el gradiente conjugado escalar
(Trainscg).

La cantidad de valores histéricos que componen a los vectores de
entrenamiento, no siguen un criterio determinado, sino que es el resultado
de distintos ensayos segun el problema. Asi, para la ciudad de Madariaga, la
cantidad 6ptima de valores historicos fue de seis; mientras que para la
ciudad de Pinamar fue de once.

El modelo R.N.A, permite considerar variables exdgenas a la red, como
cantidad de habitantes, factores climaticos y econdmicos.

Permiten trabajar con menor cantidad de datos histéricos que los modelos
tradicionales.

Capacidad de filtrar datos, que perjudiquen el aprendizaje de las redes.
Requiere mayores recursos en cuanto a su implementacion, ya que se
necesité un software especifico (Matlab 6.0) para su entrenamiento y
posterior simulacion.

Los algoritmos Powell Beale CG (Traincgb) y Levernberg Marquardt
(Trainlm), tiene una performance buena con respecto al error, pero son

excesivamente lentos en su ejecucion.

Del andlisis comparativo de las dos muestras, se desprende que el modelo RNA es

superior frente al modelo tradicional tanto en el corto como en el largo plazo en las dos

ciudades de caracteristicas de consumo tan dispares.

De los valores comparados, el modelo RNA no solo posee un error menor, sino que la

dispersion del error es menor.

Es de destacar la importancia de la estimacion y cuan precisa sea esta, ya que es una

herramienta de vital importancia en el mundo actual; cuanto mejor prediga el futuro,

mejor se estaré preparado para él.
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Finalmente, podemos intuir que el modelo basado en RNA, es una poderosa
herramienta que con el paso del tiempo desplazaré a los métodos tradicionales en el

calculo predictivo.

FUTURO DE LAS RNA EN LA INGENIERIA ELECTRICA
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Como se mencion6 a lo largo de este trabajo, la principal ventaja de las redes
neuronales es su capacidad para aprender de su experiencia, de generalizar, de

extraer caracteristicas esenciales a partir de datos aparentemente irrelevantes.

Debido a que es una técnica nueva, presenta limitaciones; pero su facil
implementacion y la calidad de sus respuestas son un motivo mas que suficiente para

que se continde investigando y desarrollando esta técnica.

Por lo tanto, que se profundice en el tema y su aplicacion en la ingenieria eléctrica
mediante la insercion de la teoria de redes neuronales y posterior dictado en el

programa de la carrera.

Posibles aplicaciones serian, la estimacion diaria de demanda de energia, flujo de
carga, prediccion de fallas de aislacion, control de inyeccion de armoénicos, como

también la continuacion de este trabajo en el campo del desarrollo de un GIS.
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