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1 
 

 RESUMEN 
 

El procesamiento digital de imágenes consiste en la transformación de imágenes mediante 

funciones conocidas como operadores de imagen. Los operadores de imágenes más 

conocidos son los operadores morfológicos clásicos y difusos estudiados por la 

Morfología Matemática clásica y difusa, respectivamente. La combinación de los 

operadores morfológicos básicos, dilatación y erosión, permiten el diseño de operadores 

morfológicos complejos que resuelven tareas de procesamiento complejas como la 

segmentación. Dicha combinación de operadores morfológicos básicos, dependen del 

conocimiento y experiencia del diseñador para encontrar la mejor combinación o 

secuencia de operadores, por lo que el diseñador debe aplicar el enfoque de prueba y error 

en cada secuencia de operaciones. Este tipo de diseño de operadores morfológicos 

complejos es conocido como diseño heurístico y dado que su desarrollo requiere mucho 

tiempo, se ha considerado como enfoque alternativo el uso técnicas de aprendizaje 

automático para el diseño de operadores morfológicos. Una clase operadores 

morfológicos, invariantes a traslaciones y definidos dentro de una ventana, son los 

operadores de ventana o w-operadores. El diseño automático de los w-operadores, 

consiste en la estimación estadística de w-operadores que transformen una imagen con 

un problema a resolver en su imagen deseada o ideal, mediante el uso de ejemplos y 

técnicas de aprendizaje automático. El principal inconveniente en el diseño automático 

de w-operadores radica en la gran cantidad de ejemplos necesarios para estimar un w-

operador que transforme imágenes que no fueron presentadas como ejemplos durante el 

diseño en sus imágenes ideales. La cantidad limitada de ejemplos no permite que el w-

operador diseñado transforme nuevas imágenes de entrada en sus imágenes ideales, dando 

lugar al problema de generalización. En esta tesis, para resolver este problema, se propone 

implementar el uso de funciones de pertenencia de la Lógica Difusa, la cual representa el 

conocimiento en un lenguaje matemático a través de la Teoría de conjuntos difusos. La 

implementación de las funciones de pertenencia en el diseño de w-operadores, da lugar 

al diseño de nuevos operadores morfológicos, los w-operadores difusos. Esta propuesta 

es aplicada al diseño automático de w-operadores para la segmentación de dos clases y 

multiclase de imágenes biomédicas. 
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 CAPÍTULO 1 

1 Diseño de operadores para el procesamiento 

de imágenes  
Este capítulo presenta una introducción a los operadores de imágenes, su diseño 

heurístico y automático, problemática en ambos enfoques y el enfoque propuesto para 

solucionar el problema de generalización en el diseño automático de operadores. 

 

1.1 Introducción 

Las imágenes son producidas por una variedad de dispositivos físicos, que incluyen 

cámaras fijas y de video, escáneres, dispositivos de rayos X, microscopios electrónicos, 

radar y ultrasonido. Se pueden usar para una variedad de propósitos, incluidos 

entretenimiento, imágenes médicas, negocios e industria, análisis de carácter militar, 

civil, de seguridad y científico. La digitalización de imágenes es un proceso que convierte 

una forma pictórica en datos numéricos. Una imagen digital es una imagen que ha sido 

discretizada tanto en coordenadas espaciales como en brillo o intensidad. La imagen se 

divide en pequeñas regiones denominadas elementos de imagen o píxeles [1]. El interés 

cada vez mayor en el procesamiento de imágenes digitales proviene de dos principales 

áreas de aplicación: la mejora en la calidad de la información pictórica para la 

interpretación humana y el procesamiento de datos de imágenes para almacenamiento, 

transmisión, y representación para la percepción de máquinas autónomas [2]. El 

procesamiento de imágenes digitales comienza con una imagen y produce una versión 

modificada de esa imagen.  

La comprensión de alto nivel del contenido de las imágenes ha recibido mucha atención 

en la última década y para alcanzarlo, el procesamiento de bajo y medio nivel figuran 

como bloques de construcción en este marco y continúan desempeñando un papel 

importante en varias tareas específicas. Por ejemplo, el procesamiento de bajo nivel 

implica operaciones primitivas de preprocesamiento tales como el filtrado de ruido, el 

mejoramiento de contraste y la nitidez en imágenes [3]. Este procesamiento se caracteriza 

en el hecho de que sus entradas y salidas son imágenes. Por otro lado, el procesamiento 

de medio nivel implica tareas como: la segmentación que consiste en la partición de una 

imagen en regiones u objetos, la descripción de aquellos objetos para reducirlos a una 

forma adecuada para el procesamiento computacional, y la clasificación (reconocimiento) 

de objetos individuales. Este tipo de procesamiento se caracteriza en que sus entradas 

generalmente son imágenes, pero sus salidas son atributos extraídos de esas imágenes 

como, por ejemplo, bordes, contornos, y la identidad de los objetos individuales [2,3]. 

Estos tipos de procesamiento se basan en las características locales de las imágenes y, por 

lo tanto, los operadores locales de imágenes son adecuados para estas tareas. En este tipo 

de operaciones, el valor de un píxel en la imagen de salida, depende no solo del valor del 

píxel en la misma ubicación en la imagen de entrada, sino también de los valores de los 

píxeles en su entorno. A este conjunto de píxeles se lo conoce como vecindad (figura 1.1). 

El tamaño y la geometría de la vecindad está relacionado con la tarea o transformación 
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deseada. Sin embargo, a medida que aumenta el tamaño, también lo hace su tiempo de 

cálculo. Algunos ejemplos son la convolución, la detección de bordes, los filtros de 

suavizado (filtros de promedio y de mediana), los filtros de nitidez (filtros de gradiente y 

laplaciano) y los filtros morfológicos [1].  

 

 

                                           

 

Figura 1.1. Vecindades de diferente forma y tamaño. (a) vecindad de forma cuadrada de 3x3, (b) y de 5x5, (c) vecindad en forma de 

cruz de 3x3, (d) y de 5x5. 

 

Una gran clase de operadores locales de imágenes se pueden modelar como operadores 

morfológicos. Estos operadores se estudian formalmente en el campo de la Morfología 

Matemática (MM), una rama del procesamiento y análisis de imágenes no lineales 

desarrollada inicialmente por Georges Matheron y Jean Serra [4, 5, 6, 7] que se concentra 

en la estructura geométrica dentro de una imagen, donde las imágenes que se analizan se 

consideran como conjuntos de píxeles y la teoría de conjuntos se aplica a las operaciones 

morfológicas. Este enfoque se basa en relaciones lógicas, en lugar de aritméticas, entre 

píxeles y puede extraer características geométricas eligiendo una forma de estructura 

adecuada llamada elemento estructurante [1]. En otras palabras, estos operadores se basan 

en la comparación local de estructuras geométricas presentes en las imágenes y 

constituyen una poderosa herramienta para el procesamiento de imágenes. Las 

operaciones elementales de la MM son la dilatación y la erosión y fueron definidas 

inicialmente sobre imágenes binarias. La extensión de las transformaciones morfológicas 

de procesamiento binario a escala de grises por parte de Serra, Sternberg y Haralick 

introdujo una generalización morfológica natural de las operaciones de dilatación y 

erosión. Heijmans mostró además cómo utilizar operadores morfológicos binarios y 

técnicas de umbralización para construir una gran clase de operadores morfológicos en 

escala de grises [1]. Una extensión de la Morfología Matemática binaria es la Morfología 

Matemática Difusa (MMD) que incorpora conceptos de lógica difusa para extender los 

operadores morfológicos binarios a imágenes en niveles de gris permitiendo modelar y 

manipular la incertidumbre e imprecisión presentes en todo tipo de imágenes, 

principalmente en imágenes médicas [8]. Dentro del conjunto de operadores 

morfológicos, aquellos que son invariantes a traslaciones y definidos localmente dentro 

de una ventana, son llamados operadores de ventana o w-operadores. 

Un procedimiento común para resolver tareas de procesamiento de imágenes es mediante 

combinaciones de múltiples operadores básicos ya sean de MM o MMD. Dicha 

combinación puede incluir canalizaciones secuenciales, subprocesos de decisión e 

iteración. Encontrar una solución satisfactoria requiere un enfoque de prueba y error en 

el que se deben ensamblar y probar varias configuraciones de la composición, variando 

los operadores básicos y sus parámetros [2, 3, 9]. El diseño de operadores de imágenes 

para estas tareas se suele realizar manualmente aprovechando las características 
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específicas del dominio de la aplicación por lo que se requiere un grado considerable de 

conocimiento y experiencia por parte del diseñador. A este tipo de diseño se lo conoce 

como diseño heurístico y dado que su proceso para diseñar operadores que cumplan tareas 

de procesamiento consume demasiado tiempo, un enfoque de diseño alternativo son el 

uso de técnicas de aprendizaje automático para estimar las transformaciones [3]. Dados 

pares de imágenes que consisten en una entrada típica y la respectiva salida deseada, el 

objetivo es estimar un operador que transforme las entradas en las salidas deseadas. Los 

avances más recientes en los métodos de procesamiento de imágenes se basan en el uso 

de un amplio conjunto de características de imagen combinadas con técnicas de 

aprendizaje automático. En ese sentido, muchos enfoques previos para el aprendizaje de 

operadores locales de imágenes han propuesto el uso de pares de imágenes de entrada-

salida como fuente de datos de entrenamiento [10-13]. Este tipo de enfoque se ha aplicado 

con éxito en tareas de filtrado en la década de los 80 y 90. El diseño de filtros medianos, 

stack y los filtros de coincidencia de plantillas son ejemplos de tales aplicaciones [10, 

11].  

En este último tiempo, este enfoque se ha preocupado de la segmentación de diferentes 

tipos de imágenes médicas con el fin de mejorar el diagnóstico y tratamiento de 

enfermedades [12, 14]. La segmentación de imágenes puede ser considerada como un 

problema de clasificación en el campo del reconocimiento de patrones. En este contexto, 

los w-operadores resultan adecuados para la segmentación de imágenes dependiendo de 

la cantidad de información relevante dentro una ventana espacial finita [15]. En otras 

palabras, el aprendizaje automático es aplicado al diseño de clasificadores, donde su 

principal característica, es asignar una clase a un pixel en función de la cantidad de 

información presente dentro de una ventana de determinado tamaño. Al comienzo, el 

diseño automático de w-operadores fue destinado a tareas de procesamiento en imágenes 

binarias, tales como filtrado de ruido, detección de bordes, identificación de texturas entre 

otras [16, 17]. Ahora, en el caso de imágenes en niveles de gris, se destinó a tareas como 

la eliminación de distorsiones de imágenes borrosas (deblurring), y principalmente la 

segmentación [13, 14]. El diseño automático de w-operadores se define por dos etapas: 

entrenamiento y testeo. La etapa de entrenamiento consiste en el diseño del w-operador 

mediante una optimización estadística a partir de pares de imágenes de entrenamiento. 

Cada par de imágenes se compone de una imagen observada, que muestra el problema a 

resolver y la imagen ideal asociada, que representa la salida deseada. En esta etapa, a 

partir de los pares de imágenes de entrenamiento, una ventana de determinado tamaño, y 

un algoritmo de aprendizaje se obtiene un conjunto de patrones o configuraciones y sus 

respectivas salidas o etiquetas. La representación de los w-operadores se reduce a la 

utilización de grandes tablas de decisión conformadas por los patrones que, transformados 

a vectores, toman el nombre de vectores de observación (formados por píxeles dentro de 

una ventana), y sus correspondientes etiquetas estimadas [16]. En la etapa de testeo se 

calcula el error del w-operador diseñado utilizando un conjunto de imágenes que no fue 

usado durante el entrenamiento. Esto se realiza con el fin de validar y optimizar el w-

operador.  

Como en cualquier problema habitual de aprendizaje automático, el aprendizaje en el 

contexto del diseño de w-operadores de imágenes también está sujeto a varios problemas 

estadísticos y computacionales. Una pregunta importante es cuántos pares de imágenes 

de entrenamiento son necesarios para obtener una buena aproximación del w-operador 
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deseado. La práctica muestra que depende en gran medida de la complejidad del 

contenido de la imagen y de la tarea de procesamiento, así como de la resolución de la 

imagen. Para el problema de segmentación, la elección del tamaño de ventana es muy 

importante, ésta deber ser lo suficientemente grande para capturar información 

considerable y así discriminar patrones relevantes. 

En general, la complejidad en el diseño automático de w-operadores radica en las grandes 

cantidades de imágenes de entrenamiento necesarias para completar la tabla de decisión 

con todos los posibles vectores de observación, que crecen exponencialmente en función 

del tamaño de ventana y los niveles de gris en una imagen. Las imágenes de 

entrenamiento, al ser finitas y limitadas, impiden que los w-operadores puedan predecir 

la etiqueta de un nuevo vector de observación. A este problema se lo conoce como 

problema de generalización [18]. En la segmentación de imágenes donde se utiliza 

ventanas de gran tamaño para capturar información de forma, textura y niveles de gris, el 

problema de generalización reduce significativamente la capacidad predictiva del w-

operador para nuevos vectores de observación dando lugar a una mala segmentación. 

Existen trabajos que proponen varias técnicas para solucionar el problema de 

generalización. Por ejemplo, en [13, 19, 20] utilizan multiresolución piramidal y aperture 

para restringir el dominio espacial y el rango de niveles de gris en las ventanas, 

respectivamente, con el fin de reducir el tamaño de búsqueda de los w-operadores. Otras 

soluciones para resolver el problema de generalización se presentan en [12] y [14], donde 

diseñan w-operadores para la segmentación de imágenes utilizando aperture y redes 

neuronales tipo feedforward que modelan la probabilidad condicional de cada vector de 

observación.  

En esta tesis, para solucionar el problema de generalización se propone implementar el 

uso de funciones de pertenencia de la Lógica Difusa, la cual representa el conocimiento 

en un lenguaje matemático a través de la teoría de conjuntos difusos y sus funciones de 

pertenencia [21]. El conjunto difuso permite modelar la imprecisión y la vaguedad en los 

sistemas de comprensión humana y proporciona un marco formal para describir, analizar 

e interpretar los eventos vagos e inciertos. En el procesamiento de imágenes en niveles 

de gris, cuya característica es la ambigüedad dentro de los píxeles que las conforman, 

cada región o estructura en una imagen puede ser modelada como un conjunto difuso 

definido por una función de pertenencia, la cual se encarga de asignar a cada píxel un 

grado de pertenencia en el rango [0,1] para resolver el escenario difuso dentro de la 

imagen [22]. Varios trabajos han sido presentados donde la teoría de conjuntos difusos y 

la definición de funciones de pertenencia son aplicados a diferentes áreas relacionadas al 

procesamiento de imágenes como, por ejemplo, umbralamiento y segmentación. En [23-

26] proponen métodos de umbralamiento de imágenes donde las funciones de pertenencia 

juegan un rol importante para encontrar uno o varios valores umbrales adecuados para la 

segmentación de imágenes, determinando la relación de un píxel con su región de 

pertenencia. Por otro lado, las funciones de pertenencia se han incorporado en algoritmos 

de clustering como el algoritmo Fuzzy C-Means (FCM), donde los píxeles pertenecen a 

varios clústers con diversos grados de pertenencia. Este algoritmo ha sido modificado en 

[27-30] para mejorar su robustez en el área de segmentación. En conclusión, las funciones 

de pertenencia mejoran la toma de decisiones al momento de definir un pixel dentro de 

una categoría o clase. 
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En el contexto del diseño automático de w-operadores, las funciones de pertenencia 

asignan grados de pertenencia a cada elemento de una imagen dentro de un subconjunto 

o ventana, dando lugar a una ventana difusa o vector de observación difuso, permitiendo 

asignar una etiqueta a cada vector de observación no presente en la tabla diseñada en la 

etapa de entrenamiento, en función de sus grados de pertenencia [15]. Por lo tanto, las 

funciones de pertenencia nos permiten resolver el problema de generalización en el diseño 

automático de w-operadores para imágenes en niveles de grises cuyas características son 

la ambigüedad y la imprecisión. 

Las funciones de pertenencia se eligen de acuerdo con cada problema y a la naturaleza y 

tipo de datos. La construcción de funciones de pertenencia, que capturen adecuadamente 

los significados de las variables, ha sido abordada por varios autores [25, 28]. Las 

funciones de pertenencia se pueden representar de múltiples maneras. Por su simplicidad 

matemática, los más comunes son: triangular, trapezoidal, gaussiana, sigmoidal, gamma, 

entre otras [27]. Conceptualmente, existen dos enfoques para determinar la función de 

pertenencia asociada a un conjunto. El primer enfoque se basa en el conocimiento experto 

y el segundo enfoque utiliza una colección de datos para diseñar la función.  

El segundo enfoque es aplicado en el diseño automático de w-operadores. Las funciones 

de pertenencia utilizadas en los experimentos presentados en esta tesis, fueron la función 

gaussiana, la función basada en la distancia euclidiana y la función basada en la distancia 

euclidiana difusa intuicionista. La incorporación de las funciones de pertenencia, en el 

enfoque propuesto, da lugar a otra clase de operadores locales, los w-operadores difusos, 

al utilizar funciones de pertenencia, y los w-operadores difusos intuicionistas, al utilizar 

funciones de pertenencia, de no pertenencia y de vacilación. Estos nuevos tipos de w-

operadores diseñados tienen la capacidad de generalizar la salida de nuevos vectores de 

observación gracias a las funciones de pertenencia.  
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 CAPITULO 2 

2 Teoría de conjuntos difusos e intuicionistas 
En este capítulo se desarrollan los principales conceptos de la Teoría de Conjuntos 

Difusos e Intuicionistas. La importancia de estos conceptos, radica en su función, al 

momento de definir a las imágenes digitales como conjuntos de píxeles, y al momento de 

definir las principales operaciones en la Morfología Matemática en el capítulo 3. Las 

funciones de pertenencia, definidas dentro de la teoría de dichos conjuntos, permitirá el 

desarrollo del método propuesto en esta tesis, para el diseño automático de operadores en 

el capítulo 4. 

 

2.1 Teoría de conjuntos clásicos y difusos 

Un conjunto es cualquier colección de objetos definidos y distintos que se concibe como 

un todo. Los objetos que están incluidos o pertenecen a un conjunto generalmente se 

denominan sus miembros [1]. El concepto de pertenencia es importante en la teoría de 

conjuntos refiriéndose al hecho de que un elemento sea o no parte de un conjunto. La 

función encargada de asignar la pertenencia a un conjunto se denomina función de 

pertenencia, función indicadora o función característica [2].  

Definición 2.1: Una función de pertenencia de un conjunto clásico 𝐴 en el conjunto 

universal 𝑋 es un mapeo de la forma: 

                                                          𝑢(𝑥): 𝑋𝐴 → {0,1}                                               (2.1) 

donde 𝑢(𝑥) asigna a cada elemento 𝑥 ∈ 𝑋 un valor de verdad igual a 0 sí 𝑥 no es miembro 

del conjunto e igual a 1 sí 𝑥 es miembro del conjunto [1].  

La lógica clásica está estrechamente relacionada con la teoría de conjuntos clásica, por lo 

tanto, se basa en la suposición de que hay exactamente dos valores de verdad, falso y 

verdadero, y que el valor de verdad de cualquier fórmula lógica se define únicamente por 

los valores de verdad de sus componentes. Estos supuestos suelen denominarse bivalencia 

y funcionalidad de verdad, respectivamente. Además de la lógica de carácter bivalente, 

existen diversas lógicas polivalentes, que abandonan la bivalencia para reconocer valores 

adicionales de verdad. Estos valores de verdad, generalmente se los considera como 

valores de verdad intermedios entre 0 y 1, y se interpretan como grados de verdad. Las 

lógicas polivalentes difieren entre sí en los conjuntos de valores de verdad que emplean 

y en las definiciones que utilizan para las operaciones lógicas básicas, es decir, negación, 

conjunción, disyunción, implicación y equivalencia [1].  

En la lógica clásica cada predicado está asociado de forma única con un conjunto clásico. 

En otras palabras, para cualquier objeto dado, una proposición formada por el predicado 

es verdadera para este objeto si y solo si el objeto es miembro del conjunto asociado. El 

conjunto asociado juega el papel de la extensión del predicado. Por ejemplo, el predicado 

p(x): “x es un número primo”, es verdadero para un valor de x si y solo si dicho valor 

pertenece al conjunto de todos los números primos asociado al predicado. Por lo tanto, el 

conjunto de números primos representa la extensión del predicado p(x): “x es un número 
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primo”. Además, cada operación lógica sobre predicados tiene una única contrapartida: 

una operación sobre los conjuntos clásicos asociados. Por ejemplo, las contrapartes de 

negación, conjunción y disyunción en predicados son las operaciones de complemento, 

intersección y unión en los conjuntos asociados, respectivamente. 

Cuando se abandonó el supuesto de la bivalencia en las diversas lógicas polivalentes 

propuestas, se perdió la conexión entre predicados y conjuntos. Los conjuntos clásicos 

simplemente no podían desempeñar el papel de extensiones de predicados polivalentes, 

es decir, predicados que se aplican a objetos en grados intermedios. La conexión 

finalmente se renovó cuando Lotfi Zadeh introdujo el concepto de conjunto difuso en su 

artículo seminal (Zadeh 1965) [2]. En este artículo, Zadeh reconoció la conexión de los 

conjuntos difusos con la lógica multivaluada y diez años después de su artículo, comenzó 

a usar el término lógica difusa. La principal motivación para introducir los conjuntos 

difusos fue representar y manejar clases de objetos que no están definidos con precisión.  

Los conjuntos clásicos o nítidos satisfacen dos requisitos básicos. Primero, los miembros 

de cada conjunto se distinguen unos de otros, y segundo, para cualquier objeto dado se 

especifica si el objeto es o no un miembro del conjunto. Los conjuntos difusos difieren 

de los conjuntos clásicos al rechazar el segundo requisito. A diferencia de los conjuntos 

clásicos, los conjuntos difusos no requieren límites nítidos que separen sus miembros de 

otros objetos. La pertenencia de cualquier objeto a un conjunto difuso dado no es una 

cuestión de afirmación o negación, como se requiere para los conjuntos clásicos, sino una 

cuestión de grado. En la figura 2.1 se puede observar una representación gráfica de un 

conjunto clásico de límite nítido o bien definido y un conjunto difuso que no permite 

percibir con precisión donde empieza su límite, en otras palabras, un conjunto con un 

límite borroso o vago. 

 

Figura 2.1. Representación gráfica de un conjunto clásico y un conjunto difuso. 

 

En cada aplicación particular de la teoría de conjuntos clásica o difusa, el conjunto de 

todos los objetos que son relevantes para la aplicación se denomina conjunto universal o 

universo. Independientemente de si se trabaja con conjuntos clásicos o conjuntos difusos, 

el conjunto universal relevante es siempre un conjunto clásico. Los conjuntos difusos se 

definen en cualquier conjunto universal dado, como funciones que son análogas a las 

funciones de pertenencia de los conjuntos clásicos. Cada una de estas funciones asigna a 

cada objeto del conjunto universal un grado de verdad en el intervalo [0,1]. Formalmente, 

un conjunto difuso se define a continuación. 

Definición 2.2: Un conjunto difuso 𝑨 en el universo 𝑋 es una función de la forma: 
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                                                           𝑢(𝑥): 𝑋𝑨 → [0,1]                                              (2.2) 

que asigna a cada elemento 𝑥 del universo 𝑋 un grado de pertenencia del intervalo [0,1].  

El conjunto difuso difiere del conjunto clásico, en que la función de pertenencia que lo 

define, toma grados de verdad del rango [0, 1], en lugar de tomar los dos únicos valores 

del conjunto {0, 1}[1]. 

Los conjuntos difusos abrieron nuevas y potencialmente útiles formas de ver la cognición 

humana, el razonamiento, la comunicación, la toma de decisiones y similares. Su utilidad 

en la ciencia, la ingeniería y otras áreas humanísticas ha sido cada vez más reconocida, 

especialmente desde principios de la década de 1990 [1, 3]. Los conjuntos difusos están 

conectados al modelado de incertidumbre a través de la teoría de la posibilidad, es decir, 

a través de la interpretación de las funciones de pertenencia como distribuciones de 

posibilidad [3]. 

 

2.2 Funciones de pertenencia 

La teoría de conjuntos difusos proporciona un marco para describir, analizar e interpretar 

eventos vagos e inciertos, es decir, para modelar la imprecisión y la vaguedad existentes 

en los sistemas de comprensión humana. Esta teoría contempla la pertenencia parcial de 

un elemento a un conjunto, por lo tanto, el grado de pertenencia de cada elemento en un 

conjunto difuso se define mediante una función de pertenencia (definición 2.2) asociada 

a dicho conjunto.  

Las funciones de pertenencia se pueden representar de múltiples maneras. Por su 

simplicidad matemática, los más comunes son: triangular, trapezoidal, gaussiana, 

sigmoidal, gamma, entre otras [4, 5]. Las funciones de pertenencia se eligen de acuerdo 

a cada problema y a la naturaleza y tipo de datos. La única condición que deben cumplir 

este tipo de funciones es que tome valores entre 0 y 1, con continuidad. Existen dos 

enfoques para determinar la función o funciones de pertenencia asociadas a un conjunto: 

el primer enfoque se basa en el conocimiento humano de los expertos, y el segundo 

enfoque utiliza una colección de datos para diseñar la función [5]. El número de funciones 

asociadas a un mismo conjunto es elegido por el experto, a mayor número de funciones 

de pertenencia se tiene mayor resolución y a la vez mayor complejidad computacional. 

Además, estas funciones pueden estar solapadas o no, el hecho de estar solapadas pone 

de manifiesto un aspecto clave de la lógica difusa, una variable puede pertenecer con 

diferentes grados a varios conjuntos difusos a la vez. A continuación, se desarrollan las 

funciones de pertenencia más comunes. 

Definición 2.3: Una función triangular es una función que depende de sus límites inferior 

𝑎 y superior 𝑏, y el valor modal 𝑚, tal que se cumple que 𝑎 < 𝑚 < 𝑏 y su definición es: 

 

                                         𝑢(𝑥) =

{
 
 

 
 

0            𝑠𝑖 𝑥 ≤ 𝑎
𝑥−𝑎

𝑚−𝑎
       𝑠𝑖 𝑎 < 𝑥 ≤ 𝑚

𝑏−𝑥

𝑏−𝑚
      𝑠𝑖 𝑚 < 𝑥 < 𝑏

0          𝑠𝑖 𝑥 ≥ 𝑏

                                     (2.3) 
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En la figura 2.2 se presenta la función de pertenencia de tipo triangular. 

 

                                                                       Figura 2.2. Función de pertenencia tipo triangular. 

 

Definición 2.4: Una función sigmoidal o S es una función que depende de sus límites 

inferior 𝑎 y superior 𝑏, y el valor 𝑚, o punto de inflexión tal que 𝑎 < 𝑚 < 𝑏 y se define 

de la siguiente manera: 

                                   𝑢(𝑥) =

{
 
 

 
 

0                𝑠𝑖 𝑥 ≤ 𝑎

2 (
𝑥−𝑎

𝑏−𝑎
)
2

           𝑠𝑖 𝑎 < 𝑥 ≤ 𝑚

1 − 2(
𝑥−𝑏

𝑏−𝑎
)
2

    𝑠𝑖 𝑚 < 𝑥 < 𝑏

1                 𝑠𝑖 𝑥 ≥ 𝑏

                                  (2.4) 

Un valor típico para 𝑚 es 𝑚 =
𝑎+𝑏

2
. El crecimiento es más lento cuanto mayor sea la 

distancia 𝑏 − 𝑎. En la figura 2.3 se presenta la función de pertenencia de tipo S. 

 

                                                                          Figura 2.3. Función de pertenencia tipo S. 

 

Definición 2.5: Una función gaussiana es una función que depende de su valor medio 𝑚 

y el valor 𝑘 > 0. La expresión matemática que define esta función es la siguiente: 

                                                      𝑢(𝑥) = 𝑒−𝑘(𝑥−𝑚)
2
                                                 (2.5) 

Esta función presenta la típica campana de Gauss. Cuanto mayor es 𝑘, más estrecha es la 

campana. En la figura 2.4 se presenta una función de pertenencia tipo Gaussiana. 

 

                                                                 Figura 2.4. Función de pertenencia tipo Gaussiana. 



13 
 

 

Definición 2.6: Una función trapezoidal es una función que depende de sus límites 

inferior 𝑎 y superior 𝑑, y los límites de su soporte inferior y superior 𝑏 y 𝑐, 

respectivamente. La expresión matemática que define esta función es la siguiente: 

 

                               𝑢(𝑥) =

{
 
 

 
 
      0     𝑠𝑖 𝑥 ≤ 𝑎   𝑜   𝑥 ≥ 𝑑

𝑥−𝑎

𝑏−𝑎
      𝑠𝑖 𝑎 < 𝑥 ≤ 𝑏

1             𝑠𝑖 𝑏 < 𝑥 ≤ 𝑐
𝑑−𝑥

𝑑−𝑐
      𝑠𝑖 𝑐 < 𝑥 < 𝑑

                                           (2.6) 

La figura 2.5 representa la función de pertenencia de tipo trapezoidal. 

 

                                                                       Figura 2.5. Función de pertenencia trapezoidal. 

 

2.3 Operaciones entre conjuntos difusos 

La teoría de conjuntos difusos es una generalización de la teoría clásica de conjuntos. 

Esta declaración significa que la teoría de conjuntos clásica es un caso especial de la teoría 

de conjuntos difusos. En la figura 2.6 se presenta de forma gráfica esta generalización 

donde la teoría de conjuntos difusos contiene a la otra [2].  

 

 

 

 

 

                  Figura 2.6. Representación de la teoría de conjuntos clásica como subconjunto de la teoría de conjuntos difusa. 

 

Los conjuntos difusos, al ser una generalización de los conjuntos clásicos, pueden llevar 

a cabo las operaciones de intersección, unión, complemento, entre otras, mediante las 

funciones de pertenencia que los caracteriza. 

A continuación, se definen las operaciones más comunes entre conjuntos difusos. 

 

                                             
Teoría de 

Conjuntos 

Difusos 

Teoría de 

Conjuntos 

Clásica 
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Definición 2.7: Dos conjuntos difusos 𝐴 y 𝐵 son iguales si y sólo si sus funciones de 

pertenencia son iguales: 

                                                ∀𝑥 ∈ 𝑋   𝜇𝐴(𝑥) = 𝜇𝐵(𝑥)                                             (2.7) 

Definición 2.8: El conjunto difuso 𝐵 contiene al conjunto difuso 𝐴, esto es 𝐴 ⊆ 𝐵, si y 

sólo si 𝜇𝐴(𝑥) ≤ 𝜇𝐵(𝑥) para todo 𝑥 ∈ 𝑋. 

Definición 2.9: La intersección de dos conjuntos difusos 𝐴 y 𝐵 es un conjunto difuso 𝐴 ∩
𝐵 en 𝑋 cuya función de pertenencia es [6]: 

                                               𝜇𝐴∩𝐵(𝑥) = min[𝜇𝐴(𝑥), 𝜇𝐵(𝑥)]                                    (2.8) 

donde 𝜇𝐴∩𝐵 es la función de pertenencia de 𝐴 ∩ 𝐵. 

Definición 2.10: La unión de dos conjuntos difusos 𝐴 y 𝐵 es un conjunto difuso 𝐴 ∪ 𝐵 en 

𝑋 cuya función de pertenencia es [6]: 

                                               𝜇𝐴∪𝐵(𝑥) = max[𝜇𝐴(𝑥), 𝜇𝐵(𝑥)]                                   (2.9) 

donde 𝜇𝐴∪𝐵 es la función de pertenencia de 𝐴 ∪ 𝐵. 

Definición 2.11: El conjunto complementario de un conjunto difuso es aquel cuya función 

de pertenencia está definida por [6]: 

                                                     𝜇�̅�(𝑥) = 1 − 𝜇𝐴(𝑥)                                                (2.10) 

Las operaciones intersección, unión y complemento definidas para conjuntos difusos 

cumplen, al igual que en la teoría clásica de conjuntos, las propiedades asociativa, 

conmutativa y distributiva, así como también las Leyes de De Morgan [6]. 

 

2.4 t-norma y s-norma 

La t-norma y s-norma son funciones que generalizan la intersección y unión de conjuntos 

difusos, respectivamente. Esta generalización es posible cumpliendo ciertas restricciones. 

A continuación, se presenta dichos conceptos. 

Definición 2.12: Una función 𝑡: [0,1] × [0,1] → [0,1] es una t-norma si cumple las 

siguientes condiciones donde 𝑎, 𝑏, 𝑐 ∈ [0,1] [6]: 

Condición de frontera: 𝑡(𝑎, 1) = 𝑎 y 𝑡(𝑎, 0) = 0 

Simetría: 𝑡(𝑎, 𝑏) = 𝑡(𝑏, 𝑎) 

Monotonicidad: 𝑆𝑖 𝑎 ≤ 𝑐 𝑦 𝑏 ≤ 𝑑 ⇒ 𝑡(𝑎, 𝑏) ≤ 𝑡(𝑐, 𝑑) 

Asociatividad: 𝑡(𝑡(𝑎, 𝑏), 𝑐) = 𝑡(𝑎, 𝑡(𝑏, 𝑐)) 

Este tipo de funciones permiten generalizar la operación de intersección entre dos 

conjuntos difusos 𝐴 y 𝐵 del universo 𝑋 donde 𝑥 ∈ 𝑋 de la siguiente manera: 

                                        𝜇𝐴∩𝐵(𝑥) = 𝑡[𝜇𝐴(𝑥), 𝜇𝐵(𝑥)]                                            (2.11) 
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Los principales operadores que cumplen las condiciones para ser t-normas son el operador 

mínimo y el producto algebraico. Existen otros operadores que cumplen tales condiciones 

y se presentan a continuación: 

Estándar:                               𝑡(𝑎, 𝑏) = min (𝑎, 𝑏)                                                  (2.12) 

Producto algebraico:             𝑡(𝑎, 𝑏) = 𝑎. 𝑏                                                             (2.13) 

Producto acotado:                 𝑡(𝑎, 𝑏) = max (0, 𝑎 + 𝑏 − 1)                                    (2.14) 

Producto drástico:                 𝑡(𝑎, 𝑏) = {
𝑎 𝑠𝑖 𝑏 = 1                    
𝑏 𝑠𝑖 𝑎 = 1                    
0 𝑒𝑛 𝑐𝑎𝑠𝑜 𝑐𝑜𝑛𝑡𝑟𝑎𝑟𝑖𝑜

                               (2.15) 

Dubois and Prade:                𝑡(𝑎, 𝑏) =
𝑎.𝑏

max (𝑎,𝑏,𝛾)
 ,      0 ≤ 𝛾 ≤ 1                           (2.16) 

Producto de Hamacher:        𝑡(𝑎, 𝑏) =
𝑎.𝑏

𝛾+(1−𝛾).(𝑎+𝑏𝑎.𝑏)
 ,       𝛾 ≥ 0                        (2.17) 

 

De manera similar se presenta la definición de s-norma. 

Definición 2.13: Una función 𝑠: [0,1] × [0,1] → [0,1] es una s-norma si cumple las 

siguientes condiciones donde 𝑎, 𝑏, 𝑐 ∈ [0,1] [7]: 

Condición de frontera: 𝑠(𝑎, 0) = 𝑎 y 𝑠(𝑎, 1) = 1 

Simetría: 𝑠(𝑎, 𝑏) = 𝑠(𝑏, 𝑎) 

Monotonicidad: 𝑆𝑖 𝑎 ≤ 𝑐 𝑦 𝑏 ≤ 𝑑 ⇒ 𝑠(𝑎, 𝑏) ≤ 𝑠(𝑐, 𝑑) 

Asociatividad: 𝑠(𝑠(𝑎, 𝑏), 𝑐) = 𝑠(𝑎, 𝑠(𝑏, 𝑐)) 

Este tipo de funciones permiten generalizar la operación de unión entre dos conjuntos 

difusos 𝐴 y 𝐵 del universo 𝑋 donde 𝑥 ∈ 𝑋 de la siguiente manera: 

                                        𝜇𝐴∪𝐵(𝑥) = 𝑠[𝜇𝐴(𝑥), 𝜇𝐵(𝑥)]                                      (2.18) 

Los principales operadores que cumplen las condiciones para ser s-normas son el 

operador máximo y la suma algebraica. Existen otros operadores que cumplen tales 

condiciones y se presentan a continuación: 

Estándar:                                  𝑠(𝑎, 𝑏) = max (𝑎, 𝑏)                                               (2.19) 

Suma algebraica:                     𝑠(𝑎, 𝑏) = 𝑎 + 𝑏 − 𝑎. 𝑏                                             (2.20) 

Producto acotado:                    𝑠(𝑎, 𝑏) = min (1, 𝑎 + 𝑏)                                         (2.21) 

Producto drástico:                    𝑠(𝑎, 𝑏) = {
𝑎 𝑠𝑖 𝑏 = 0                    
𝑏 𝑠𝑖 𝑎 = 0                    
1 𝑒𝑛 𝑐𝑎𝑠𝑜 𝑐𝑜𝑛𝑡𝑟𝑎𝑟𝑖𝑜

                            (2.22) 

Dubois and Prade:                    𝑠(𝑎, 𝑏) =
(1−𝑎).(1−𝑏)

max (1−𝑎,1−𝑏,𝛾)
,      0 ≤ 𝛾 ≤ 1                 (2.23) 

Producto de Hamacher:            𝑠(𝑎, 𝑏) =
𝑎+𝑏+(𝛾−2).𝑎.𝑏

1+(𝛾−1).𝑎.𝑏)
,        𝛾 ≥ 0                        (2.24) 
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2.5 Operador implicación 

En la lógica difusa, los conjuntos difusos representan proposiciones, que al combinarse 

mediante reglas o condicionales de la forma “Si p, entonces q”, con proposiciones difusas 

p y q, permiten desarrollar inferencias [8]. En la lógica difusa, las condicionales difusas, 

son manejadas mediante la implicación difusa. 

Definición 2.14: Un operador de implicación difusa o función de implicación es una 

función de la forma 𝕀 ∶ [0, 1] × [0, 1] → [0, 1], dada por 𝕀(𝑝, 𝑞) = 𝑝 → 𝑞, de tal manera 

que el valor de verdad del condicional se enuncia funcionalmente a partir de los valores 

de verdad de las proposiciones iniciales 𝑝 y 𝑞. La implicación difusa satisface: 

                                        𝕀[0, 0] =  𝕀[0, 1] = 𝕀[1, 1] = 1, 𝑦  𝕀[1, 0] = 0                (2.25) 

Se han propuesto numerosas funciones de implicación difusas. La mayoría de ellas surgen 

como extensión de las implicaciones utilizadas en la lógica proposicional y de la elección 

de diferentes opciones para realizar las operaciones de intersección, unión y complemento 

de conjuntos. Al trabajar con conjuntos difusos, la t-norma y s-norma son funciones que 

generalizan la intersección y unión de conjuntos difusos, respectivamente. 

 

2.6 Teoría de conjuntos difusos intuicionistas 

La teoría de conjuntos difusos introducida por L. A. Zadeh en 1965 como una 

generalización de los conjuntos clásicos [9], es una herramienta importante para lidiar 

con la falta de claridad presente en la toma de decisiones en la vida real y conciliar el 

modelado matemático y el conocimiento humano en las ciencias de la ingeniería [10]. 

Zadeh usó un solo índice (grado de pertenencia o función) para definir el conjunto difuso 

y describir los dos estados de apoyo y oposición simultáneamente. En otras palabras, 

Zadeh usó solo una función de pertenencia, que asigna a cada elemento x del universo de 

discurso un número real 𝑢(𝑥) del intervalo unitario [0, 1] para indicar el grado de 

pertenencia al conjunto difuso en consideración, donde el grado de no pertenencia es 

automáticamente su complemento igual a 1- 𝑢(𝑥). Por lo tanto, el conjunto difuso no 

puede expresar el estado neutral, es decir, ni apoya ni se opone [11]. Sin embargo, un ser 

humano que expresa el grado de pertenencia de un elemento dado en un conjunto difuso 

muy a menudo no expresa el grado de no pertenencia correspondiente como complemento 

de 1. Como resultado, en 1983, Atanassov introdujo por primera vez el concepto de 

conjunto difuso intuicionista [9]. El conjunto difuso intuicionista utiliza dos índices 

(grados o funciones de pertenencia y no pertenencia) para describir la falta de claridad y 

así representar los estados de apoyo, oposición y neutralidad simultáneamente. De este 

modo, el conjunto difuso intuicionista puede representar información más abundante y 

flexible que el conjunto difuso cuando se trata de una incertidumbre como el grado de 

vacilación o índice intuicionista difuso. Por lo tanto, se espera que el conjunto difuso 

intuicionista pueda usarse en la simulación de los procesos humanos de toma de 

decisiones y cualquier actividad de conocimiento que a menudo implica incertidumbre o 

imprecisión [12]. En otras palabras, los conjuntos difusos intuicionistas sugeridos por 

Atanassov son generalizaciones de conjuntos difusos cuyos elementos se caracterizan por 

el grado de pertenencia, no pertenencia y vacilación, lo que nos da una posibilidad 

adicional de representar el conocimiento imperfecto [13]. Por lo tanto, se cree que el 
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conjunto difuso intuicionista tiene una amplia perspectiva de aplicaciones en campos 

como la administración, la economía, los negocios, el medio ambiente, y en el campo que 

más interesa a esta tesis, que es el campo del procesamiento de imágenes. 

 

2.7 Conjunto difuso intuicionista 

En la teoría de conjuntos difusos un conjunto difuso 𝐴, en un conjunto finito                      

𝑋 = (𝑥1, … , 𝑥𝑘) se puede representar matemáticamente como 𝐴 = {(𝑥, 𝑢𝐴(𝑥))|𝑥 ∈ 𝑋)}, 

donde la función 𝑢𝐴(𝑥): 𝑋 → [0,1] es el grado de pertenencia de un elemento 𝑥 ∈ 𝑋 en 

𝐴, y el grado de no pertenencia automáticamente es 1 − 𝑢𝐴(𝑥). Los conjuntos difusos 

intuicionistas, son generalizaciones de conjuntos difusos, cuyos elementos se caracterizan 

por el grado de pertenencia, no pertenencia y vacilación, lo que nos da una posibilidad 

adicional de representar el conocimiento imperfecto.  

Definición 2.15: Un conjunto difuso intuicionista 𝐴 en 𝑋 se representa matemáticamente 

como: 

                                         𝐴 = {(𝑥, 𝑢𝐴(𝑥), 𝜗𝐴(𝑥), 𝜋𝐴(𝑥))|𝑥 ∈ 𝑋)}                           (2.26) 

donde la función 𝑢𝐴(𝑥), 𝑣𝐴(𝑥): 𝑋 → [0,1] son los grados de pertenencia y no pertenencia 

de un elemento 𝑥 en un conjunto finito 𝑋 con la condición necesaria que                               

0 ≤ 𝑢𝐴(𝑥) + 𝑣𝐴(𝑥) ≤ 1. El tercer parámetro 𝜋𝐴(𝑥) se conoce como índice difuso 

intuicionista o grado de vacilación de 𝑥 ∈ 𝐴 y surge por la falta de conocimiento en la 

asignación del grado de pertenencia, donde 0 ≤ 𝜋𝐴(𝑥) ≤ 1 para cada 𝑥 [14].   

Definición 2.16: El índice difuso intuicionista o grado de vacilación se define como: 

                                               𝜋𝐴(𝑥) = 1 − 𝑢𝐴(𝑥) − 𝜗𝐴(𝑥)                                    (2.27) 

La aplicación de conjuntos difusos intuicionistas en imágenes da otro grado de libertad 

para lidiar con la vaguedad y la incertidumbre en los datos de las imágenes. En el contexto 

del procesamiento de imágenes, cada píxel tiene asignado el grado de pertenencia, no 

pertenencia y vacilación, representados en la ecuación 2.26. 

El índice difuso intuicionista de Atanassov representa la ignorancia o intuición en la 

construcción de los conjuntos difusos. El índice intuicionista de Atanassov en el contexto 

de la segmentación de imágenes indica el conocimiento / ignorancia del experto al asignar 

un píxel al fondo o al objeto. El valor del índice intuicionista de Atanassov asociado con 

un píxel tiene el valor cero cuando el experto está absolutamente seguro de que el píxel 

pertenece al fondo o al objeto. El valor de este índice aumenta con respecto a la ignorancia 

/ intuición del experto sobre si el píxel pertenece al fondo o al objeto. Si el experto no 

sabe si un píxel pertenece al fondo o al objeto, su pertenencia a ambos debe representarse 

con el valor 0.5 (la mayor ignorancia / intuición), lo que da como resultado el valor 

máximo del índice difuso intuicionista de Atanassov. Sin embargo, la ignorancia / 

intuición debería tener la menor influencia posible en la elección del grado de pertenencia 

[12]. El grado de pertenencia en cada píxel se calcula aplicando una determinada función 

de pertenencia a cada nivel de gris asociado al píxel. Entre las funciones de pertenencia 

más utilizadas en el procesamiento de imágenes se encuentran la función normalización, 

la función de pertenencia gaussiana, y la función de pertenencia basada en la distancia 
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euclidiana utilizada en algoritmos de clustering para la segmentación de imágenes, 

mientras que, para calcular el grado de no pertenencia y grado de vacilación de cada píxel 

perteneciente a una imagen, se utiliza los generadores difusos intuicionistas [15].   

 

2.8 Generador difuso intuicionista  

En el procesamiento de imágenes, cada región en la imagen puede ser modelada como un 

conjunto difuso definido por una función de pertenencia, la cual se encarga de asignar a 

cada píxel un grado de pertenencia en el rango [0,1]. Dado que los conjuntos difusos 

intuicionistas además del grado de pertenencia, tienen en cuenta el grado de no 

pertenencia y vacilación, estos conjuntos dan otro grado de libertad para lidiar con la 

incertidumbre y la vaguedad en las intensidades de los píxeles en las imágenes [13]. Para 

construir los conjuntos difusos intuicionistas de Atanassov a partir de conjuntos difusos, 

se utilizan generadores difusos intuicionistas.  

Definición 2.17: Un generador difuso intuicionista es una función 𝜑: [0,1] → [0,1] que 

satisface 𝜑(𝑢(𝑥)) ≤ 1 − 𝑢(𝑥), ∀𝑢(𝑥) ∈ [0,1]. Por lo tanto, 𝜑(0) ≤ 1 y 𝜑(1) = 0.  

Los generadores difusos intuicionistas más conocidos y utilizados en el procesamiento de 

imágenes se presentan a continuación: 

Yager:                       (1 − 𝑢(𝑥)𝜔)1/𝜔 ,  0 < 𝜔 < ∞                                                (2.28) 

Sugeno:                     𝑁(𝑢(𝑥)) =
(1−𝑢(𝑥)

(1+𝜆𝑢(𝑥))
  ,  −1 < 𝜆 < ∞                                     (2.29) 

Dubey:                      𝑁(𝑢(𝑥)) = (1 − 𝑢(𝑥))(exp (
−𝑢(𝑥)

𝑎𝜎
))1/𝑎 ,  𝑎 > 0 y 𝜎           (2.30) 

                                  es la desviación estándar de los grados de pertenencia.  

Cada uno de los generadores presentados, aseguran que los grados de no pertenencia se 

encuentren en el rango [0,1], donde 𝑁(1) = 0 y 𝑁(0) = 1  [12, 14, 15].  

En la figura 2.7, se presenta una gráfica del índice difuso intuicionista frente al grado de 

pertenencia para cada generador difuso intuicionista antes presentado. Se puede observar 

que para grados de pertenencia cercanos a 0 o 1, el índice difuso intuicionista es cercano 

a 0 para Yager, Sugeno y Dubey. Pero para un grado de pertenencia cercano a 0.5, el 

generador difuso intuicionista de Dubey da el valor máximo del índice difuso 

intuicionista. También se puede observar que la gráfica del índice difuso intuicionista 

frente al grado de pertenencia es simétrica para el generador difuso intuicionista de 

Dubey, mientras que no es simétrica en el caso de los demás generadores difusos 

intuicionista.  
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(a) (b) (c) 

Figura 2.7. Gráficas del índice difuso intuicionista (IDI) de (a) Sugeno, (b) Yager, y (c) Dubey frente al grado de pertenencia, 

respectivamente. 

 

Por lo tanto, en [15] consideran al generador difuso intuicionista de Dubey, en 

comparación a los generadores difusos intuicionistas de Yager y Sugeno, el mejor 

candidato para la representación de imágenes difusas intuicionista, con el fin de abordar 

la no homogeneidad en los niveles de gris y el ruido en las imágenes en niveles de gris, 

como es el caso de las imágenes de resonancia magnética del cerebro. 

 

2.9 Funciones de pertenencia y vectores prototipo 

La definición de las funciones de pertenencia es un paso importante para modelar cada 

región o clase en una imagen. Entre las funciones de pertenencia más utilizadas en tareas 

de procesamiento de imágenes como la segmentación, se encuentra la función de 

pertenencia gaussiana [6, 16] y la función de pertenencia basada en métricas de distancia 

utilizada en algoritmos de clustering [14, 15]. En el caso de las funciones de pertenencia 

basada en métricas de distancia, utilizados principalmente en algoritmos de aprendizaje 

no supervisado como el algoritmo de clustering Fuzzy C-Means (FCM), es importante el 

cálculo y optimización de los centroides de cada región mediante el cálculo iterativo de 

una función objetivo. Estos centroides al ser formados por varios valores dispuestos en 

un vector, toman el nombre de vectores representantes o vectores prototipo. Al obtener 

los vectores prototipo optimizados para cada clase, se calcula una determinada métrica de 

distancia, comúnmente euclidiana, entre un dato y dichos vectores para determinar el 

grado de pertenencia del dato. En esta tesis, las funciones de pertenencia gaussianas 

(definición 2.5) y las funciones de pertenencia basadas en la distancia euclidiana, son 

utilizadas en el desarrollo del método propuesto para el diseño automático de w-

operadores en el capítulo 5. 

 

2.10 Función de pertenencia basada en la distancia euclidiana y en la distancia 

euclidiana difusa intuicionista 

Para definir la función de pertenencia basada en la distancia euclidiana difusa 

intuicionista, en primer lugar, se define a la función de pertenencia basada en la distancia 

euclidiana para mayor comprensión. 

 

Grados de Pertenencia Grados de Pertenencia Grados de Pertenencia 

Índice Difuso Intuicionista Sugeno Índice Difuso Intuicionista Yager Índice Difuso Intuicionista Dubey 

 

I 

D 

I 

 

I 

D 

I 

 

I 

D 

I 
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2.10.1 Función de pertenencia basada en la distancia Euclidiana 

Los vectores prototipo calculados mediante los algoritmos de clustering como por 

ejemplo el FCM, son ingresados en la función de pertenencia basada en la distancia 

euclidiana, para calcular los grados de pertenencia de un determinado dato                         

𝑋 = (𝑥1, … , 𝑥𝑘) donde 𝑘 es el tamaño o dimensión del dato. Los vectores prototipo 𝑉𝑗 

con 𝑗 = {0, … , 𝑐 − 1} donde 𝑐  es el número de regiones o clases en los cuales el dato 

tiene un grado de pertenencia, son reemplazados en la siguiente función para el cálculo 

del grado de pertenencia: 

                                          

                                                        𝑼𝒋(𝑋) =
1

∑ (
𝑑(𝑋,𝑉)

𝑑(𝑋,𝑉𝑗)
)

2/(𝑝−1)

𝑗={0,…,𝑐−1}

                                 (2.28) 

donde 𝑑(𝑋, 𝑉𝑗) es la distancia euclidiana entre un dato 𝑋 y un vector prototipo 𝑉𝑗 y 𝑝 es 

un factor conocido como exponente difuso. 

 

2.10.2 Función de pertenencia basada en la distancia Euclidiana difusa intuicionista 

En las funciones de pertenencia basada en métricas de distancia, la propiedad intuicionista 

de Atanassov se introduce en la métrica de distancia, incorporando los grados de 

pertenencia, de no pertenencia y de vacilación a un determinado dato 𝑋 = (𝑥1, … , 𝑥𝑘), 
mediante la aplicación de los generadores difusos intuicionistas (sección 2.3.2). 

Comúnmente la métrica de distancia utilizada es la distancia euclidiana. Por ejemplo, 

dado un dato 𝑋 = (𝑥1, … , 𝑥𝑘), la incorporación de los grados de pertenencia, de no 

pertenencia y de vacilación de 𝑋 en la distancia euclidiana se presenta en la siguiente 

ecuación: 

𝑑𝑑𝑖(𝑋, 𝑉𝑗) = {
1

2
((𝑢(𝑋) − 𝑢(𝑉𝑗))

2

+ (𝜗(𝑋) − 𝜗(𝑉𝑗))
2

+ (𝜋(𝑋) − 𝜋(𝑉𝑗))
2
)}
1/2

   (2.29) 

donde 𝑢(𝑉𝑗), 𝜗(𝑉𝑗), y 𝜋(𝑉𝑗) son el grado de pertenencia, de no pertenencia y de 

vacilación de los vectores prototipo 𝑉𝑗 con 𝑗 = {0,… , 𝑐 − 1}. Con el cálculo de la 

distancia euclidiana difusa intuicionista 𝑑𝑑𝑖(𝑋, 𝑉𝑗) , la función de pertenencia 𝑼𝒅𝒊(𝑋) 

basada en la distancia definida anteriormente, se define así:  

                                                  𝑼𝒅𝒊𝒋(𝑋) =
1

∑ (
𝑑𝑑𝑖(𝑋,𝑉)

𝑑𝑑𝑖(𝑋,𝑉𝑗)
)

2/(𝑝−1)

𝑗={0,…,𝑐−1}

                        (2.30) 

Esta función de pertenencia es utilizada en [15] para tratar con el ruido y la falta de 

homogeneidad en las imágenes en niveles de gris. 
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 CAPITULO 3 

3 Procesamiento digital de imágenes y 

operadores morfológicos 
En este capítulo se desarrollan los principales conceptos del procesamiento digital de 

imágenes, su aplicación en el área de imágenes biomédicas, y los operadores 

morfológicos, herramienta importante, en diferentes tareas de procesamiento. Finalmente, 

se presenta una breve introducción al diseño de operadores morfológicos, con el fin de 

desarrollar sus diferentes enfoques, heurístico y automático, en el capítulo 4. 

 

3.1 Procesamiento digital de imágenes  

Las imágenes son producidas por una variedad de dispositivos físicos, que incluyen 

cámaras fijas y de video, escáneres, dispositivos de rayos X, microscopios electrónicos, 

radar, ultrasonido, entre otras fuentes [1, 2]. Se pueden usar para una variedad de 

propósitos, incluidos entretenimiento, imágenes biomédicas para diagnóstico y 

tratamiento clínico, negocios e industria, análisis de carácter militar, civil, de seguridad y 

científico [1, 2, 3]. Una imagen digital se compone de un número finito de elementos, 

cada uno de los cuales tiene una ubicación y un valor determinado. Estos elementos se 

denominan píxeles [1]. La digitalización de imágenes es un proceso que convierte una 

forma pictórica en datos numéricos, la cual incluye el muestreo de imágenes 

(digitalización de las coordenadas espaciales) y la cuantificación del nivel de gris (la 

digitalización de la amplitud del brillo) [2]. En la figura 3.1 se grafica el proceso de 

digitalización de una imagen en niveles de gris. Una línea de exploración AB es ubicada 

a lo largo de la imagen (a) con el objetivo de observar las variaciones de intensidad (b) a 

lo largo de la línea. En (c), se lleva a cabo la digitalización de las coordenadas espaciales 

(muestreo), en (d) de la amplitud del brillo (cuantificación), y en (f) se observa el 

resultado de este proceso, una imagen digital. 

 

 

 

 

 

 

 

 

 
 

 

 

 

 

 

 
 

Figura 3.1. Digitalización de una imagen.  (a) Imagen continua. (b) Una línea de exploración que muestra variaciones de intensidad 

a lo largo de la línea AB en la imagen continua. (c) Muestreo y cuantificación. (d) Línea de escaneo digital. (e) Imagen continua 

proyectada en una matriz de sensores. (f) Resultado del muestreo y cuantificación de imágenes. 
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Una imagen está representada por una matriz rectangular de números enteros. La cantidad 

de niveles de gris suelen ser potencias enteras de 2. El valor en cada píxel representa el 

brillo o la oscuridad generalmente llamado intensidad de la imagen en ese punto. Por 

ejemplo, la figura 3.2 muestra en (a) una imagen digital de 8 x 8 con un byte (es decir, 8 

bits = 256 niveles de gris) por píxel, y en (b) su representación numérica. 

 

 
                                                      (a)                                                   (b) 
                                                Figura 3.2. (a) Imagen digital en niveles de gris y (b) representación numérica. 

 

El procesamiento de imágenes digitales comienza con una imagen y produce una versión 

modificada de la misma. Su interés proviene de dos principales áreas de aplicación: la 

mejora en la calidad de la información pictórica para la interpretación humana y el 

procesamiento de datos de imágenes para almacenamiento, transmisión, y representación 

para la percepción de máquinas autónomas. El área de análisis de imágenes, también 

llamada comprensión de imágenes, se encuentra entre el procesamiento de imágenes y la 

visión artificial (rama de la inteligencia artificial), cuyo objetivo es, mediante el uso de 

computadoras, emular la visión humana, incluido el aprendizaje y poder hacer inferencias 

y tomar acciones basadas en entradas visuales. El procesamiento digital de imágenes, el 

análisis de imágenes, y la visión artificial se encuentran presentes en tres tipos de procesos 

computarizados: procesos de nivel bajo, medio y alto, respectivamente [1, 4].  

Dentro del procesamiento digital de imágenes existen diferentes tipos de operaciones o 

transformaciones que se llevan a cabo sobre cada pixel de la imagen, la imagen completa 

o global, un conjunto de pixeles definidos por transformaciones geométricas, y sobre un 

conjunto de pixeles locales entorno al pixel a transformar denominado vecindad [2, 4, 5].  

En esta última operación, el tamaño de la vecindad está relacionado con la transformación 

deseada. Sin embargo, a medida que aumenta el tamaño, también lo hace su tiempo de 

cálculo. Los ejemplos más conocidos son los operadores o filtros morfológicos estudiados 

formalmente en los campos de la Morfología Matemática clásica (MM) y la Morfología 

Matemática Difusa (MMD), ramas del procesamiento y análisis de imágenes no lineales, 

basada en la teoría de conjuntos clásicos y difusos (presentada en el capítulo 2), 

respectivamente [2, 3]. Hay muchas áreas donde los operadores morfológicos se han 

aplicado con éxito, incluida la visión robótica [6], la microscopía [7], la detección remota 

[8], la biología [9], la metalurgia [10], los documentos digitales [11] y el área en la que 

esta tesis se enfoca: las imágenes biomédicas [12].  

Antes de presentar los conceptos generales de la MM y MMD y sus operadores 

morfológicos, el área de las imágenes biomédicas será abordada junto con sus principales 

modalidades y el papel del procesamiento de imágenes en dicha área, en la siguiente 

sección.  
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3.2 Imágenes biomédicas  

Una de las principales aplicaciones del procesamiento de imágenes que se ha presenciado 

en las últimas dos décadas se encuentra en el área de las imágenes biomédicas. Este tipo 

de imágenes revelan el estado de la anatomía interna y las funciones corporales dinámicas 

[13]. En medicina y biología, los datos pictóricos actúan como una importante fuente de 

información con fines clínicos [14].  

La ingeniería ha desempeñado un papel importante en el avance de las modalidades de 

imágenes biomédicas al enfocarse en la mejora de detectores, diseño del sistema, 

velocidad, sensibilidad y resolución, análisis computacional y desarrollo de métodos para 

minimizar los efectos secundarios de la energía aplicada [13]. La ingeniería química ha 

producido sondas de imagen avanzadas (nanomateriales, moléculas pequeñas y grandes 

marcadas y proteínas fluorescentes) para mejorar la especificidad de tejidos, células y 

moléculas [15, 16]. En la actualidad, las imágenes están evolucionando rápidamente en 

tres áreas biomédicas distintas: (i) imágenes de biomarcadores moleculares o que 

contribuyen al análisis de biomarcadores, (ii) imágenes de células individuales y (iii) 

terapias de imágenes [16]. Cada área tiene un potencial muy significativo para acelerar el 

progreso en el campo médico. 

Las modalidades de imágenes biomédicas se pueden agrupar según el tipo de energía 

(rayos X, positrones, fotones u ondas de sonido), la resolución espacial (macroscópica o 

microscópica) o el tipo de información obtenida (anatómica, fisiológica, celular o 

molecular). Las modalidades de imágenes macroscópicas que proporcionan información 

anatómica y fisiológica tienen un uso clínico y preclínico generalizado. Por el contrario, 

los sistemas que brindan resolución microscópica son ampliamente utilizados en ciencia 

básica. La selección de la modalidad de imagen está determinada en gran medida por la 

cuestión científica o médica. Dentro de las modalidades de imágenes biomédicas no 

invasivas, se encuentran los rayos X, tomografía computarizada (TC), imágenes por 

resonancia magnética (IRM), imágenes de ultrasonido, entre otras, que se utilizan en el 

campo de la medicina para el diagnóstico y tratamiento de enfermedades [17]. Estas 

modalidades también se utilizan para planificar cirugías, así como para obtener imágenes 

en biología. 

La identificación temprana de malignidad y diferentes inconsistencias en las partes 

internas del cuerpo humano pueden ser reconocidas previamente en un grado significativo 

y luego ayudar al especialista o radiólogo en la conclusión exacta de la infección. Sin 

embargo, existen algunos problemas en las modalidades de imágenes y sus procesos 

asociados que podrían causar problemas en el proceso semiautomático y automático de 

diagnóstico y luego en la toma de decisiones clínicas precisas. Obtener imágenes de alta 

calidad es una tarea muy difícil, aunque con la ayuda de equipos modernos y sofisticados, 

esta tarea es algo sencilla hoy en día. La calidad de la imagen y la velocidad de 

procesamiento son las principales áreas problemáticas del procesamiento de imágenes 

biomédicas [14]. La mala calidad de la imagen plantea un desafío aún mayor, ya que 

podría afectar negativamente el proceso de toma de decisiones. Altos niveles de ruido, 

bajo contraste, mala resolución, entre otros, debido a diversas fuentes de interferencia y 

otros fenómenos que afectan a los procesos de medición en los sistemas de adquisición 

de datos e imágenes, son algunos factores que causan problemas en el procesamiento de 

imágenes biomédicas. La utilidad de las imágenes biomédicas se puede lograr mediante, 
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por ejemplo, la mejora del contraste, la mejora de la nitidez, la ampliación de la imagen 

y la reducción de la distorsión [13, 14]. Posterior a las mejoras realizadas a las imágenes 

biomédicas, la etapa de análisis se emplea tanto en imágenes microscópicas como en 

macroscópicas [18]. 

 

3.3 Segmentación de imágenes biomédicas 

La segmentación es una herramienta importante para la extracción de características, 

visualización, y mediciones de imágenes biomédicas. Su objetivo principal es dividir o 

particionar una imagen en regiones, también llamadas clases o subconjuntos, que son 

homogéneas con respecto a una o más características. En algunas aplicaciones puede ser 

útil clasificar los píxeles de la imagen en regiones anatómicas, como huesos, músculos, 

vasos sanguíneos, mientras que, en otras, en regiones patológicas, como cáncer, 

deformidades de tejidos y lesiones de esclerosis múltiple. El objetivo en algunos estudios, 

es dividir la imagen completa en subregiones, como la sustancia blanca, la sustancia gris 

y los espacios del líquido cefalorraquídeo del cerebro, mientras que en otros se debe 

extraer una estructura específica, por ejemplo, tumores de mama en imágenes de 

resonancia magnética [12]. Con respecto a las imágenes microscópicas, en las imágenes 

de células blancas o leucocitos, por ejemplo, la estructura más importante a extraer es el 

núcleo. En la figura 3.5, se presenta dos ejemplos correspondientes a dos objetivos 

comunes de la segmentación: (i) partición completa de las subregiones de una imagen y 

(ii) la extracción de una estructura específica. En la figura 3.5 a-d, se presentan imágenes 

de resonancia magnética de cerebro ponderadas en T21 con sus correspondientes 

imágenes particionadas en regiones: sustancia blanca (color amarillo), sustancia gris 

(color rojo), y líquido cefalorraquídeo (color azul). En la figura 3.5 e-f, se muestran 

imágenes de glóbulos blancos llamados leucocitos en conjunto con las imágenes de sus 

correspondientes núcleos como estructuras específicas extraídas. Con respecto a la 

segmentación de IRM de cerebro, las distintas finalidades de esta técnica son: extracción 

de características anatómicas, medición volumétrica, visualización 3D, compresión de 

datos, planeamiento de radioterapia y planeamiento de cirugía. En la segmentación de 

imágenes de leucocitos, los objetivos, como se dijo anteriormente, son: la identificación 

y conteo de leucocitos para el diagnóstico de enfermedades tales como infecciones, 

inflamación, leucemia, entre otras [19]. 

 

 

 

 

 

 

 
1 T2: Tiempo de relajación transversal, constituye el desfase de protones. Sensible a interacciones 
moleculares y falta de homogeneidad en el campo aplicado 𝐵0 [17]. 
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Figura 3.5. Ejemplos de segmentación en imágenes biomédicas: (a-d) Imágenes de resonancia magnética de cerebro con sus 

correspondientes imágenes particionadas en regiones: sustancia blanca (color amarillo), sustancia gris (color rojo), y líquido 

cefalorraquídeo (color azul). Segunda fila: (c) Imagen de leucocito. (d) núcleo segmentado. 

 

Sin duda alguna, las tareas de procesamiento como la segmentación en imágenes 

biomédicas son una herramienta vital para mejorar el diagnóstico, tratamiento de 

enfermedades y la planificación de cirugías. Los objetivos mencionados, motivan a la 

comunidad científica en seguir desarrollando y mejorando técnicas heurísticas y 

automáticas que permitan la mejora en cuanto a la calidad de imagen y la segmentación 

de estructuras importantes. La MM es una importante herramienta para resolver tareas 

difíciles de procesamiento de imágenes como la segmentación. Su rol en la segmentación 

es posible, debido a que permite la obtención de información estructural conteniendo 

información de interés, o un conjunto de patrones que posteriormente son clasificados en 

regiones o clases mediante un determinado algoritmo morfológico como el filtro 

secuencial alternado para reconstrucción basado en las operaciones morfológicas de 

apertura y cierre [21] o un algoritmo de toma de decisiones como la red neuronal tipo 

feedforward, respectivamente [20]. 

 

(a)                                           (b)                                           (c)                                          (d) 

(e)                                            (f)                                           (g)                                          (h) 
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3.4 Morfología Matemática 

La Morfología Matemática (MM) es una rama del procesamiento y análisis de imágenes 

no lineales, desarrollada inicialmente por Georges Matheron y Jean Serra [2, 3], que se 

concentra en la estructura geométrica dentro de una imagen, donde las imágenes que se 

analizan se consideran como conjuntos de píxeles y la teoría de conjuntos se aplica a las 

operaciones morfológicas. Este enfoque se basa en relaciones lógicas, en lugar de 

aritméticas, entre píxeles y puede extraer características geométricas eligiendo una forma 

de estructura adecuada llamada elemento estructurante. En otras palabras, estos 

operadores se basan en la exploración local de estructuras geométricas presentes en las 

imágenes y constituyen una poderosa herramienta para el procesamiento de imágenes [2]. 

Los operadores morfológicos trabajan con dos imágenes. La imagen que se procesa se 

denomina imagen activa u observada y la otra imagen se denomina elemento estructurante 

o kernel. Cada elemento estructurante tiene una forma diseñada, que puede ser pensada 

como un filtro de la imagen observada. Esta imagen puede ser modificada mediante el 

recorrido o traslación de los elementos estructurantes de diferentes geometrías y tamaños 

[2]. Todo procesamiento morfológico depende del concepto de contener o encajar 

elementos estructurantes. La geometría y tamaño de estos elementos está relacionado con 

la tarea de procesamiento. En la figura 3.6 se presentan ejemplos de elementos 

estructurantes de diferente geometría y tamaño. 

 

 

                                           

 

 

Figura 3.6. Elementos estructurantes de diferente geometría y tamaño. (a) elemento estructurante cuadrado de 3x3, (b) 5x5, (c) 

elemento estructurante cruz de 3x3, y (d) 5x5. 

 

En la figura 3.7 se encuentra una imagen binaria, donde los elementos del objeto toman 

valor de 0 y los elementos del fondo valor de 1, y un elemento estructurante cuadrado. 

Este elemento estructurante recorre toda la imagen y las dos posibles posiciones señaladas 

en la figura 3.7-a, muestran dos únicas situaciones. En un lugar queda totalmente 

contenido y en el otro no. Al marcar las ubicaciones en las que el elemento estructurante 

está contenido dentro de la imagen, obtenemos información estructural sobre la imagen. 

Esta información depende tanto del tamaño como de la forma del elemento estructurante 

y, como enfatiza Matheron, la naturaleza de esa información depende, por lo tanto, de la 

elección del elemento estructurante [3]. 

     

     

     

     

     

     

     

     

     

     

   

   

    

   

   

    

(a)                                          (b)                                            (c)                                          (d) 
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                                                                                     (a)                                           (b) 

                                                    Figura 3.7. (a) Exploración de una imagen, (b) elemento estructurante cuadrado. 

 

El alcance de los métodos morfológicos es tan amplio como el propio procesamiento de 

imágenes. Estos incluyen mejora, segmentación, restauración, detección de bordes, 

análisis de texturas, análisis de partículas, generación de características, esqueletización, 

análisis de formas, compresión, análisis de componentes, relleno de curvas y 

adelgazamiento general [2, 3 ,5, 21]. En la sección 3.1 se presentaron las áreas donde los 

operadores morfológicos se han aplicado con éxito, las imágenes biomédicas, es la 

principal [12].  

 

3.5 Definición de imágenes digitales y operador de imágenes 

Una imagen digital se define, en general, como una matriz bidimensional de números que 

representan la distribución de intensidad real y continua de una señal espacial. La señal 

espacial continua se muestrea a intervalos regulares y la intensidad se cuantifica en un 

número finito de niveles [13]. En las imágenes binarias, cada píxel en el plano 

bidimensional (x, y), toma dos únicos valores, 0 y 1, para representar fondo y objeto, 

respectivamente. En cambio, en las imágenes en niveles de gris, cada píxel toma un valor 

del conjunto de niveles de gris {0, …, 255,}. 

Definición 3.1: Las imágenes digitales pueden ser representadas por funciones de la forma 

𝑓: 𝐸 → 𝐿 , donde 𝐸 = 𝑍2, y  𝐿 = {0,… , 𝑙 − 1} es el conjunto de niveles de gris de la 

imagen. Para imágenes binarias 𝑙 = 2  e imágenes en niveles de gris 𝑙 = 256.  

El valor de 𝑓 en un punto o pixel 𝑡 ∈ 𝐸 corresponde al nivel de gris de la imagen 𝑓 en ese 

pixel. El conjunto de todas las imágenes en niveles de gris definidas sobre 𝐸 con rango 

en 𝐿 se denota como 𝐿𝐸 , y en el caso de las imágenes binarias se denota como  {0,1}𝐸.  

Definición 3.2: Un operador de imagen es cualquier mapeo de la forma Ψ: 𝐿𝐸 → 𝐿𝐸   y el 

procesamiento digital de imágenes consiste en la transformación de imágenes mediante 

funciones denominadas operadores de imágenes [22]. 

 

3.6 Operadores morfológicos 

El procesamiento de imágenes implica una transformación de imágenes mediante 

funciones denominadas operadores de imágenes. La familia de operadores lineales ha 

tenido un gran desarrollo, pero recientemente, debido al crecimiento del poder de 
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procesamiento de las computadoras, los operadores morfológicos no lineales, son 

utilizados para resolver un mayor número de problemas.  

Las operaciones elementales de la MM son la dilatación y la erosión, definidas en primer 

lugar sobre imágenes binarias. Estas operaciones, al ser extendidas a imágenes en niveles 

de gris mediante la teoría de conjuntos difusos, dieron lugar a la Morfología Matemática 

Difusa (MMD), la cual incorpora conceptos de lógica difusa para modelar y manipular la 

incertidumbre e imprecisión presentes en todo tipo de imágenes, principalmente en 

imágenes biomédicas [23].  

La MM permite construir operadores complejos mediante la combinación de sus 

operadores básicos erosión y dilatación. A continuación, se definen las operaciones 

morfológicas fundamentales de erosión y dilatación para imágenes binarias y en niveles 

de gris.  

 

3.6.1 Operadores morfológicos clásicos 

Para la definición clásica de las operaciones morfológicas binarias, la imagen a procesar 

se modela como un subconjunto de 𝑍2.  

Definición 3.3: Un elemento estructurante se define como un conjunto finito de la forma: 

                                        𝐵 = {𝑏1, … , (0,0), . . , 𝑏𝑛} ⊂ 𝑍
2                                          (3.1)   

Definición 3.4: La reflexión del elemento estructurante B, denotada mediante 𝐵𝑟, se 

define como la rotación de B en un ángulo de 180º alrededor de su origen (0,0), y se 

expresa de la siguiente manera:  

                                                  𝐵𝑟 = {−𝑏𝑖|∀𝑏𝑖 ∈ 𝐵}                                                (3.2) 

Definición 3.5: La traslación espacial de B por t, denotada mediante 𝐵𝑡, se define como: 

                                              𝐵𝑡 = {𝑏𝑖 + 𝑡|∀𝑏𝑖 ∈ 𝐵}                                                 (3.3) 

En las siguientes definiciones, las imágenes binarias y en niveles de gris, serán 

representadas por  𝑓 (ver sección 3.3.1). 

Definición 3.6: La erosión de la imagen binaria 𝑓 modelada como un conjunto, por el 

elemento estructurante B, denotada mediante 𝑓 ⊖ 𝐵 , se define como:  

                                                 𝑓 ⊖ 𝐵 = {𝑡 ∈ 𝑓|𝐵𝑡 ⊆ 𝑓}                                        (3.4)  

Esta ecuación indica que, la erosión de la imagen 𝑓 por el elemento estructurante B se 

define como el conjunto de todos los puntos t pertenecientes a 𝑓, de forma que cuando el 

elemento estructurante B se traslada por t, el elemento queda contenido en 𝑓 [1]. 

Definición 3.7: La dilatación de la imagen binaria 𝑓 modelada como un conjunto, por el 

elemento estructurante B, denotada mediante 𝑓 ⊕ 𝐵, se define como:  

                                             𝑓 ⊕ 𝐵 = {𝑡 ∈ 𝑓|(𝐵𝑟)𝑡 ∩ 𝑓 ≠ ∅}                                (3.5) 

Esta ecuación indica que, la dilatación de 𝑓 por el elemento estructurante B se define 

como el conjunto de todos los puntos t pertenecientes a 𝑓, tal que la reflexión del elemento 
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estructurante con respecto a su origen trasladado por t contiene algún elemento de la 

imagen 𝑓 [1]. En la figura 3.8 se muestra el resultado de aplicar la erosión 𝑓 ⊖ 𝐵 y la 

dilatación 𝑓 ⊕ 𝐵 de la imagen binaria 𝑓, mediante la traslación de un elemento 

estructurante lineal 𝐵. Se puede apreciar en la imagen erosionada, que elementos del 

objeto en la imagen binaria original, fueron eliminados al no contener por completo al 

elemento estructurante. Por otra parte, en la imagen dilatada, el objeto aumentó de tamaño 

por la adición de un elemento a la derecha, debido a los elementos donde el elemento 

estructurante estuvo contenido de forma parcial. 

 

       

 

 

 

 

                                                             Figura 3.8. Erosión y dilatación de una imagen binaria. 

 

Para las siguientes definiciones se utiliza la imagen en niveles de gris 𝑓 ∈ 𝐿𝐸 y el 

elemento estructurante 𝐵: 𝐸′ → 𝐿1 , con 𝐸′ un subconjunto y no vacío de 𝑍2.  

Definición 3.8: La erosión de la imagen en niveles de gris 𝑓 por el elemento estructurante 

𝐵 se define como:  

                                  (𝑓 ⊖ 𝐵)(𝑡) = 𝑖𝑛𝑓(𝑡∈𝐸){𝑓(𝑡 + 𝑡
′) − 𝐵(𝑡′)}                             (3.6)  

Esta ecuación indica que, para un punto arbitrario 𝑡 ∈ 𝐸 el resultado de la erosión de 𝑓 

por 𝐵 se obtiene trasladando espacialmente 𝐵 por t y luego calculando el ínfimo del 

conjunto de valores que se obtienen al substraer, píxel a píxel, 𝐵𝑡 de 𝑓. El ínfimo de un 

conjunto ordenado corresponde al máximo de las cotas inferiores de dicho conjunto, para 

lo cual se usa la relación de orden usual de ℝ denotada por <.  

Definición 3.9: La dilatación de la imagen en niveles de gris 𝑓 por el elemento 

estructurante 𝐵 se define como:  

                                (𝑓 ⊕ 𝐵)(𝑡) = 𝑠𝑢𝑝(𝑡∈𝐸){𝑓(𝑡 − 𝑡
′) + 𝐵(𝑡′)}                              (3.7)  

Esta ecuación indica que, para un punto arbitrario 𝑡 ∈ 𝐸, el resultado de la dilatación de 

𝑓 por 𝐵 se obtiene calculando la reflexión de 𝐵 y luego obteniendo el supremo del 

conjunto de valores de la suma, píxel a píxel, entre 𝑓 y 𝐵𝑟 trasladado espacialmente por 

t. El supremo de un conjunto ordenado corresponde al mínimo de las cotas superiores de 

dicho conjunto para lo cual nuevamente se emplea la relación de orden usual de ℝ 

denotada por <. 

En la figura 3.9 se muestra, en la primera fila, el resultado de dilatar y erosionar la imagen 

Lena [2] usando un elemento estructurante cuadrado de 3x3, y en la segunda fila, el 

resultado de erosionar y dilatar una imagen de rayos X usando un elemento estructurante 

Imagen binaria 𝒇 

Elemento 

estructurante B 

Erosión de 𝒇 por B Dilatación de 𝒇 por B 
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en forma de disco con un radio de dos píxeles. En ambos casos, la erosión agranda las 

partes obscuras de la imagen original y elimina las partes brillantes cuyos tamaños son 

menores que el tamaño del elemento estructurante. Adicionalmente, la imagen resultante 

de la erosión es un tanto más obscura que la imagen original. Mientras tanto, la dilatación 

produce un efecto contrario al de la erosión; es decir, la imagen resultante es un tanto más 

brillante que la imagen original. 

 

 

 

Figura 3.9. Primera fila: (a) Imagen de Lena (b) Dilatación utilizando un cuadrado de 3x3. (c) Erosión utilizando el mismo SE. 

Segunda fila: (d) Imagen de rayos X. (e) Erosión con un disco plano con un radio de 2 píxeles. (f) Dilatación utilizando el mismo SE. 

 

3.6.2 Operadores morfológicos difusos 

En la sección 3.3.2 se mencionó, que una extensión de la MM binaria es la MMD que 

incorpora conceptos de lógica difusa para extender los operadores morfológicos binarios 

a imágenes en niveles de grises. En MMD las imágenes son representadas como conjuntos 

difusos (definidos en el capítulo 2), y las operaciones entre conjuntos difusos se definen 

a partir de las operaciones de conjunción y disyunción sobre los valores de pertenencia 

de dichos conjuntos. Para definir los operadores básicos de la MMD, es importante la 

siguiente definición. 

Definición 3.10: Una imagen en niveles de gris y un elemento estructurante difuso se 

definen como dos conjuntos difusos 𝑓 y β, con funciones de pertenencia                       

𝑓: 𝒇𝑓 ⊂ 𝑅
2 → [0,1] y β: 𝛃β ⊂ 𝑅

2 → [0,1], respectivamente.  

Existen varios enfoques, desarrollados por diferentes autores en la literatura, que estudian 

la extensión de los operadores de la MM básicos binarios a imágenes de nivel de gris 

utilizando la teoría de conjuntos difusos. Bloch y Maître lograron la unificación de todos 

estos enfoques, basados en t-norma y s-norma (capítulo 2, sección 2.1.3). 

(a)                                           (b)                                             (c) 

                     (d)                                          (e)                                             (f) 
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Definición 3.11: La dilatación difusa de la imagen 𝑓 por el elemento estructurante difuso 

β se define como: 

                               𝛿(𝑓, β)(𝑥) = 𝑠𝑢𝑝𝑦∈𝛃β[𝒕(𝑓(y), β(y − x))]                                  (3.8) 

donde 𝒕(a, b) es una t-norma. 

Definición 3.12: La erosión difusa de la imagen 𝑓 por el elemento estructurante difuso β 

se define como: 

                                    ℮(𝑓, β)(𝑥) = 𝑖𝑛𝑓𝑦∈𝛃β[𝐼(𝑓(y), β(y − x))]                             (3.9) 

donde 𝕀(𝑎, 𝑏) es una implicación difusa (capítulo 2, sección 2.2). 

Como 𝕀(𝑎, 𝑏) = 𝑠(𝑁(𝑎), 𝑏), la ecuación 3.9 se puede reescribir de manera equivalente de 

la siguiente manera: 

                                    ℮(𝑓, β)(𝑥) = 𝑖𝑛𝑓𝑦∈𝛃β[𝑠(𝑓(y), N(β(y − x)))]                     (3.10) 

donde 𝑠(𝑎, 𝑏) es una s-norma dual a 𝒕, y 𝑁(𝑎) es el complemento difuso [24].  

El objetivo de la MMD es suavizar la MM creando operadores, que se espera sean, más 

robustos frente a las imprecisiones de las imágenes. La incorporación de los conceptos de 

lógica difusa en esta técnica posibilita la representación de la imprecisión en las imágenes 

[25]. Esta característica ha permitido que algoritmos basados en la MMD tengan un mejor 

rendimiento frente a algoritmos basados en la MM clásica en cuanto al procesamiento de 

imágenes biomédicas [24, 26]. 

 

3.7 w-operadores 

Dentro del conjunto de operadores morfológicos, existen una clase de operadores 

llamados operadores de ventana o w-operadores, que realizan una determinada operación 

o transformación de manera local sobre imágenes, en función de la traslación pixel a pixel 

de una ventana. Para definir estos operadores son necesarias las siguientes definiciones. 

Definición 3.13: Una ventana 𝑊 = {𝑤1, 𝑤2, … , 𝑤𝑘}  es un subconjunto finito de 𝐸 = 𝑍2, 
y el tamaño o número de puntos en 𝑊 es denotado por 𝑘 = |𝑊|.  

Definición 3.14: Una configuración de ventana o vector de observación 𝑋 = (𝑥1, … , 𝑥𝑘)  
es un vector compuesto de 𝑘 valores, con 𝑥𝑘 perteneciente al conjunto de niveles de gris 
𝐿, donde cada valor es definido por  𝑥𝑘 = 𝑓(𝑡 + 𝑤𝑘) [22].  

Usualmente, los vectores de observación resultan de la traslación de una ventana 𝑊 por 
𝑡 ∈ 𝐸 y observando los valores de 𝑓 dentro de la ventana trasladada 𝑊𝑡, así, un vector de 
observación es expresado como: 

                            𝑋(𝑊𝑡) = (𝑓(𝑤1 + 𝑡), 𝑓(𝑤2 + 𝑡),… , 𝑓(𝑤𝑘 + 𝑡))                          (3.11) 

El espacio de todos los posibles vectores de observación está dado por 𝐿|𝑊|.  

Definición 3.15: La función 𝜓 = 𝐿|𝑊| → 𝐿 que define a los w-operadores se llama función 
característica, tal que, para cada punto 𝑡: 

                   Ψ(𝑓𝑡) = 𝜓(𝑓(𝑤1 + 𝑡), 𝑓(𝑤2 + 𝑡),… , 𝑓(𝑤𝑘 + 𝑡)) = 𝜓(𝑋(𝑊𝑡))           (3.12) 



34 
 

Finalmente, los operadores de ventana o w-operadores son una clase de operadores que 

son invariantes a traslaciones y definidos localmente con respecto a una ventana. Estas 

dos propiedades importantes, expresan lo siguiente:  

• invariante a traslaciones (t.i) significa que Ψ(𝑓𝑡) = Ψ(𝑓)𝑡 para cualquier 𝑡 ∈ 𝑓,  

• localmente definido (l.d) dentro de 𝑊, que implica Ψ (𝑓)(𝑡) = Ψ(𝑓 ∩𝑊𝑡)(𝑡).  

La última propiedad declara que el valor de la imagen transformada Ψ(𝑓) en cualquier 

punto 𝑡, depende solamente de los valores de imagen en una vecindad limitada 𝑊𝑡 [22, 

27]. En la figura 3.10 se ilustra la obtención de una configuración de ventana para una 

imagen en escala de grises. Para esto se utiliza una ventana cuadrada 𝑊 de tamaño            

k= 3×3, su centro es  𝑤5 = (0,0). Primero se traslada la imagen 𝑓(𝑡0)  por t = (2,4) 

obteniendo 𝑓(𝑡0 + 𝑡). Luego se copian en el vector 𝑋(𝑊𝑡) los valores de 𝑓(𝑡0 + 𝑡) 

observados a través de 𝑊. 

 

 

          

 

 

 

 

 

 

       

 

 

 

 

 

 
 

Figura 3.10. Obtención de una configuración de ventana: (a) Imagen original 𝑓, (b) ventana 𝑊, y (c) ventana 𝑊 ubicada en el píxel 

t = (2,4), (d) configuración de ventana registrada en el vector de observación 𝑋(𝑊𝑡) para el píxel t = (2,4) de la imagen 𝑓.  

 

Un w-operador Ψ se define y representa a través de una función característica                  

𝜓 = 𝐿|𝑊| → 𝐿 donde su entrada es una configuración de ventana o vector de observación 

𝑋 y su respectiva salida es un nivel de gris del conjunto 𝐿. En otras palabras, la función 

característica procesa configuraciones de ventana observadas a través de 𝑊. Por lo tanto, 

diseñar un w-operador consiste en encontrar su función característica. 

 

3.8 Diseño de operadores morfológicos 

En el procesamiento digital de imágenes, funciones denominadas operadores se encargan 

de transformar una imagen en una versión modificada de la misma. En el campo de la 

MM, los operadores morfológicos cumplen varias tareas importantes de procesamiento 

como: mejora, segmentación, restauración, detección de bordes, análisis de texturas, 

análisis de partículas, generación de características, esqueletización, análisis de formas, 

𝑊 = {(−1.1), (0,1), … , (0, −1), (1, −1)}   

(0,0) 

𝒚 

𝒙 

𝑓(𝑡0) 
𝒚 

𝒙 

𝑓(𝑡0 + 𝑡) 

                         (a)                                                                  (b)                                                        (c) 

𝑋(𝑊𝑡) = (93,197,83,84,118,62,73,197,248) 

(d) 
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entre otras [2, 3, 5, 21]. Para realizar estas tareas de procesamiento, es necesario diseñar 

operadores o filtros morfológicos complejos mediante la combinación de operadores 

morfológicos más sencillos utilizando el conocimiento y experiencia del diseñador.  Este 

procedimiento conocido como algoritmo morfológico cumple su tarea de procesamiento 

de manera secuencial. Por otro lado, en el diseño de operadores morfológicos también 

son aplicadas técnicas de aprendizaje computacional supervisado con la finalidad de 

automatizar el diseño de los filtros morfológicos mediante ejemplos de entrenamiento y 

un determinado algoritmo de aprendizaje o regla de estimación.  

Estos dos enfoques de diseño de operadores morfológicos son profundizados en el 

siguiente capítulo. 
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 CAPITULO 4 

4 Diseño heurístico y automático de 

operadores morfológicos 

En este capítulo se desarrollan las definiciones de diseño heurístico y automático de 

operadores morfológicos, y los problemas presentes en el proceso de diseño en cada uno 

de ellos. Al final del capítulo, el enfoque propuesto en esta tesis es presentado como 

solución al problema de generalización dentro del diseño automático de operadores 

morfológicos y en el capítulo 5 se presenta su desarrollo. 

 

4.1 Diseño heurístico de operadores morfológicos 

Un procedimiento común para resolver tareas de procesamiento de imágenes es mediante 

combinaciones de múltiples operadores básicos ya sean de la MM o la MMD. Estas 

combinaciones dan lugar a algoritmos o filtros morfológicos que pueden incluir 

canalizaciones secuenciales, subprocesos de decisión e iteración. Encontrar una solución 

satisfactoria requiere un enfoque de prueba y error en el que se deben ensamblar y probar 

varias configuraciones de la composición, variando los operadores básicos y sus 

parámetros [1-3]. Por ejemplo, la selección del elemento estructurante es de gran 

importancia, ya que es una de las claves para un procesamiento morfológico exitoso. 

Existe una gran cantidad de algoritmos para una multitud de aplicaciones de imágenes, y 

en cada uno de los casos, el rendimiento del algoritmo depende de los elementos 

estructurantes [4]. A este tipo de procedimiento se le conoce como diseño heurístico de 

operadores morfológicos donde las combinaciones de operadores morfológicos básicos, 

dependen de las características específicas del dominio de la aplicación, por lo que se 

requiere un grado considerable de conocimiento y experiencia por parte del diseñador. 

Por lo tanto, el diseño heurístico debe responder la pregunta: ¿Cuál es la mejor secuencia 

de operaciones morfológicas y elementos estructurantes para resolver un problema 

determinado de análisis o procesamiento de imágenes? La complejidad de la respuesta 

está directamente relacionada con la complejidad de la tarea de procesamiento en cuestión 

[5]. Por ejemplo, a nivel general la extracción de los bordes internos de una imagen 

binaria sin ruido es un problema más simple que segmentar un tumor en una imagen de 

rayos X ruidosa. El diseñador es el encargado de dar respuesta a esta pregunta en base a 

su conocimiento técnico y la información que disponga a priori sobre el problema en 

cuestión [1]. 

 

4.2 Limitaciones en el diseño heurístico de operadores morfológicos 

Las secuencias de operaciones morfológicas desarrolladas en el procedimiento de diseño 

heurístico son aplicadas sobre un conjunto de imágenes de diseño. Este conjunto contiene 

imágenes que son una muestra del problema a resolver. Las secuencias de operaciones 

aplicadas se evalúan o validan en función de alguna medida de error que refleja el objetivo 

del diseño. En la figura 4.1, se observa dos imágenes de diseño, donde el problema a 

resolver, en la primera imagen, es el filtrado de ruido, y en la segunda imagen es la 
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extracción de bordes. Estas tareas se cumplen mediante secuencias adecuadas de 

operaciones establecidas por el diseñador. 

 

  
(a) (b) 

  
(c) (d) 

Figura 4.1. Imágenes de diseño con diferentes problemas a resolver. El problema en la imagen (a), es obtener una imagen (b) limpia 

de ruido, y en la imagen (c) es la extracción de bordes como se observa en la imagen (d).  

 

Cuando el diseñador ha encontrado una secuencia adecuada de operaciones, entre todo el 

conjunto de secuencias aplicadas sobre el conjunto de imágenes de diseño, comienza la 

etapa de testeo. En ella se procede a estimar la capacidad predictiva de dicha secuencia 

usando otro conjunto de imágenes, denominado conjunto de imágenes de testeo. Este 

conjunto está compuesto por imágenes muestra del problema en cuestión que no fueron 

utilizadas en la etapa de diseño. Como resultado de la etapa de testeo se obtiene una 

estimación del desempeño del algoritmo diseñado. Es importante que el conjunto de 

testeo no sea utilizado en la etapa de diseño para que la estimación del desempeño de un 

algoritmo no sea sobrevalorada o sesgada [5]. Cabe mencionar que los operadores que 

conforman los algoritmos diseñados están restringidos, usualmente, a los operadores que 

el diseñador conoce o es más afín. Dicha familia de operadores no necesariamente puede 

resultar en la mejor secuencia de operaciones, o algoritmo óptimo, para resolver un 

problema determinado. Adicionalmente, el proceso para diseñar de forma heurística 

operadores que cumplan determinadas tareas de procesamiento consume mucho tiempo. 

Por lo tanto, un enfoque alternativo es utilizar técnicas de aprendizaje automático para el 

diseño de operadores morfológicos [2, 5].  

 

4.3 Diseño automático de w-operadores 

El diseño de operadores morfológicos para resolver problemas específicos no es una tarea 

simple. La metodología más utilizada para construir operadores morfológicos complejos, 

como los de esqueletización para la extracción de la forma de una región o watershed 

para la segmentación de regiones en una imagen, está basada en la implementación de 
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éstos a partir de combinaciones de otros más simples en un proceso iterativo [1]. Otra 

técnica para diseñar operadores de imágenes está basada en optimización estadística. En 

esta técnica, pares de imágenes, que consisten en imágenes que presentan un problema a 

resolver (observadas) e imágenes deseadas u objetivo (ideales), son utilizadas para definir 

un operador morfológico a través de algoritmos de aprendizaje computacional. Formular 

el problema de optimización requiere dar sentido a la noción de, qué es lo mejor dentro 

de un determinado problema de procesamiento. Si se observa una imagen con ruido, el 

problema de restauración es encontrar un operador que filtre la imagen de tal manera que 

estime la imagen original sin ruido. Si se observa una imagen y se desea un borde, el 

problema es encontrar un detector de bordes que opere sobre la imagen para producir una 

estimación del borde real. Si se desea encontrar un patrón en una imagen, el problema es 

encontrar un algoritmo de reconocimiento de patrones para marcar las ubicaciones donde 

se encuentran las copias del patrón. Estas diversas tareas se pueden caracterizar en el 

marco de tomar una imagen de entrada observada, procesarla por un operador y luego 

comparar la imagen de salida con una imagen deseada. El problema es inherentemente 

probabilístico porque el operador debe aplicarse a una colección aleatoria de imágenes 

observadas, y éstas deben procesarse para estimar una colección aleatoria de imágenes 

deseadas [4]. En la figura 4.2 se observa dos ejemplos de conjuntos de imágenes para el 

diseño automático de w-operadores. El primer conjunto contiene pares de imágenes 

binarias, donde las imágenes observadas (a), son imágenes de árboles arteriales oculares 

con ruido, y las imágenes ideales (b) son dichas imágenes limpias de ruido. Este conjunto 

de imágenes puede ser empleado para el diseño automático de un w-operador para filtrado 

de ruido en imágenes binarias. El segundo conjunto contiene pares de imágenes, donde 

las imágenes observadas en niveles de gris (c) corresponden a imágenes de resonancia 

magnética de cerebro, y las imágenes ideales (d) son estas imágenes segmentadas en todos 

sus tejidos. Este conjunto de imágenes puede ser empleado para el diseño automático de 

un w-operador para la segmentación de imágenes de resonancia magnética de cerebro. 

 

 

  

 

 

 

 

(a)                                          (b)                                                   (c)                                              (d) 

Figura 4.2. Conjuntos de pares de imágenes observadas e ideales. El primer conjunto contiene pares de imágenes binarias: (a) 

imágenes observadas de árboles arteriales oculares con ruido, y (b) imágenes ideales que presentan dichas imágenes oculares limpias 

de ruido. En el segundo conjunto: (c) imágenes observadas en niveles de gris que corresponden a imágenes de resonancia magnética 

de cerebro, y (d) imágenes ideales que presentan la segmentación de todos los tejidos de las imágenes de resonancia magnética de 

cerebro. 

 

En base a lo antes dicho, el diseño automático de w-operadores consiste en una 

optimización estadística a partir de pares de imágenes de entrenamiento. Este enfoque 

consta de una etapa de entrenamiento y una etapa de testeo. En la etapa de entrenamiento 

se realiza la estimación, o diseño, de una función característica 𝜓, que define al w-
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operador Ψ, mediante un determinado algoritmo de aprendizaje supervisado, un conjunto 

de pares de imágenes de entrenamiento (𝑶, 𝑰), y una ventana 𝑊. Cada par de imágenes 

de entrenamiento está conformado por una imagen observada 𝑂 que contiene un problema 

a resolver y una imagen ideal o gold standard 𝐼 que es la imagen deseada después del 

procesamiento. En esta metodología, las imágenes observadas e ideales son consideradas 

como realizaciones de procesos aleatorios. Una ventana 𝑊 recorre píxel a píxel de manera 

conjunta cada par de imágenes de entrenamiento (𝑂, 𝐼) para definir para cada píxel una 

configuración de ventana o vector de observación 𝑋 (definida en la sección 3.4, definición 

3.14) que se asocia con la etiqueta o clase 𝑌 dada por el píxel central en la imagen ideal 

[5]. Este proceso iterativo realizado para todas las imágenes de entrenamiento da como 

resultado un conjunto de ejemplos de entrenamiento que se representa de forma 

computacional como una tabla, donde cada fila contiene un vector de observación 𝑋 

formado por los píxeles observados dentro de la ventana 𝑊 y sus frecuencias de aparición 

para cada clase. A partir del conjunto de ejemplos de entrenamiento y una regla de 

estimación o algoritmo de aprendizaje, se obtiene la función característica 𝜓 o, dicho de 

otro modo, se estima para cada vector de observación 𝑋, el valor de su etiqueta 𝑌. Para 

estimar la etiqueta de cada vector de observación se puede, en función de sus frecuencias, 

calcular sus probabilidades condicionales: 

                           𝑃(𝑌 = 𝑖|𝑋) = 𝑓𝑟𝑒𝑐(𝑋, 𝑌 = 𝑖)/∑ 𝑓𝑟𝑒𝑐(𝑋, 𝑌 = 𝑗)𝑐−1
𝑗=0                        (4.1) 

con 𝑖 = {0,… , 𝑐 − 1} y donde 𝑐 es el número de clases definidas mediante las imágenes 

ideales 𝐼.  

Las etiquetas pueden ser estimadas en función de las frecuencias de los vectores de 

observación. Por ejemplo, si 𝑐 = 2, para cada vector de observación 𝑋 de una imagen 

observada 𝑂 va a existir una frecuencia cuando el píxel en la imagen ideal 𝐼 sea igual a 0 

𝑓𝑟𝑒𝑐(𝑋, 𝑌 = 0), y una frecuencia cuando el píxel en la imagen ideal 𝐼 sea igual a 1 

𝑓𝑟𝑒𝑐(𝑋, 𝑌 = 1). En base a esto, la regla de estimación es [5]:  

                                  𝜓(𝑋) = {
1     𝑠𝑖  𝑓𝑟𝑒𝑐(𝑋, 𝑌 = 1) ≥ 𝑓𝑟𝑒𝑐(𝑋, 𝑌 = 0)
0     𝑒𝑛 𝑐𝑎𝑠𝑜 𝑐𝑜𝑛𝑡𝑟𝑎𝑟𝑖𝑜

                 (4.2)    

Por lo tanto, el w-operador es representado unívocamente como una tabla de decisión. En 

la figura 4.3 se presenta, a modo de ejemplo, el diseño de un w-operador mediante el 

escaneo píxel a píxel de una ventana 𝑊 de tamaño 1x3 sobre un par de imágenes binarias 

de entrenamiento. Cada vector de observación está formado por los valores observados 

dentro de la ventana 𝑊, y pertenecen al conjunto {0,1}. La etiqueta de cada vector de 

observación es estimada mediante la regla de estimación de la ecuación 4.2. 
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Figura 4.3. Diseño de w-operador mediante el escaneo píxel a píxel de una ventana 𝑊 sobre un par de imágenes de entrenamiento. 

 

4.4 Problemática en el diseño automático de w-operadores 

El tamaño del espacio de búsqueda o número total de posibles vectores de observación 

en la tabla de decisión, para imágenes en niveles de gris es 𝐿|𝑊| donde  𝐿 es el conjunto 

de niveles de gris y |𝑊| es el tamaño de ventana. Por ejemplo, si el tamaño de ventana 

𝑊 es de 3x3, entonces el número total de posibles vectores de observación es igual a 

2563×3. Para lograr completar la tabla con todos los posibles vectores de observación se 

necesitaría grandes cantidades de imágenes de entrenamiento, sin embargo, en la práctica 

son finitas y limitadas. En la segmentación de imágenes en niveles de gris, la utilización 

de ventanas de gran tamaño es importante para capturar más información, en este caso, la 

tarea de completar la tabla con todos los posibles vectores de observación es inverosímil 

[6]. El crecimiento exponencial del espacio de búsqueda de la tabla de decisión, en 

función del tamaño de ventana, y la cantidad limitada de imágenes de entrenamiento 

impiden que nuevos vectores de observación se almacenen en la tabla y que la frecuencia 

de clase de los vectores de observación presentes en la tabla se incremente. Este último 

problema da lugar a una mala estimación de la etiqueta o clase del vector de observación.  

En la etapa de testeo, una ventana del mismo tamaño que la ventana utilizada en la etapa 

de entrenamiento, escanea cada imagen del conjunto de imágenes de prueba (imágenes 

que no fueron observadas en la etapa de entrenamiento) para obtener los vectores de 

observación que serán consultados uno por uno en la tabla de decisión. Los problemas 

antes presentados, acerca del tamaño de búsqueda, ocasionan que existan vectores de 

observación que no se encuentren presentes en la tabla de decisión. A esta falta de 

capacidad predictiva en el w-operador Ψ diseñado, para los vectores de observación no 

registrados en la etapa de entrenamiento, se denomina problema de generalización.  Esto 

incrementa el error del diseño del w-operador Ψ dando lugar a malos resultados en la 

segmentación.   

En la Figura 4.4 se presenta una ilustración del diseño automático de un w-operador Ψ 

mediante una ventana de tamaño igual a 3x3 y un par de imágenes de entrenamiento, donde 

Imagen Observada     Imagen Ideal 

𝑾 

Vectores de 
Observación 

Frecuencia 0 Frecuencia 1 𝜓 

000 5 4 0 

001 5 3 0 

010 3 5 1 

011 2 3 1 

100 6 1 0 

101 0 6 1 

110 3 1 0 

111 0 1 1 

                                    w-operador diseñado 
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la imagen observada es una imagen en niveles de gris y la imagen ideal es una imagen que 

contiene las etiquetas {0,1,2}. En este ejemplo de diseño, se observa como la ventana 𝑊 

Figura 4.4-(a), recorre una porción del par de imágenes de entrenamiento Figura 4.4-(b)(c), 

dando lugar a un pequeño conjunto de entrenamiento de 7 vectores de observación con sus 

respectivas frecuencias de clase. La regla de estimación (ecuación 4.2), es aplicada a este 

conjunto de entrenamiento para estimar sus etiquetas. En el w-operador Ψ diseñado, las 

frecuencias de cada vector de observación son bajas (igual a 1) para una clase y nulas para 

las demás clases, debido a que en el diseño se utilizó un solo par de imágenes de 

entrenamiento. La idea principal, en el proceso de diseño, es que las frecuencias de clase 

tengan valores altos para una mejor estimación de las etiquetas. Esto se consigue con una 

gran cantidad de pares de imágenes de entrenamiento, pero como se dijo antes, éstas son 

finitas y limitadas. Por lo tanto, el w-operador Ψ, diseñado en este ejemplo, tiene una 

capacidad baja de predicción, y no es apto para aplicarlo para un problema de 

segmentación. Se puede observar que esta regla de estimación es útil, incluso cuando el 

número de clases es mayor a 2. Por lo tanto, dentro del paradigma de reconocimiento de 

patrones, el diseño de w-operadores consiste en el diseño de clasificadores, que pueden ser 

binarios o multiclase, donde el principal objetivo es la segmentación de imágenes, para su 

posterior análisis o interpretación, dependiendo del tipo de imágenes.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 4.4. Presenta una ilustración del diseño automático de un (d) w-operador Ψ, a partir de (a) una ventana 𝑊 de tamaño igual a 

3x3, y un par de imágenes de entrenamiento, donde (b) la imagen observada es una imagen en niveles de gris y (c) la imagen ideal es 

una imagen que contiene 3 etiquetas o clases {0,1,2}. 

 

En la sección 3.2.1 se mencionó que, en el ámbito médico, puede ser útil clasificar los 

píxeles de la imagen en regiones anatómicas, como huesos, músculos, vasos sanguíneos, 

X 𝒇𝒓𝒆𝒄(𝑿, 𝒀 = 𝟎) 𝒇𝒓𝒆𝒄(𝑿, 𝒀 = 𝟏) 𝒇𝒓𝒆𝒄(𝑿, 𝒀 = 𝟐) 𝝍 

158,187,188,172,195,187,192,196,180 

 
1 0 0 0 

187,188,179,195,187,163,196,180,142 

 
1 0 0 0 

188,179,150,187,163,115,180,142,192 

 
0 1 0 1 

179,150,110,163,115,84,142,92,60 

 
0 1 0 1 

172,195,187,192,196,180,200,195,165 

 
1 0 0 0 

195,187,163,196,180,142,195,165,121 

 
0 1 0 1 

163,115,84,142,92,60,121,80,55 

 
0 0 1 2 

w-operador 𝚿 

X = 163,115,84,142,92,60,121,80,55 
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(b) 
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o en regiones patológicas, como tumores malignos, deformidades de tejidos y lesiones de 

esclerosis múltiple. En algunos estudios, el objetivo es dividir la imagen completa en 

subregiones, como la sustancia blanca, la sustancia gris y los espacios del líquido 

cefalorraquídeo del cerebro, mientras que en otros se debe extraer una estructura 

específica, por ejemplo, tumores de mama de imágenes de resonancia magnética [7]. Los 

w-operadores al ser diseñados como clasificadores binarios o multiclase, tienen la 

capacidad de cumplir las tareas antes mencionadas en el ámbito médico. 

En esta tesis se propone la aplicación de las funciones de pertenencia en el diseño 

automático de w-operadores, para solucionar la falta de información producida por la nula 

o baja frecuencia de aparición de los vectores de observación durante la etapa de 

entrenamiento, en otras palabras, para solucionar el problema de generalización. 

 

4.5 Aplicación del enfoque propuesto a la problemática en el diseño automático de 

w-operadores 

En esta tesis, para solucionar el problema de generalización se propone implementar el 

uso de funciones de pertenencia desarrolladas dentro de la teoría de conjuntos difusos 

(capítulo 2), la cual proporciona un amplio marco para describir, analizar e interpretar 

eventos vagos e inciertos, es decir, para modelar la imprecisión y la vaguedad existentes 

en los sistemas de comprensión humana. En el procesamiento de imágenes, cada región 

en la imagen puede ser modelada como un conjunto difuso definido por una función de 

pertenencia, la cual se encarga de asignar a cada elemento o píxel un grado de pertenencia 

en el rango [0,1] para resolver la ambigüedad dentro de la imagen [9].  

En el contexto del diseño automático de w-operadores, las funciones de pertenencia 

asignan grados de pertenencia a cada elemento de una imagen dentro de un subconjunto 

o ventana 𝑊, dando lugar a una configuración de ventana o vector de observación difuso, 

permitiendo asignar una etiqueta a cada vector de observación no presente en la tabla 

diseñada en la etapa de entrenamiento, en función de sus grados de pertenencia [10]. Por 

lo tanto, las funciones de pertenencia permiten resolver el problema de generalización o 

carencia de conocimiento, presente en el diseño automático de w-operadores para 

imágenes en niveles de gris.  

El enfoque propuesto será extendido en el capítulo 5. 
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 CAPÍTULO 5 

5 Método propuesto para el diseño 

automático de w-operadores 
En este capítulo se describe el método propuesto en esta tesis para el diseño automático 

de w-operadores. Este método consiste en la incorporación de funciones de pertenencia 

en el diseño automático de w-operadores, como herramienta clave para resolver la 

carencia de información, que un w-operador diseñado inevitablemente posee por el 

número finito y limitado de imágenes de entrenamiento existente. En otras palabras, estas 

funciones permiten dar solución al problema de generalización presente en los w-

operadores o clasificadores, en especial cuando el problema de procesamiento es la 

segmentación.  

 

5.1 Diseño automático de w-operadores: definiciones generales 

El paradigma de aprendizaje en el diseño automático de w-operadores es supervisado, por 

lo que, cada par de imágenes en el conjunto de entrenamiento, consta de una imagen de 

entrada (imagen observada) y la imagen de salida (imagen ideal). Se asume que cada par 

de imágenes, denotadas mediante 𝑂 e 𝐼, respectivamente, son realizaciones de un par de 

procesos conjuntamente estacionarios. Sea 𝐿𝐸  el conjunto de todas las imágenes en 

niveles de gris, donde 𝐸 es un subconjunto finito y no vacío de ℤ2 y 𝐿 = {0,… , 𝑙 − 1} un 

conjunto de niveles de gris, donde su número total es 𝑙. Un w-operador es una función 

Ψ: 𝐿𝐸 → 𝐿𝐸  tal que la imagen resultante Ψ(𝑂) de aplicar el operador Ψ a la imagen 

observada 𝑂 es una estimación de la imagen ideal 𝐼. 

Las imágenes observadas e ideales se definen como funciones de la forma                             

𝑂: 𝐸 ⊂ ℤ2 → {0,1, … ,255} e 𝐼: 𝐸 ⊂ ℤ2 → {0, … , 𝑐 − 1}, respectivamente, con 𝑐 igual al 

número de clases. Un vector de observación 𝑋 contiene una configuración de ventana 

observada en la imagen 𝑂 a través de una ventana 𝑊 = {𝑤1, 𝑤2, … , 𝑤𝑘} para un píxel 

arbitrario 𝑡 ∈ 𝐸 de dicha imagen. El tamaño del vector de observación es 𝑘 = |𝑊|. 

Dentro del paradigma de reconocimiento de patrones, la función característica 𝜓 que 

define a un w-operador Ψ, es un clasificador binario o multiclase de la forma 𝜓:𝑿→𝐶 que 

mapea un vector de observación 𝑋 = (𝑥1, … , 𝑥𝑘) formado por 𝑘 características, desde el 

espacio de todos los posibles vectores de observación 𝑿 = 𝐿|𝑊| a una de las etiquetas o 

clases del conjunto 𝐶 = {0,… , 𝑐 − 1}.  

 

5.2 Etapa de entrenamiento 

En la sección 4.3 del capítulo 4, se mencionó que la etapa de entrenamiento consiste en 

la estimación, o diseño, de la función característica 𝜓, que define al w-operador Ψ. Una 

ventana 𝑊 recorre píxel a píxel de manera conjunta cada par de imágenes de 

entrenamiento (𝑂, 𝐼) para obtener un conjunto de vectores de observación 𝑿, conocido 

como conjunto de ejemplos de entrenamiento. El algoritmo de aprendizaje o regla de 
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estimación 4.2 es empleada en dicho conjunto para estimar la etiqueta de cada vector de 

observación 𝑋 en función de sus frecuencias. 

En el diseño automático de w-operadores para procesar imágenes en niveles de gris, 

completar el dominio del w-operador con todos los posibles vectores de observación es 

una tarea imposible, debido a que el tamaño del espacio de vectores de observación 

depende del tamaño de ventana y al número finito y limitado de imágenes de 

entrenamiento. La regla de estimación o algoritmo de aprendizaje de la ecuación 4.2, solo 

estimará las etiquetas de los vectores de observación, registrados en la tabla durante el 

proceso de entrenamiento, por lo que, el w-operador no podrá predecir las etiquetas de 

todos los nuevos vectores de observación provenientes de imágenes fuera del conjunto de 

imágenes de entrenamiento. En otras palabras, el w-operador tendrá falta de capacidad 

predictiva para nuevas imágenes, dando lugar al problema de generalización. Para 

resolver este problema, se incorporan en el diseño automático de w-operadores, las 

funciones de pertenencia para complementar la información obtenida en la tabla de 

decisión. 

 

5.3 Definición de las funciones de pertenencia  

La teoría de conjuntos difusos proporciona un marco para modelar la imprecisión y la 

vaguedad existentes en los sistemas de comprensión humana. Esta teoría contempla la 

pertenencia parcial de un elemento a un conjunto. La pertenencia de un elemento 𝑥 en un 

conjunto difuso es obtenido por una función de pertenencia 𝑈(𝑥): 𝑋𝐹 → [0,1] que mapea 

cada elemento de un conjunto 𝑋𝐹 al intervalo [0,1]. Estas funciones se pueden representar 

de múltiples maneras. Por su simplicidad matemática, los más comunes son: triangular, 

trapezoidal, gaussiana, sigmoidal, gamma, entre otras (capítulo 2, sección 2.1.1). 

Una imagen en niveles de gris posee ambigüedad dentro de sus píxeles debido a la 

vaguedad inherente o imprecisión en dicha imagen. Esta imprecisión se debe a varios 

factores tales como el proceso de captura de una imagen y a la carente claridad espacial 

causada por la imprecisión en los límites de los objetos o en los bordes dentro de la 

imagen. En el procesamiento de imágenes, cada región en la imagen puede ser modelada 

como un conjunto difuso definido por una o varias funciones de pertenencia, las cuales 

se encargan de asignar a cada píxel un grado de pertenencia en el rango [0,1]. 

Existen dos enfoques para determinar la función de pertenencia asociada a un conjunto. 

El primer enfoque se basa en el conocimiento del experto y el segundo enfoque utiliza 

una colección de datos para diseñar la función. El segundo enfoque es aplicado en el 

diseño automático de w-operadores. Las funciones de pertenencia utilizadas en los 

experimentos presentados en esta tesis son la función gaussiana (FG), la función basada 

en la distancia euclidiana (FPDE), y la función basada en la distancia euclidiana difusa 

intuicionista (FPDEDI). Estas funciones de pertenencia se definen en la etapa de 

entrenamiento para cada clase o región, en base a los pares de imágenes de entrenamiento 

(𝑶, 𝑰). En la FPDEDI, se incorpora los grados de no pertenencia y de vacilación. El 

número de funciones asociadas a un mismo conjunto es elegido por el experto, a mayor 

número de funciones de pertenencia se tiene mayor resolución y a la vez mayor 

complejidad computacional. Además, estas funciones pueden estar solapadas o no, el 
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hecho de estar solapadas pone de manifiesto un aspecto clave de la lógica difusa, un 

vector de observación puede pertenecer con diferentes grados a varios conjuntos difusos 

a la vez, en este caso, a varias regiones. 

 

5.4 Etapa de testeo 

En la etapa de testeo, una ventana 𝑊 del mismo tamaño que la ventana utilizada en la 

etapa de entrenamiento, escanea pixel a pixel cada una de las imágenes del conjunto de 

imágenes de prueba (imágenes no utilizadas en la etapa de entrenamiento), para obtener 

los vectores de observación que serán consultados en el dominio del w-operador Ψ 

diseñado.  

Las funciones de pertenencia (FG, FPDE, o FPDEDI) definidas para cada clase, durante 

la etapa de entrenamiento, asignaran grados de pertenencia a cada elemento del vector de 

observación no presente en el dominio del w-operador Ψ, permitiendo asignar una 

etiqueta a cada vector de observación en función de sus grados de pertenencia. En este 

punto, es necesario la pregunta ¿Qué funciones de pertenencia correspondientes a cada 

clase se deben aplicar al vector de observación? Las funciones de pertenencia de las  𝑐  

clases, son aplicadas al vector de observación 𝑋 dependiendo de, si el nivel de gris del 

pixel central del vector de observación 𝑋 pertenece a uno o más  𝑟 rangos de clase (niveles 

de gris pertenecientes a cada región de la imagen). El número de rangos  𝑟 es igual al 

número de clases 𝑐. La figura 5.1 muestra un vector de observación, formado mediante 

una ventana de tamaño 3x3, y su pixel central. 

 
 

 

 
 

 
 

Figura 5.1. Visualización de un vector de observación 𝑋 conformado por lo valores dentro de una ventana de tamaño 3x3, y su pixel 

central  𝑥5 dentro de un recuadro verde. 

 

Los rangos de clase 𝑅 son definidos en función de los 𝑁 pares de imágenes de 

entrenamiento (𝑶, 𝑰). Se agrupan los niveles de gris de los píxeles que pertenecen a cada 

región en cada imagen observada 𝑂, en función de las etiquetas en cada imagen ideal 𝐼. 

Sean las agrupaciones de clase Ƈ𝑖𝐶, para los 𝑁 pares de imágenes de entrenamiento con 

𝑖 = {1,… ,𝑁} y 𝐶 = {0,… , 𝑐 − 1}, para calcular el rango total de clase, se utiliza la 

siguiente expresión: 

                                   𝑅𝐶 = [𝑚𝑖𝑛{Ƈ1𝐶 , … , Ƈ𝑁𝐶},𝑚𝑎𝑥{Ƈ1𝐶 , … , Ƈ𝑁𝐶}]                            (5.1) 

Sea 𝑅𝐶 el rango de niveles de gris de cada clase del conjunto 𝐶 = {0, … 𝑐 − 1}, y 

𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 el valor del pixel central del vector de observación 𝑋, para seleccionar las 

funciones de pertenencia que calculen los grados de pertenencia del vector de observación 

𝑋 a las diferentes clases del conjunto 𝐶, la siguiente expresión es empleada: 

          Si 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅𝐶 entonces aplicar función de pertenencia 𝑈𝐶(𝑋) a 𝑋            (5.2) 

 

𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙  

𝑋(𝑊)= 𝑋 = (𝑥1, 𝑥2, 𝑥3, 𝑥4, 𝑥5, 𝑥6, 𝑥7, 𝑥8, 𝑥9) 

 

Vector de Observación X 
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Si el valor del pixel central 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 pertenece al rango de dos o más clases 𝑅𝐶, las 

funciones de pertenencia de aquellas clases, son aplicadas al vector de observación 𝑋 =
(𝑥1, … , 𝑥𝑘). Cada función de pertenencia se aplica a cada uno de los elementos 𝑥, que 

corresponden a los niveles de gris de 𝑋, y luego se calcula el promedio de los grados de 

pertenencia de dichos elementos, para obtener el grado de pertenencia final 𝑼𝑪(𝑋) de 𝑋, 

como se muestra en la siguiente ecuación: 

                                                  𝑼𝑪(𝑋) =
∑ 𝑈𝐶(𝑥𝑖)
𝑘
𝑖=1

𝑘
                                                       (5.3) 

donde 𝑘 = |𝑊|. 

La asignación de la etiqueta del conjunto 𝐶 = {0,… 𝑐 − 1} al vector de observación 𝑋 

dependerá del grado de pertenencia máximo de las clases analizadas. Por ejemplo, si  

𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅0 y 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅1 entonces la etiqueta que se le asigne a 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 va a 

estar dada por  𝑚𝑎𝑥{𝑼𝟎(𝑋), 𝑼𝟏(𝑋)}.  

En la figura 5.2 se muestra un diagrama que permite visualizar paso a paso el diseño 

automático de w-operadores utilizando funciones de pertenencia. En este diagrama de 

diseño, las imágenes de entrenamiento corresponden a imágenes de resonancia magnética 

de cerebro y las funciones de pertenencia son funciones gaussianas. El objetivo es el 

diseño automático de un w-operador para la segmentación de las imágenes de resonancia 

magnética de cerebro en todos sus tejidos: fondo 0, sustancia blanca 1, sustancia gris 2, y 

líquido cefalorraquídeo 3.  
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                                                         Figura 5.2. Diagrama de diseño automático de w-operadores. 

 

 

5.5 Métricas de evaluación de resultados  

Para evaluar el desempeño de los w-operadores diseñados en cada experimento, se realiza 

una comparación entre las imágenes de prueba procesadas y sus respectivas imágenes 

ideales o gold estándar. Esta comparación permite el cálculo de la matriz de confusión [1, 

2].  En base a la matriz de confusión se calcula las siguientes métricas: el error de 

clasificación, la sensibilidad y especificidad. El error de clasificación (ERR del inglés 

error rate o misclassification rate) representa el número de muestras mal clasificadas de 

clases positivas y negativas y se calcula mediante la ecuación 5.4. La sensibilidad o tasa 

de verdaderos positivos (TPR del inglés true positive rate o recall) representa las muestras 

positivas correctamente clasificadas con respecto al número total de muestras positivas, 

y se estima de acuerdo con la ecuación 5.5. Mientras que la especificidad, la tasa de 

1 En base a las imagenes de 
entrenamiento:

-Estimar parámetros 𝑚, 𝜎

y rangos de clase 𝑅𝑗

-Diseñar w-operador

2 Definir funciones de pertenencia con los 
parámetros 𝑚, 𝜎 para las clases: 

𝑗 ∈ {0,1,2,3}

3 Obtener vector de observación 𝑿 por cada 
pixel 

en imagen de prueba

4 Está el vector de 
observación 𝑿 en la 

tabla?

No

5 Asignar grados de pertenencia a vector de  
observación 𝑿 mediante functiones de 

pertenencia

6 Calcular el máximo entre los grados de 
pertenencia del vector de observación 𝑿

7 Asignar una clase a pixel en imagen de 
salida

Yes 

Asignar una clase a 

pixel en imagen de 

salida 

     

  

 

If  𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅𝑗 entonces se aplica 𝑼𝑗(𝑋) 

max {𝑈𝑗(𝑋), 𝑈𝑗′(𝑋)} 
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verdaderos negativos (TNR del inglés true negative rate) se expresa como la proporción 

de las muestras negativas correctamente clasificadas con respecto al número total de 

muestras negativas como se representa en la ecuación 5.6. Así, la especificidad representa 

la proporción de muestras negativas que se clasificaron correctamente y la sensibilidad 

es la proporción de muestras positivas que se clasificaron correctamente [2, 3]. 

El error de clasificación, la sensibilidad y especificidad antes definidas se calculan con 

las siguientes ecuaciones: 

                            𝐸𝑟𝑟𝑜𝑟 𝑑𝑒 𝑐𝑙𝑎𝑠𝑖𝑓𝑖𝑐𝑎𝑐𝑖ó𝑛 =
𝐹𝑃+𝐹𝑁

𝑉𝑃+𝐹𝑁+𝐹𝑃+𝑉𝑁
                                       (5.4) 

                                              𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =
𝑉𝑃

𝑉𝑃+𝐹𝑁
                                                   (5.5) 

                                           𝐸𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑐𝑖𝑑𝑎𝑑 =
𝑉𝑁

𝑉𝑁+𝐹𝑃
                                                   (5.6) 

donde 𝑉𝑃 corresponde a las verdaderos positivos, 𝑉𝑁 a los verdaderos negativos, 𝐹𝑃 a 

los falsos positivos y 𝐹𝑁 a los falsos negativos. 
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 CAPÍTULO 6 

6 Aplicación del método propuesto para el 

diseño automático de w-operadores para la 

segmentación de leucocitos 
En el presente capítulo, el método propuesto en esta tesis para el diseño automático de w-

operadores, es aplicado a la segmentación de imágenes de leucocitos. En este método las 

funciones de pertenencia se proponen como herramienta clave para resolver el problema 

de generalización presente en los w-operadores o clasificadores, en especial cuando el 

problema de procesamiento es la segmentación. El objetivo en el conjunto de imágenes 

de leucocitos es la segmentación del núcleo y el fondo, por lo tanto, el problema consiste 

en la clasificación de dos clases. Para el diseño automático de w-operadores, en esta 

aplicación, se proponen dos tipos de funciones de pertenencia: la primera es la función de 

pertenencia gaussiana, y la segunda la función de pertenencia basada en la distancia 

euclidiana difusa intuicionista, ambas definidas en el capítulo 2. 

 

6.1 Diseño automático de w-operadores mediante funciones de pertenencia 

gaussianas para la segmentación de leucocitos 

En este experimento, se realizó el diseño automático de w-operadores utilizando 

funciones de pertenencia gaussianas para la segmentación de células sanguíneas blancas 

o leucocitos. Los leucocitos, al ser los componentes principales de las células inmunes, 

son de vital importancia en la lucha contra las infecciones. En la práctica clínica, la 

identificación y conteo de leucocitos en el frotis de sangre son a menudo usadas para el 

diagnóstico de muchas enfermedades tales como infecciones, inflamación, malignidad, 

leucemia, entre otros [1]. El examen de sangre de microscopio de frotis ha sido la mejor 

manera de estimar el número de leucocitos o glóbulos blancos, diferenciar sus formas y 

clasificarlos, estudiar la morfología de eritrocitos o glóbulos rojos, caracterizar la 

morfología de los linfocitos y calcular el número y la morfología de las plaquetas [2]. 

Para la identificación y conteo de leucocitos, una de las estructuras más importante que 

permite estás tareas, es el núcleo [3, 4]. Por lo tanto, la segmentación del núcleo en 

imágenes de leucocitos consiste en la partición del dominio de dichas imágenes en dos 

subconjuntos disjuntos que son: el núcleo celular y el fondo de la imagen, dentro de este 

subconjunto está incluido el citoplasma. Para este experimento se utilizó la base de datos 

CellaVision [1, 5] la cual consta de 100 imágenes color, cada una con un tamaño de 

300 × 300 píxeles. Cada imagen a color de dicha base de datos, tiene su respectiva 

imagen ideal. Esta base de datos se dividió en dos conjuntos con los siguientes 

porcentajes: 50% para el conjunto de imágenes de entrenamiento y el otro 50% para el 

conjunto de imágenes de prueba.  
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6.1.1 Detalles técnicos experimentales 

En este experimento se definieron diferentes parámetros para el diseño de un determinado 

número de w-operadores con la finalidad de comparar el rendimiento entre los mismos. 

Los detalles técnicos se describen en la siguiente lista: 

▪ Partición de la base de datos: la base de datos CellaVision fue particionada en dos 

conjuntos, donde el 50% se destinó para el conjunto de imágenes de 

entrenamiento y el otro 50% para el conjunto de imágenes de prueba.  

▪ Imágenes: cada imagen a color del conjunto de imágenes de entrenamiento y de 

prueba fue transformada a niveles de gris, de modo que, cada imagen observada 

𝑂 ahora es una imagen en niveles de gris. 

▪ Tamaño de ventanas: las dimensiones utilizadas para el diseño de los w-

operadores fueron de 3x3, 5x5, 7x7, 11x11, y 15x15. 

▪ Funciones de pertenencia: se utilizaron funciones gaussianas para cada clase. Los 

parámetros calculados para definir estas funciones fueron la media 𝑚 y la 

desviación estándar 𝜎. 

 

6.1.2 Diseño automático de los w-operadores y definición de las funciones de 

pertenencia 

En la etapa de entrenamiento, se diseñó un w-operador Ψ con cada una de las ventanas 

del conjunto 𝑾 = {3x3, 5x5, 7x7, 11x11, 15x15}, utilizando el 50% de imágenes 

destinadas al entrenamiento, y el algoritmo de aprendizaje o regla de estimación basada 

en la máxima frecuencia de clase de cada vector de observación 𝑋 (capítulo 5, ecuación 

5.1). El diseño de cada w-operador con cada una de las ventanas del conjunto 𝑾, consiste 

en la definición de un clasificador 𝜓:𝑿→{0, … , 𝑐 − 1}, con 𝑐 igual a 3. La regla de 

estimación asignará a cada vector de observación 𝑋 ∈ 𝑿 una etiqueta del conjunto {0,1,2}, 

de tal manera que el conjunto de vectores de observación 𝑿 registrados en el 

entrenamiento, será particionado en las clases fondo 0, citoplasma 1 y núcleo 2. En base 

a esta partición, se definen las funciones de pertenencia gaussianas para cada una de dichas 

clases. Como se mencionó antes, el objetivo es la segmentación del núcleo, por lo que, en 

las imágenes resultado el citoplasma pasa a formar parte del fondo. 

En la Figura 6.1 se presenta dos imágenes a color de la base de datos CellaVision [5] 

transformadas a niveles de gris, y sus respectivas imágenes ideales. Las imágenes a color, 

en el modelo RGB conformado por los colores primarios rojo, verde y azul, 

respectivamente, fueron transformadas a imágenes en niveles de gris mediante una suma 

ponderada: 0.2989 * R + 0.5870 * G + 0.1140 * B. Esta fórmula representa la percepción 

relativa de la persona promedio del brillo de la luz roja, verde y azul. La primera fila 

corresponde a una imagen perteneciente al conjunto de imágenes de entrenamiento, y la 

segunda fila a una imagen perteneciente al conjunto de imágenes de prueba. En la Figura 

6.1-(a, d) se presenta las imágenes a color, en la Figura 6.1-(b, e) las imágenes 

transformadas en niveles de gris, y en la Figura 6.1-(c, f) sus imágenes ideales. La imagen 

ideal Figura 6.1-(c) de la imagen de entrenamiento Figura 6.1-(a) presenta tres regiones 

segmentadas, para cumplir el objetivo inicial de la partición del conjunto de vectores de 

observación 𝑿 registrados en la etapa de entrenamiento, en las clases: fondo, citoplasma y 

núcleo. Por otro lado, la imagen ideal Figura 6.1-(f) de la imagen de prueba Figura 6.1- 

(d) presenta dos regiones segmentadas, debido a que, el objetivo final es la segmentación 
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del fondo y el núcleo del leucocito. Cada imagen ideal del conjunto de imágenes de prueba 

permitirá calcular el desempeño de los w-operadores diseñados, mediante su comparación 

con las imágenes observadas procesadas. 

 

   
(a) (b) (c) 

   
(d) (e) (f) 

Figura 6.1. Presenta dos imágenes a color de la base de datos CellaVision transformadas a niveles de gris, y sus respectivas imágenes 

ideales. La primera fila corresponde a una imagen perteneciente al conjunto de imágenes de entrenamiento, y la segunda fila a una 

imagen perteneciente al conjunto de imágenes de prueba. En (a, d) se presenta las imágenes a color, en (b, e) las imágenes 

transformadas en niveles de gris, y en (c, f) sus imágenes ideales. 

 

Los rangos de clase 𝑅𝐶 y funciones de pertenencia 𝑈𝐶 se definen en función de los 𝑁 

pares de imágenes de entrenamiento (𝑶, 𝑰) para el conjunto 𝐶 = {0,1,2}. Las funciones 

de pertenencia para este experimento son funciones gaussianas. Estas funciones se 

construyen a partir de dos parámetros: media y desviación estándar de los niveles de gris 

de cada clase. En función de las etiquetas en cada imagen ideal 𝐼, se agrupan los niveles 

de gris de los píxeles que pertenecen a cada región en cada imagen observada 𝑂. Sean las 

agrupaciones de clase Ƈ𝑖𝐶, para los 𝑁 pares de imágenes de entrenamiento con 𝑖 =
{1,… ,𝑁} y 𝐶 = {0,1,2}, para calcular el rango total de clase, se utilizó la ecuación 5.2 

presentada en el capítulo 5: 𝑅𝐶 = [𝑚𝑖𝑛{Ƈ1𝐶 , … , Ƈ𝑁𝐶},𝑚𝑎𝑥{Ƈ1𝐶 , … , Ƈ𝑁𝐶}], de este modo, 

se obtiene los rangos para la clase del fondo 𝑅0, el citoplasma 𝑅1, y núcleo 𝑅2.   

Para cada agrupación de clase Ƈ𝑖𝐶 se determina la media 𝑚𝑖𝐶 y la desviación estándar 𝜎𝑖𝐶 . 

El número total de parámetros para el entrenamiento será 𝑁 × 𝑝 × 𝑐 donde 𝑁 es la 

cantidad de imágenes de entrenamiento utilizadas, 𝑝 es el número de parámetros de cada 

función de pertenencia y 𝑐 es la cantidad de clases. Una vez calculados los parámetros 

𝑚𝑖𝐶 y 𝜎𝑖𝐶  se procede a calcular para cada clase 𝐶 = {0,1,2} su promedio mediante las 

siguientes ecuaciones: 

 

                                                  𝑚𝐶̅̅ ̅̅ = ∑
𝑚𝑖𝐶

𝑁𝑖={1,…,𝑁}

𝐶={0,1,2}

                                                     (6.1) 

                                                    𝜎𝐶̅̅ ̅ = ∑
𝜎𝑖𝐶

𝑁𝑖={1,…,𝑁}

𝐶={0,1,2}

                                                    (6.2) 
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Con los parámetros 𝑚𝐶̅̅ ̅̅  y 𝜎𝐶̅̅ ̅ se construyen las funciones de pertenencia gaussianas 𝑈0, 

𝑈1, y 𝑈2 para el fondo, citoplasma, y núcleo, respectivamente. 

En la figura 6.2-(a), se observa las funciones de pertenencia gaussianas definidas para el 

fondo, citoplasma, y núcleo. Cada función de pertenencia representa estas regiones 

gracias a su versatilidad al momento de modelar un problema. Se puede observar en la 

figura 6.3-(b), como estas funciones modelan los histogramas de cada región. 

 

 
(a)                                                                                  (b) 

Figura 6.2. (a) Funciones gaussianas e (b) histograma total del conjunto de imágenes de entrenamiento para el fondo (azul), citoplasma 

(rojo) y núcleo (verde). El eje x en ambos gráficos, representa los niveles de gris de las imágenes. El eje y en (a) representa los grados 

de pertenencia, mientras que, en (b) representa la frecuencia de los niveles de gris. 

 

6.1.3 Etapa de testeo del w-operador diseñado 

En la etapa de testeo, cada vector de observación 𝑋 obtenido del traslado de la ventana 

𝑊 ∈ 𝑾 en cada imagen de leucocito del conjunto de prueba, es consultado en el dominio 

del w-operador para asignarle una etiqueta. Si un vector de observación 𝑋 no está presente 

en el dominio del w-operador, es ingresado a cada una de las funciones de pertenencia 

gaussianas correspondientes a cada clase, dependiendo de, si el nivel de gris del pixel 

central del vector de observación 𝑋 pertenece a uno o más rangos de clase 𝑅𝐶 (capítulo 5, 

ecuación 5.3). Si el valor del pixel central 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 pertenece al rango de dos o más 

clases 𝑅𝐶, las funciones de pertenencia de aquellas clases, son aplicadas al vector de 

observación 𝑋. Cada función de pertenencia se aplica a cada uno de los elementos 𝑥, que 

corresponden a los niveles de gris de 𝑋, y luego se calcula el promedio de los grados de 

pertenencia de dichos elementos, para obtener el grado de pertenencia final 𝑼𝑪(𝑋), como 

se muestra en la siguiente ecuación: 

                                                  𝑼𝑪(𝑋) =
∑ 𝑈𝐶(𝑥𝑖)
𝑘
𝑖=1

𝑘
                                                       (6.3) 

donde 𝑘 = |𝑊|. 

La asignación de la etiqueta del conjunto 𝐶 = {0,1,2} al vector de observación 𝑋 

dependerá del grado de pertenencia máximo de las clases analizadas. Por ejemplo, si  

𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅1 y 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅2 entonces la etiqueta que se le asigne a 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 va a 

estar dada por  𝑚𝑎𝑥{𝑼𝟏(𝑋), 𝑼𝟐(𝑋)}. 
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6.1.4 Resultados y discusión 

Las métricas utilizadas para evaluar el desempeño de cada w-operador diseñado son el 

error de clasificación, la sensibilidad, y la especificidad (capítulo 5, definiciones 5.4, 5.5, 

5.6, respectivamente) En la Tabla 6.1, se presenta los parámetros calculados a partir del 

conjunto de imágenes de entrenamiento. 

 

                                         Tabla 6.1. Parámetros de las funciones de pertenencia 

Clases 
Parámetros 

Media Desv Estándar 

Fondo 206 28 

Citoplasma 167 25 

Núcleo 75 20 

 

En la Tabla 6.2 se muestra un ejemplo del w-operador diseñado con una ventana de 3 × 3, 

representado computacionalmente como una tabla de decisión. Cada fila está formada por 

un vector de observación 𝑋, su frecuencia de aparición para el fondo, citoplasma, y 

núcleo, y su respectiva clase, la cual es calculada en función de la máxima frecuencia. 

 

                                                     Tabla 6.2. Ejemplo de w-operador diseñado con una ventana de 3x3 

Vectores Observación 𝑋 Frec0 Frec1 Frec2 𝜓 

204 204 204 205 206 208 207 208 208 2 0 0 0 

204 204 208 204 206 208 205 204 204 2 0 0 0 

163 163 159 163 161 159 163 163 159 0 9 0 1 

163 163 159 163 161 159 163 163 163 0 11 0 1 

163 163 159 163 161 159 163 163 163 0 2 0 1 

80 80 78 80 78 80 80 80 80 0 0 3 2 

79 76 76 76 78 80 76 80 80 0 0 1 2 

. 

. 

. 
 

. 

. 

. 
 

. 

. 

. 

 

Cada w-operador diseñado, utilizando ventanas de tamaño de 3 × 3, 5 × 5, 7 × 7, 

11 × 11 y 15 × 15, fue aplicado al conjunto de imágenes de testeo. Para el cálculo de la 

matriz de confusión, se calcularon los: 𝑉𝑃, 𝑉𝑁, 𝐹𝑃 y 𝐹𝑁 en función de cada imagen 

procesada por el w-operador y su respectiva imagen ideal. Luego, se realizó el promedio 

de dichos valores calculados para todas las imágenes de prueba, obteniendo los valores 

que se muestran en las Tablas 6.4 - 6.8. Cada tabla corresponde a cada ventana utilizada 

en el diseño. La Tabla 6.9 muestra los valores obtenidos para el error, la sensibilidad y la 

especificidad. 

Dado que el objetivo del trabajo es la segmentación del núcleo, la clase 1 corresponde al 

fondo (unión del fondo con el citoplasma) y la clase 2 corresponde al núcleo. En la Tabla 

6.3 se presenta los resultados, para 5 imágenes, de la aplicación de los w-operadores 
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diseñados con funciones gaussianas y ventanas de 3 × 3, 5 × 5, 7 × 7, 11 × 11 y 

15 × 15, respectivamente. Se puede observar que a medida que el tamaño de la ventana 

aumenta, el área del núcleo se completa y varios píxeles mal etiquetados como fondo 

cambian a su correcta etiqueta. Sin embargo, se puede observar que el núcleo, en las 

imágenes de prueba ideales, poseen zonas semiabiertas que en las imágenes resultado se 

mantienen hasta la ventana de 11 × 11. Al utilizar una ventana de 15 × 15 la zona del 

núcleo mencionada se cierra, generando un error en la segmentación. 

 

Tabla 6.3. Presenta los resultados de los w-operadores diseñados, utilizando funciones de pertenencia gaussianas, ventanas de tamaño 

3x3, 5x5, 7x7, 11x11 y 15x15, aplicados a 5 imágenes de prueba. 

IMAGEN  

PRUEBA 

IMAGEN  

IDEAL 

RESULTADOS W-OPERADOR 

 3x3 5x5 7x7 11x11 15x15 

       

       

       

       

       

 

 

Un ejemplo del problema antes mencionado, se observa en la Figura 6.3. La zona 

semiabierta del núcleo de la cuarta imagen de prueba presente en la Tabla 6.3 está 

señalada mediante un círculo color oro. En la Figura 6.3-(a) se muestra la imagen ideal, 

y desde la Figura 6.3-(b) a la Figura 6.3-(f) las imágenes resultado con ventanas de 3 × 3, 

5 × 5, 7 × 7, 11 × 11 y 15 × 15, respectivamente. Estas imágenes muestran como la 

zona señalada del núcleo se cierra al aumentar el tamaño de ventana. 
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(a) (b) (c) (d) (e) (f) 

Figura 6.3. Zona semiabierta del núcleo de la cuarta imagen de prueba, señalada mediante un círculo color oro. En (a) se muestra la 

imagen ideal, y en (b-f) las imágenes resultado con ventanas de 3 × 3, 5 × 5, 7 × 7, 11 × 11 y 15 × 15, respectivamente. 

 

La sensibilidad y especificidad presentadas en la Tabla 6.9 reflejan estos 

comportamientos. La especificidad del w-operador aumenta a medida que aumenta el 

tamaño de la ventada utilizada, obteniendo el valor más alto para una ventana de 15 × 15 

la cual es igual a 97.18%. La sensibilidad muestra un desempeño distinto dado que el 

mayor valor, 95.547%, se obtiene para una ventana de 7 × 7. Esto se debe a que los falsos 

negativos aumentan y los verdaderos positivos disminuyen cuando el tamaño de ventana 

aumenta. En otras palabras, el w-operador diseñado con una ventana 7 × 7, segmenta al 

núcleo en cada imagen de prueba manteniendo su forma, cercana a la forma del núcleo 

de la imagen ideal, mientras que, con las ventanas de mayor tamaño, 11 × 11  y 15 × 15, 

los objetos no deseados en el fondo tienden a desaparecer, agujeros dentro del núcleo se 

cierran, pero a la vez se pierde de manera suave la forma del núcleo, con respecto a la 

forma del núcleo en la imagen ideal.  En cuanto al error de clasificación, a medida que la 

ventana aumenta de tamaño, esta métrica tiende a disminuir sobre todo por el aumento de 

la especificidad, es decir, por el aumento de los VN correctamente clasificados. 

 

Tabla 6.4. Matriz de confusión para una ventana de 3x3                    Tabla 6.5. Matriz de confusión para una ventana de 5x5 

 

 

 

 

 

Tabla 6.6. Matriz de confusión para una ventana de 7x7                   Tabla 6.7. Matriz de confusión para una ventana de 11x11 

MC 
w-operador 𝚿 

Clase 0 Clase 1 

Clase real 0 96.7 3.2995 

Clase real 1 4.2827 95.717 

 

                                                             Tabla 6.8. Matriz de confusión para una ventana de 15x15 

 

 

 

 

MC 
w-operador 𝚿 

Clase 0 Clase 1 

Clase real 0 96.557 3.4428 

Clase real 1 4.2236 95.776 

MC 
w-operador 𝚿 

Clase 0 Clase 1 

Clase real 0 96.441 3.5591 

Clase real 1 5.0487 94.951 

MC 
w-operador 𝚿 

Clase 0 Clase 1 

Clase real 0 96.991 3.0095 

Clase real 1 5.3325 94.667 

MC 
w-operador 𝚿 

Clase 0 Clase 1 

Clase real 0 97.247 2.753 

Clase real 1 6.6733 93.327 
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                                                        Tabla 6.9. Error de clasificación, sensibilidad y especificidad 

 

 

 

 

 

6.2 Diseño automático de w-operadores mediante funciones de pertenencia basadas 

en la distancia Euclidiana difusa intuicionista para la segmentación de leucocitos 

En este experimento, se realizó el diseño automático de w-operadores utilizando 

funciones de pertenencia basadas en la distancia euclidiana difusa intuicionista (FPDEDI) 

para la segmentación de leucocitos, por lo que se utilizó la misma base de datos 

CellaVision del experimento anterior. Se había mencionado que, en la práctica clínica, la 

identificación y conteo de leucocitos en el frotis de sangre son a menudo usadas para el 

diagnóstico de muchas enfermedades tales como infecciones, inflamación, malignidad, 

leucemia, entre otros [1], y que una de las estructuras más importante que permite estas 

tareas, es el núcleo [3, 4]. La segmentación del núcleo en imágenes de leucocitos consiste 

en la partición del dominio de dichas imágenes en dos subconjuntos disjuntos que son: el 

núcleo celular y el fondo de la imagen, dentro de este subconjunto está incluido el 

citoplasma. Para aplicar las FPDEDI (definida en el capítulo 2, sección 2.4.1.2) en el 

diseño de los w-operadores, es importante ingresar en estas funciones, vectores prototipos 

calculados mediante el algoritmo de clustering Fuzzy C-means (FCM) en la etapa de 

entrenamiento. Los vectores prototipos se utilizan en las FPDEDI para el cálculo de los 

grados de pertenencia de los vectores de observación que no están presentes en el dominio 

del w-operador. Los grados de pertenencia de los vectores de observación permiten la 

asignación de una clase mejorando la capacidad predictiva del w-operador. Los resultados 

obtenidos utilizando las funciones mencionadas son comparados con los resultados 

obtenidos en el experimento donde los w-operadores fueron diseñados mediante 

funciones gaussianas, y con los resultados obtenidos mediante otros métodos enfocados 

a la segmentación. Es importante mencionar que el método propuesto es empleado en 

estos experimentos, sin embargo, la única variante es el tipo de funciones de pertenencia. 

 

6.2.1 Detalles técnicos experimentales 

En este experimento se definieron diferentes parámetros para el diseño de un determinado 

número de w-operadores con la finalidad de comparar el rendimiento entre los mismos. 

Los detalles técnicos se describen en la siguiente lista: 

▪ Partición de la base de datos: de la base de datos CellaVision, el 50% de imágenes 

fue destinada al conjunto de imágenes de entrenamiento y el 50% restante al 

conjunto de imágenes de prueba.  

▪ Imágenes: cada imagen a color de los conjuntos de imágenes de entrenamiento y 

prueba fue transformada a niveles de gris, de modo que, cada imagen observada 

𝑂 ahora es una imagen en niveles de gris. 

 Error C Sensibilidad Especificidad 

w-operador 3x3 3.8533 94.466 96.359 

w-operador 5x5 3.6414 95.438 96.477 

w-operador 7x7 3.5021 95.547 96.622 

w-operador 11x11 3.3361 94.741 96.917 

w-operador 15x15 3.252 93.63 97.18 
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▪ Tamaño ventanas: las dimensiones utilizadas para el diseño de w-operadores 

fueron 11x11, y 15x15. 

▪ Algoritmos de clustering: Los vectores representantes o prototipo, fueron 

calculados mediante el algoritmo FCM con el parámetro 𝐾 = {2, 4, 8, 12, 15} que 

define el número de vectores prototipo para cada clase. 

▪ Funciones de pertenencia: se utilizaron funciones basadas en la distancia 

euclidiana difusa intuicionista para cada clase. 

▪ Generador intuicionista: La función empleada para introducir el carácter 

intuicionista en las funciones de pertenencia fue el generador intuicionista de 

Dubey definido en el capítulo 2. 

 

 

6.2.2 Diseño automático de los w-operadores y estimación de vectores prototipo 

En este experimento, el método de diseño es el mismo que el anterior experimento, las 

diferencias son que cada w-operador Ψ  fue diseñado con el conjunto de ventanas         

𝑾 = {11x11, 15x15}  utilizando la función de pertenencia basada en la distancia 

euclidiana difusa intuicionista (FPDEDI). Cada w-operador diseñado se define como un 

clasificador 𝜓:𝑿→𝐶, que asignará a cada vector de observación 𝑋 ∈ 𝑿 una etiqueta del 

conjunto 𝐶 = {0,1,2}. La elección de tamaño de ventana se determinó en base a 

experimentos antes realizados, donde se obtuvieron mejores resultados con ventanas 

grandes de 11x11 y 15x15. 

En base al método propuesto, los rangos del fondo 𝑅0, el citoplasma 𝑅1 y núcleo 𝑅2, se 

definieron de igual manera en función de los 𝑁 pares de imágenes de entrenamiento 

(𝑶, 𝑰).  Los vectores prototipo 𝑉𝑗 son calculados a partir del w-operador diseñado Ψ, 

utilizando su dominio 𝑿 y sus respectivas etiquetas pertenecientes a 𝐶. En cada w-

operador diseñado Ψ, se realiza la partición de 𝑿, en función de las etiquetas de cada 

vector de observación 𝑋 ∈ 𝑿, obteniendo en este caso 3 particiones 𝑿𝑗𝑖, con 𝑗 = {0,1,2}, 

e 𝑖 = {1,… , 𝑆𝑗}, donde 𝑆𝑗 = |𝑿𝑗𝑖| es el tamaño de cada partición. En cada una de las 3 

particiones, se aplicó el algoritmo de clustering FCM para calcular los vectores prototipo 

𝑉𝑗 cuya dimensión es 𝑘 = |𝑊|, es decir, el tamaño de ventana. Este algoritmo realiza el 

cálculo y optimización de los centroides o vectores prototipo de cada clase mediante el 

cálculo iterativo de una función objetivo [6]. En el algoritmo FCM, el parámetro 𝐾 =

{2, 4, 8, 12, 15}, determina el número de vectores prototipo 𝑉𝑗 para las tres clases. Por lo 

tanto, el número de experimentos, utilizando FCM, depende del parámetro  𝐾.  

 

6.2.3 Elección de los vectores prototipo y aplicación del generador intuicionista de 

Dubey 

La elección de los vectores prototipo 𝑉𝑗 para las clases del fondo 𝑉0, citoplasma 𝑉1, y 

núcleo 𝑉2, dependerá de la presencia del pixel central del vector de observación 𝑋 en los 

diferentes rangos de clase, de la siguiente manera:  

                                         si  𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅𝑗 , entonces se emplea 𝑉𝑗                               (6.4) 
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Por ejemplo, si 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 pertenece a 𝑅1 y 𝑅2, entonces se emplea 𝑉1 y 𝑉2 para definir las 

FPDEDI para las clases seleccionadas. Antes de definir estas funciones, es importante el 

cálculo de los grados de pertenencia, los grados de no pertenencia y grados de vacilación 

o índices intuicionistas de los vectores prototipo 𝑉𝑗, mediante un determinado generador 

intuicionista. En este caso, se utilizó el generador intuicionista de Dubey. En [7] lo 

consideran, en comparación a otros generadores intuicionistas, el mejor candidato para la 

representación de imágenes difusas intuicionista, con el fin de abordar la no 

homogeneidad y el ruido en las imágenes en niveles de gris. El generador intuicionista de 

Dubey se define según la ecuación 2.30 presentada en el capítulo 2. Sus parámetros son  

𝑎 > 0 y 𝜎 ∈ [0.37,0.38], este último parámetro es la desviación estándar de los grados 

de pertenencia, y su rango fue establecido en [8]. 

 Los vectores prototipo 𝑉𝑗 son fuzzificados mediante la función normalización. En otras 

palabras, a cada uno de los elementos 𝑥 de los vectores prototipo 𝑉𝑗, se les asigna un grado 

de pertenencia 𝑢(𝑉𝑗)  mediante la siguiente función: 

                                                 𝐹𝑛(𝑉𝑗) =  𝑥/255 = 𝑢(𝑉𝑗)                                         (6.5) 

Los grados de pertenencia 𝑢(𝑉𝑗) de los vectores prototipo 𝑉𝑗 son ingresados en el 

generador difuso intuicionista de Dubey definido en la ecuación 2.30 para calcular los 

grados de no pertenencia  𝜗(𝑉𝑗), y así calcular los índices intuicionistas 𝜋(𝑉𝑗) mediante 

la ecuación 2.27 presentada en el capítulo 2. 

Del mismo modo, utilizando el procedimiento anterior, dado un vector de observación 𝑋 

no presente en el dominio 𝑿 del w-operador Ψ, se debe obtener 𝑢(𝑋), 𝜗(𝑋), y 𝜋(𝑋). 

 

6.2.4 Definición de las funciones de pertenencia basada en la distancia euclidiana 

difusa intuicionista 

En las funciones de pertenencia basadas en métricas de distancia, la propiedad 

intuicionista de Atanassov se introduce en la métrica de distancia, comúnmente 

euclidiana, incorporando los grados de pertenencia, de no pertenencia y de vacilación de 

un vector prototipo y un vector de observación dados. Por ejemplo, dado un vector de 

observación 𝑋, la incorporación de sus grados de pertenencia 𝑢(𝑋), de no pertenencia 

𝜗(𝑋), y de vacilación 𝜋(𝑋) en la distancia euclidiana se presenta en la siguiente ecuación: 

  𝑑𝑑𝑖(𝑋, 𝑉𝑗) = {
1

2
((𝑢(𝑋) − 𝑢(𝑉𝑗))

2

+ (𝜗(𝑋) − 𝜗(𝑉𝑗))
2

+ (𝜋(𝑋) − 𝜋(𝑉𝑗))
2)}1/2  (6.6) 

donde 𝑢(𝑉𝑗), 𝜗(𝑉𝑗), y 𝜋(𝑉𝑗) son el grado de pertenencia, de no pertenencia y de 

vacilación de los vectores prototipo 𝑉𝑗 con 𝑗 = {0,1,2}.  

Con el cálculo de la distancia euclidiana difusa intuicionista 𝑑𝑑𝑖(𝑋, 𝑉𝑗) , la función de 

pertenencia 𝑼𝒅𝒊(𝑋) basada en la distancia definida anteriormente, se define:  

                                        𝑼𝒅𝒊𝒋(𝑋) =
1

∑ (
𝑑𝑑𝑖(𝑋,𝑉)

𝑑𝑑𝑖(𝑋,𝑉𝑗)
)

2/(𝑝−1)

𝑗={0,1,2}

                                       (6.7) 
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Esta función de pertenencia es utilizada en [8] para tratar con el ruido y la falta de 

homogeneidad en las imágenes en niveles de ruido. 

Si el número de vectores prototipo 𝑉𝑗  para cada clase, depende del parámetro 𝐾, entonces 

existirán 𝐾 distancias 𝑑𝑑𝑖. Entre todas estas distancias, la seleccionada para ser utilizada 

en la FPDEDI (ecuación 6.7), es la mínima distancia entre un vector de observación 𝑋 y 

cada uno de los 𝐾 vectores prototipo correspondientes a una clase. En otras palabras, se 

elige la distancia del vector de observación 𝑋 más cercano o similar a uno de los vectores 

prototipo 𝑉𝑗. Finalmente, calculada la mínima distancia (abusando de la notación) 

𝑑𝑑𝑖(𝑋, 𝑉𝑗), se calcula los grados de pertenencia 𝑼𝒅𝒊𝒋(𝑋) para las posibles clases elegidas 

de acuerdo a la regla 6.4. La forma de asignación de la etiqueta al vector de observación 

𝑋 es igual a la forma utilizada en los experimentos anteriores. Por lo tanto, la asignación 

de la etiqueta del conjunto 𝐶 = {0,1,2} al vector de observación 𝑋 dependerá del grado 

de pertenencia máximo de las clases elegidas, por ejemplo, sin fueron elegidas las clases 

1 y 2, entonces la elección de la etiqueta será:  𝑚𝑎𝑥{𝑼𝒅𝒊𝟏(𝑋), 𝑼𝒅𝒊𝟐(𝑋)}. 

 

6.2.5 Resultados y discusión 

En la Tabla 6.10 se presenta las métricas correspondientes al error de clasificación, 

sensibilidad, y especificidad de los w-operadores diseñados con FPDEDI, utilizando 

ventanas de 11 × 11 y 15 × 15, y 𝐾 = {2, 4, 8, 12, 15} vectores prototipo, calculados 

mediante el algoritmo de clustering FCM. En la Figura 6.4 se grafican estas métricas. En 

la Tabla 6.11 se muestra una comparación entre los mejores resultados obtenidos con los 

w-operadores diseñados con FPDEDI, y los w-operadores diseñados mediante funciones 

gaussianas. 

 

Tabla 6.10. Error de clasificación, sensibilidad, y especificidad de los w-operadores diseñados con FPDEDI, con ventanas 11 × 11 

y 15 × 15, y con diferente número K de vectores prototipo calculados mediante el algoritmo de clustering FCM, aplicados a imágenes 

de leucocitos. 

Ventana K vectores prototipo Error Sensibilidad Especificidad 

11 × 11 

2 6.112 98.8450 93.241 

4 5.697 99.202 93.644 

8 7.266 98.157 92.005 

12 6.184 97.892 93.268 

15 5.945 98.254 93.491 

15 × 15 

2 6.248 98.336 93.116 

4 5.856 97.625 93.661 

8 5.347 97.44 94.266 

12 5.119 97.576 94.508 

15 4.738 97.458 94.958 

 

Tabla 6.11. Presenta los mejores resultados de: -los w-operadores diseñados con FPDEDI, y vectores prototipo, calculados con FCM, 

y -los w-operadores diseñados mediante funciones gaussianas, aplicados a imágenes de leucocitos. 

Ventana Función de pertenencia Error Sensibilidad Especificidad 

11 × 11 

Gaussiana 3.3361 94.741 96.917 

Distancia euclidiana difusa intuicionista/FCM 5.697 99.202 93.644 

15 × 15 

Gaussiana 3.252 93.63 97.18 

Distancia euclidiana difusa intuicionista/FCM 5.119 97.576 94.508 
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(a) (b) 

 
(c) 

Figura 6.4. Gráficos de las métricas de los w-operadores diseñados con ventanas 11 × 11 y 15 × 15,  la FPDEDI y 𝐾 =

{2, 4, 8, 12, 15} clústers o vectores prototipo, calculados con FCM, aplicados a imágenes de leucocitos. (a) Error de clasificación, (b) 

Sensibilidad, y (c) Especificidad. 

 

En la Tabla 6.12 se presenta los resultados de los w-operadores diseñados con ventanas 

11 × 11 y 15 × 15,  la FPDEDI y 𝐾 = {2, 4, 8, 12, 15} vectores prototipo, calculados 

con FCM, aplicados a las tres imágenes de leucocitos de la Figura 6.5. Cada imagen de 

la primera fila tiene su respectiva imagen ideal. 

   

   

   
(a) (b) (c) 

                                       Figura 6.5. Ejemplo de imágenes de leucocitos de prueba con su respectiva imagen ideal.  
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Tabla 6.12. Resultados de los w-operadores diseñados con ventanas 11 × 11 y 15 × 15,  la FPDEDI y 𝐾 = {2, 4, 8, 12, 15} vectores 

prototipo, calculados con FCM, aplicados a las tres imágenes de leucocitos de la Figura 6.5. 

Ventana 
𝐾 

2 4 8 12 15 

11 × 11 

     

15 × 15 

     

11 × 11 

     

15 × 15 

     

11 × 11 

     

15 × 15 

     

 

En la Figura 6.4 se presentan gráficos correspondientes al error de clasificación, 

sensibilidad, y especificidad, detallados en la Tabla 6.10. Se puede observar que el error 

de clasificación (Figura 6.3-a), utilizando la ventana 11 × 11, es más bajo con 𝐾 = 4, y 

de igual forma la sensibilidad (Figura 6.4-b), y especificidad (Figura 6.4-c) tiene los 

mayores valores con dicho valor. Sin embargo, con valores menores o mayores que 𝐾 =

4, el error de clasificación aumenta, y la sensibilidad, y especificidad disminuyen. Con 

respecto a estas métricas, utilizando la ventana 15 × 15, el error, y la especificidad 

mejoran levemente cuando el valor de 𝐾 aumenta, mientras que la sensibilidad disminuye. 

En base a esto, se puede decir, que el menor error con valores de 𝐾 altos, se debe al 

aumento de especificidad o, dicho de otra forma, al aumento de píxeles del fondo, 

correctamente clasificados. Con 𝐾 = 2, la sensibilidad, y el error es mayor. En este caso 
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han aumentado el porcentaje de píxeles del objeto correctamente clasificados, y el error 

es mayor debido a la baja especificidad.  

En la Tabla 6.11 se muestra una comparación entre los mejores resultados obtenidos con 

los w-operadores diseñados con la FPDEDI, y los w-operadores diseñados mediante 

funciones gaussianas, aplicados a imágenes de leucocitos. Se puede observar que, 

utilizando las ventanas 11 × 11 y 15 × 15, al utilizar la FPDEDI, la sensibilidad mejora 

considerablemente con respecto a la sensibilidad obtenida mediante la utilización de las 

funciones gaussianas. Con la ventana 11 × 11, la sensibilidad mejora de 94.741% a 

99.202%, mientras que con la ventana 15 × 15, mejora de 93.63% a 97.57%. Esto quiere 

decir que utilizando la FPDEDI, los w-operadores clasifican de manera correcta píxeles 

pertenecientes al objeto, en este caso el núcleo, que es la estructura que más nos interesa 

segmentar para la posterior identificación y conteo de leucocitos. En el caso del error y la 

especificidad, mejores resultados se obtienen utilizando funciones gaussianas. El error es 

menor, debido al valor alto de especificidad, con respecto a la especificidad obtenida en 

los w-operadores diseñados con FPDEDI, en otras palabras, debido a que existe mayor 

porcentaje de píxeles pertenecientes al fondo correctamente clasificados. 

 

6.3 Comparación del método propuesto con otros métodos de clasificación 

Los resultados del método propuesto fueron comparados con los resultados de varios 

métodos enfocados a la segmentación de leucocitos. En [7] se propone el uso de los 

conjuntos difusos intuicionistas de Atanassov y MMD para la segmentación de 

leucocitos. En este método, el cual se denominará IFS-MMD de aquí en adelante, la 

componte matiz perteneciente al espacio HSV, es utilizado para representar una imagen 

a color como un conjunto difuso intuicionista de Atanassov. La MMD es aplicada para 

seleccionar un pixel etiquetado como núcleo del leucocito de la imagen a analizar, para 

compararlo con cada elemento de la imagen completa mediante una medida de similitud 

llamada divergencia difusa intuicionista. El método IFS-MMD fue comparado con otros 

métodos [9, 10, 11, 12, 13, 14, 15], los mismos que serán utilizados para comparar el 

método propuesto en esta tesis. En [9], se propone una segmentación automática de 

leucocitos utilizando la teoría de conjuntos difusos de intervalo tipo II y la teoría de 

conjuntos difusos intuicionistas. En [10], se combinaron una descomposición del espacio 

de color y un agrupamiento mediante K-means para la segmentación de leucocitos. En 

[11], se propone un método de segmentación de leucocitos que utiliza reglas de fusión 

paso a paso basadas en reglas de eliminación de límites y agrupamiento mean-shift con 

una serpiente de flujo de vector de gradiente (en inglés Gradient Vector Flow (GVF)). En 

[12], se propone un método de segmentación y localización de leucocitos de extremo a 

extremo. La información previa a nivel de píxel se utiliza para el entrenamiento del 

supervisor de una red neuronal convolucional profunda que luego se emplea para ubicar 

la región de interés (ROI) de los leucocitos y, finalmente, se obtiene una máscara del 

leucocito (en inglés Leucocyte Mask (LM)) a segmentar en función de la ROI extraída 

mediante la propagación directa de la red. En [13], se desarrolla un enfoque no 

supervisado, donde se modela las características de color y forma de leucocitos mediante 

la definición de dos transformaciones y se introduce un uso eficiente de estas 

transformaciones en un algoritmo watershed controlado por marcador. En [14], la 

segmentación de leucocitos se desarrolla mediante una red totalmente convolucional (en 

inglés Fully Convolutional Network (FCN)) con una inferencia eficiente. Se define una 

arquitectura de salto que combina información semántica de una capa profunda y gruesa 
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con información de apariencia de una capa fina y poco profunda para producir 

segmentaciones precisas y detalladas. Por último, en [15] se desarrolla una U-Net basada 

en FCN [14]. Esta arquitectura se modifica y amplía de modo que funciona con muy 

pocas imágenes de entrenamiento y produce segmentaciones más precisas. En cada 

método de segmentación, las métricas utilizadas, en común, para la evaluación del 

desempeño de cada método fueron la exactitud, la precisión, y el coeficiente de Dice. 

Estas métricas fueron calculadas en función de la matriz de confusión, compuesta por: 

verdaderos positivos (VP), verdaderos negativos (VN), falsos positivos (FP), y falsos 

negativos (FN) y se definen de la siguiente manera: 

 

La exactitud es la cantidad de predicciones que fueron correctas y es definida como: 

 

                              Exactitud = (VP + VN) / (VP + FP + FN + VN)                      (6.8) 

 

La precisión es el porcentaje de casos positivos detectados, se calcula como: 

 

                                               Precisión = VP/(VP + FP)                                        (6.9) 

 

El coeficiente de Dice, medida de similitud entre dos conjuntos o muestras, es igual a: 

 

                            Coeficiente Dice = 2 ∗ VP / (2 ∗ VP +  FP +  FN)                    (6.10) 

 

Esta métrica de similitud, en porcentajes, va del 0 al 100%, y cuanto mayor sea el 

porcentaje, más similares serán los dos conjuntos, en este caso, la imagen ideal y la 

imagen segmentada por un determinado método.  

 

En las Tablas 6.13 y 6.14, se presentan las métricas antes presentadas, correspondientes 

al desempeño de los métodos de segmentación de leucocitos y al método propuesto. 

 

 
Tabla 6.13. Exactitud (Ex) y coeficiente de Dice (Cf D) de IFS, T2FS, KM, GVF, IFV-MMF, y el método propuesto: WFG-11x11, 

WFG-15x15, WFPDEDI-11x11, y WFPDEDI-15x15. 

Métrica IFS T2FS KM GVF 
IFV-

MMF 

WFG-

11x11 

WFG-

15x15 

WFPDEDI-

11x11 

WFPDEDI-

15x15 

Ex 94.51 96.41 96.72 97.27 99.32 95.83 95.29 96.5 96.1 

Cf D 73.95 88.95 88.33 95.55 99.66 95.78 95.19 96.59 96.15 

 

 
Tabla 6.14. Precisión (Prc) y coeficiente de Dice (Cf D) de W, FCN, U-Net, LM, IFV-MMF, y el método propuesto: WFG-11x11, 

WFG-15x15, WFPDEDI-11x11, y WFPDEDI-15x15. 

Métrica W FCN U-NeT LM 
IFV-

MMF 

WFG-

11x11 

WFG-

15x15 

WFPDEDI-

11x11 

WFPDEDI-

15x15 

Prc 96.2 94.61 96.08 97.79 99.97 96.92 97.14 94.09 94.77 
Cf D 66.3 93.88 95.59 96.15 99.31 95.78 95.19 96.59 96.15 

 

 

La Tabla 6.13 presenta los valores de la exactitud y el coeficiente de Dice de los métodos 

basados en IFS, T2FS [9], K-means (KM) [10], GVF [11], IFS-MMF [7] y el método 

propuesto donde los w-operadores fueron diseñados utilizando funciones gaussianas y 

ventanas de tamaño 11x11 (WFG-11x11), y 15x15 (WFG-15x15), y funciones basadas 

en la distancia euclidiana difusa intuicionista (FPDEDI) y ventanas de tamaño 11x11 

(WFPDEDI-11x11), y 15x15 (WFPDEDI-15x15). Además, en la Tabla 6.14, se muestra 

los valores de la precisión y el coeficiente de Dice del método propuesto, y los métodos 
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LM donde definen una máscara de leucocitos [12], W basado en watershed [13], y dos 

métodos basados en aprendizaje profundo FCN [14] y U-Net [15]. En la Tabla 6.13, el 

método propuesto WFPDEDI-11x11 tiene una exactitud igual a 96.5%, mayor que la 

exactitud de los métodos basados en IFS, T2FS, con valores iguales a 94.51%, y 96.41% 

respectivamente. Además, es mayor que WFPDEDI-15x15, WFG-11x11 y WFG-15x15 

con valores igual a 96.1%, 95.83%, y 95.29% respectivamente. Con respecto al 

coeficiente de Dice, el método propuesto WFPDEDI-11x11, tiene un valor del 96.59% 

superando a los métodos basados en IFS, T2FS, KM, y GVF con valores iguales a 

73.95%, 88.95%, 88.33%, y 95.55% respectivamente. De igual manera, WFPDEDI-

11x11 supera a WFPDEDI-15x15, WFG-11x11 y WFG-15x15 que tienen valores iguales 

a 96.15%, 95.78%, y 95.19% respectivamente. En la Tabla 6.14, el método propuesto 

WFG-15x15 tiene una precisión de 97.14% y es mayor a la precisión de los métodos 

basados en W, FCN, y U-Net con valores iguales a 96.2%, 94.61%, y 96.08% 

respectivamente. Por otro lado, WFG-15x15 también supera a WFG-11x11, WFPDEDI-

11x11, y WFPDEDI-15x15 que tienen valores de precisión iguales a 96.92%, 94.09%, y 

94.77% respectivamente. En cuanto al coeficiente de Dice, WFPDEDI-11x11 tiene un 

valor de 96.59%, superando así, a los métodos basados en W, FCN, U-Net, y LM, que 

poseen valores iguales a 66.3%, 93.88%, 95.59%, y 96.15% respectivamente. 
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 CAPÍTULO 7 

7 Aplicación del método propuesto para el 

diseño automático de w-operadores para la 

segmentación de imágenes de resonancia 

magnética de cerebro 
En el presente capítulo, el método propuesto para el diseño automático de w-operadores, 

es aplicado a la segmentación de imágenes de resonancia magnética de cerebro (IRM). El 

objetivo en el conjunto de IRM es la segmentación de todos los tejidos o regiones que 

conforman el cerebro, tales como el líquido cefalorraquídeo, la sustancia gris, la sustancia 

blanca, y el fondo. Por lo tanto, el problema consiste en una clasificación multiclase. Para 

el diseño automático de w-operadores, en esta aplicación, se proponen tres tipos de 

funciones de pertenencia: la primera es la función de pertenencia gaussiana, la segunda 

la función de pertenencia basada en la distancia euclidiana, y la tercera la función de 

pertenencia basada en la distancia euclidiana difusa intuicionista, todas definidas en el 

capítulo 2. En este método las funciones de pertenencia se proponen como herramienta 

clave para resolver el problema de generalización presente en los w-operadores o 

clasificadores, en especial cuando el problema de procesamiento es la segmentación. Este 

capítulo, demuestra que el método propuesto, no solo es aplicado para problemas de 

segmentación de dos clases, como se demostró en el anterior capítulo con la segmentación 

de leucocitos, sino que puede ser aplicado a problemas de segmentación multiclase. 

 

7.1 Diseño automático de w-operadores mediante funciones de pertenencia 

gaussianas para la segmentación de imágenes de resonancia magnética de 

cerebro   

En este experimento, se realizó el diseño automático de w-operadores utilizando 

funciones de pertenencia gaussianas para la segmentación de imágenes de resonancia 

magnética (IRM) de cerebro. Las imágenes de resonancia magnética producen imágenes 

de los tejidos humanos de manera no invasiva, revelando la estructura, el metabolismo y 

la función de los tejidos y órganos, con la finalidad de diagnosticar patologías y mejorar 

tratamientos clínicos. Las IRM reales no cuentan con imágenes de referencia o gold 

standard, que permitan comparar resultados obtenidos, al momento de aplicar sobre 

dichas imágenes, un método de segmentación. Por lo tanto, las IRM utilizadas en este 

experimento, provienen de una base de datos creada por un sistema de simulación, 

desarrollado por científicos de la Universidad de McGill. En esta base de datos, cada IRM 

tiene su respectiva imagen ideal o gold standard. El sistema de simulación para generar 

volúmenes de resonancia magnética es presentado en [1], organizado en torno a dos tareas 

principales. La primera tarea, la producción de señales, se ocupa del cálculo de las 

intensidades de los tejidos a partir de un modelo de secuencia de pulsos y un modelo de 

propiedades de magnetización de tejidos encapsulados en un modelo de giro. La segunda 

tarea, la producción de imágenes, es descrita por los modelos Scanner, Phantom y RF 
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Coil que incorporan el cálculo de ruido y efectos de volumen parcial con los resultados 

de la simulación de producción de señal para generar volúmenes de resonancia magnética 

realistas.  Estas IRM generadas, al ser realistas, presentan ruido y superposición entre los 

rangos de niveles de grises en sus tejidos. 

La segmentación de este tipo de imágenes es un requisito constante en la ciencia médica 

[2]. Sin embargo, una de las principales dificultades al trabajar con estas imágenes es la 

superposición entre los rangos de niveles de gris en sus tejidos, generando límites 

borrosos y/o difusos entre sus tejidos. Este problema aumenta cuando las resonancias 

magnéticas están corrompidas por ruido, lo cual es inevitable en este tipo de imágenes. 

Las funciones de pertenencia presentes en el método propuesto tienen la capacidad de 

modelar la imprecisión inherente en las imágenes en niveles de gris [3]. Por lo tanto, los 

w-operadores diseñados, utilizando funciones de pertenencia, permiten la segmentación 

de tejidos en IRM superando los problemas de superposición y de ruido. La segmentación 

en las IRM consiste en la partición del dominio de dichas imágenes en cuatro 

subconjuntos disjuntos que son: fondo, líquido cefalorraquídeo, sustancia blanca, y 

sustancia gris.  

Para este experimento se utilizaron las imágenes en 3D simuladas del Instituto 

Neurológico de Montreal, Universidad McGill [1, 4]. De la base de datos, se 

seleccionaron 50 imágenes de tamaño 271x181, ponderadas en T2 (TR=3300 ms, TE=35 

ms, 120 ms). Estas imágenes contienen niveles de ruido gaussiano blanco al 0, 1, 3, 5, 7 

y 9%. El criterio de selección fue la presencia amplia de los tres tipos de tejidos en las 

imágenes de resonancia magnética de cerebro. 

 

7.1.1 Detalles técnicos experimentales 

En este experimento se definieron diferentes parámetros para el diseño de un determinado 

número de w-operadores con la finalidad de comparar el rendimiento entre los mismos. 

Los detalles técnicos se describen a continuación: 

▪ Partición de la base de datos: la base de datos Instituto Neurológico de Montreal, 

Universidad McGill fue particionada en tres formas para el desarrollo de los 

experimentos. Los porcentajes de estas particiones constituyen al conjunto de 

imágenes de entrenamiento y al conjunto de imágenes de prueba como 80-20%, 

70-30% y 50-50%.  

▪ Imágenes: las imágenes seleccionadas para el diseño y prueba del w-operador 

contienen niveles de ruido al 0, 1, 3, 5, 7, y 9%. 

▪ Tamaño ventanas: para cada experimento, utilizando las tres particiones antes 

mencionadas de la base de datos, se utilizaron las dimensiones 

3x3, 5x5, 7x7, 11x11, y 15x15. 

▪ Funciones de pertenencia: las funciones utilizadas en el diseño automático de los 

w-operadores, para definir las diferentes clases o regiones en las IRM fueron 

funciones gaussianas. 
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7.1.2 Diseño automático de los w-operadores y definición de las funciones de 

pertenencia 

En cada experimento, con las diferentes particiones, se diseñó un w-operador Ψ, con cada 

una de las ventanas del conjunto 𝑾 = {3x3, 5x5, 7x7, 11x11, 15x15}, las imágenes 

destinadas al entrenamiento, y el algoritmo de aprendizaje o regla de estimación basada 

en la máxima frecuencia de clase de cada vector de observación 𝑋 (capítulo 5, ecuación 

5.1). Cada w-operador diseñado se define como un clasificador 𝜓:𝑿→{0, … , 𝑐 − 1}, 

donde 𝑐 = 4, por lo tanto, el clasificador asignara a cada vector de observación 𝑋 ∈ 𝑿 una 

etiqueta del conjunto {0,1,2,3}, ya que el objetivo es la segmentación de las clases: fondo, 

líquido cefalorraquídeo, sustancia blanca, y sustancia gris.  

En la Figura 7.1, se presenta como ejemplo, una IRM inmersa en diferentes niveles de 

ruido, y su respectiva imagen ideal. Las imágenes en la Figura 7.1-(a-f) son la imagen 

observada con 0, 1, 3, 5, 7 y 9% de nivel de ruido, respectivamente, mientras que la Figura 

7.1-(g) es la imagen ideal. Esta última imagen contiene las cuatro regiones segmentadas 

como referencia ideal: la sustancia gris representada con color rojo, el líquido 

cefalorraquídeo con color azul, la sustancia blanca con color amarillo, y el fondo con 

color negro. Cada imagen ideal del conjunto de imágenes de prueba permitirá calcular el 

rendimiento o desempeño de los w-operadores diseñados, mediante la comparación con 

sus respectivas imágenes observadas procesadas por los w-operadores. 

 

 
(a)                                         (b)                                            (c)                                                (d) 

 
                                                           (e)                                              (f)                                                (g) 

Figura 7.1. Ejemplo de IRM con diferente porcentaje de ruido usadas en los experimentos. (a) 0%, (b) 1%, (c) 3%, (d) 5%, (e) 7%, 

(f) 9%, y (g) imagen ideal.  

 

Los rangos de clase 𝑅𝐶 y funciones de pertenencia 𝑈𝐶 se definen en función de los 𝑁 

pares de imágenes de entrenamiento (𝑶, 𝑰) para el conjunto 𝐶 = {0,1,2,3}. Las funciones 

de pertenencia gaussianas se construyen a partir de dos parámetros: media y desviación 

estándar de los niveles de gris de cada clase. En función de las etiquetas en cada imagen 

ideal 𝐼, se agrupan los niveles de gris de los píxeles que pertenecen a cada región en cada 

imagen observada 𝑂. Sean las agrupaciones de clase Ƈ𝑖𝐶, para los 𝑁 pares de imágenes 

de entrenamiento con 𝑖 = {1,… ,𝑁} y 𝐶 = {0,1,2,3}, para calcular el rango total de clase, 

se utilizó la ecuación 5.2 presentada en el capítulo 5:                                                                    

𝑅𝐶 = [𝑚𝑖𝑛{Ƈ1𝐶 , … , Ƈ𝑁𝐶},𝑚𝑎𝑥{Ƈ1𝐶 , … , Ƈ𝑁𝐶}], de este modo, se obtiene los rangos para la 
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clase del fondo 𝑅𝐹, líquido cefalorraquídeo 𝑅𝐿𝐶, sustancia gris 𝑅𝑆𝐺 , y sustancia blanca  

𝑅𝑆𝐵.  

Para cada agrupación de clase Ƈ𝑖𝐶 se determina la media 𝑚𝑖𝐶 y la desviación estándar 𝜎𝑖𝐶 . 

Una vez calculados los parámetros 𝑚𝑖𝐶 y 𝜎𝑖𝐶  se procede a calcular para cada clase 𝐶 =
{0,1,2,3} su promedio mediante las siguientes ecuaciones: 

                                                  𝑚𝐶̅̅ ̅̅ = ∑
𝑚𝑖𝐶

𝑁𝑖={1,…,𝑁}

𝐶={0,1,2,3}

                                                     (7.1) 

                                                    𝜎𝐶̅̅ ̅ = ∑
𝜎𝑖𝐶

𝑁𝑖={1,…,𝑁}

𝐶={0,1,2,3}

                                                    (7.2) 

Con los parámetros 𝑚𝐶̅̅ ̅̅  y 𝜎𝐶̅̅ ̅ se construyen las funciones de pertenencia gaussianas 𝑈𝐹, 

𝑈𝐿𝐶, 𝑈𝑆𝐺 , y 𝑈𝑆𝐵 para el fondo, líquido cefalorraquídeo, sustancia gris, y sustancia blanca, 

respectivamente. La Figura 7.2-(a-c) muestra estas funciones y cómo modelan la 

distribución de frecuencias de los niveles de gris para cada clase Figura 7.2-(d-f). Las 

funciones de pertenencia y los histogramas de las diferentes clases, se encuentran 

representados por los colores de las regiones segmentadas en las imágenes ideales, es 

decir, la sustancia gris se representa con el color rojo, el líquido cefalorraquídeo con el 

color azul, la sustancia blanca con el color amarillo y el fondo con el color negro. Esta 

última clase no es visible, tanto en las funciones de pertenencia como en los histogramas, 

porque su media es igual a 0. 

 

   
(a) (b) (c) 

   
(d) (e) (f) 

Figura 7.2. Ejemplos de funciones de pertenencia gaussianas e histogramas para cada clase utilizando partición 80-20, con niveles de 

ruido (a, d) 0%, (b, e) 5%, y (c, f) 9%.  En (a-c) se presentan las funciones gaussianas y cómo cubren la distribución de frecuencias 

de los niveles de gris (d-f) para cada clase.  

 

7.1.3 Etapa de testeo del w-operador diseñado 

En la etapa de testeo, cada vector de observación 𝑋 obtenido del traslado de la ventana 

𝑊 ∈ 𝑾 en cada IRM del conjunto de prueba, es consultado en el dominio del w-operador 

para asignarle una etiqueta. Si un vector de observación 𝑋 no está presente en el dominio 

del w-operador, es ingresado a cada una de las funciones de pertenencia gaussianas 
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correspondientes a cada clase, dependiendo de, si el nivel de gris del pixel central del 

vector de observación 𝑋 pertenece a uno o más rangos de clase 𝑅𝐶 (capítulo 5, ecuación 

5.3). Si el valor del pixel central 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 pertenece al rango de dos o más clases 𝑅𝐶, las 

funciones de pertenencia de aquellas clases, son aplicadas al vector de observación 𝑋. 

Cada función de pertenencia se aplica a cada uno de los elementos 𝑥, que corresponden a 

los niveles de gris de 𝑋, y luego se calcula el promedio de los grados de pertenencia de 

dichos elementos, para obtener el grado de pertenencia final 𝑼𝑪(𝑋), como se muestra en 

la siguiente ecuación: 

                                                  𝑼𝑪(𝑋) =
∑ 𝑈𝐶(𝑥𝑖)
𝑘
𝑖=1

𝑘
                                                       (7.3) 

donde 𝑘 = |𝑊|. 

La asignación de la etiqueta del conjunto 𝐶 = {0,1,2,3} al vector de observación 𝑋 

dependerá del grado de pertenencia máximo de las clases analizadas. Por ejemplo, si  

𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅1 y 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅2 entonces la etiqueta que se le asigne a 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 va a estar 

dada por  𝑚𝑎𝑥{𝑼𝟏(𝑋), 𝑼𝟐(𝑋)}. 

 

7.1.4 Resultados y discusión 

En la Tabla 7.1, se presentan como ejemplo, el resultado de la aplicación de los w-

operadores diseñados con la partición 50-50, y con ventanas de tamaño 

3x3, 5x5, 7x7, 11x11, y 15x15, sobre una imagen de prueba con ruido al 0, 1, 3, 5, 7 y 

9%. La imagen ideal de dicha imagen se muestra en la Figura 7.3. Esta imagen se utiliza 

como ejemplo de aplicación de los w-operadores diseñados en cada experimento. 

 

 
                                                                           Figura 7.3. Imagen ideal de IRM de prueba. 
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Tabla 7.1. Resultado de la aplicación de los w-operadores diseñados con la partición 50-50, y con ventanas de tamaño 

3x3, 5x5, 7x7, 11x11, y 15x15, sobre una imagen de prueba con ruido al 0, 1, 3, 5, 7 y 9%. 

R% 
Imagen 

Prueba 
3x3 5x5 7x7 11x11 15x15 

0 

      

1 

      

3 

      

5 

      

7 

      

9 

      

 

Para el experimento realizado con la partición 50-50, con imágenes con ruido al 0%, en 

las Tablas 7.2 a 7.6, se presentan las matrices de confusión, que permiten el cálculo del 

error de clasificación, sensibilidad y especificidad para las clases: fondo (F), líquido 

cefalorraquídeo (LC), sustancia gris (SG), y sustancia blanca (SB) mostradas en las 

Tablas 7.7 a 7.11. En estas tablas, en la última fila T se observan dichas métricas de forma 

global. Para el cálculo de la matriz de confusión, se calcularon los verdaderos positivos 

(𝑉𝑃), verdaderos negativos (𝑉𝑁), falsos positivos (𝐹𝑃) y falsos negativos (𝐹𝑁) en 

función de cada imagen procesada por el w-operador y su respectiva imagen ideal. Luego, 

se realizó el promedio de dichos valores calculados para todas las imágenes de prueba. 

La Tabla 7.12 presenta el error de clasificación, la sensibilidad y la especificidad de forma 

global, de los w-operadores aplicados al conjunto de imágenes de prueba con distintos 

niveles de ruido. Las matrices de confusión de las Tablas 7.2 a 7.6 son presentadas como 

ejemplo, de las matrices de confusión calculadas en todos los experimentos, con todas las 

distintas particiones. En los siguientes resultados, solo se presentan las tablas 

correspondientes al error de clasificación, la sensibilidad y la especificidad de manera 

global. 
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Tabla 7.2. Matriz de confusión para ventana 3x3                              Tabla 7.7. Error, sensibilidad, y especificidad para ventana 3x3 

                      

 

 

 

 

 

 
 

 

Tabla 7.3. Matriz de confusión para ventana 5x5                             Tabla 7.8. Error, sensibilidad, y especificidad para ventana 5x5 

                     

 

 

 

 

 

Tabla 7.4. Matriz de confusión para ventana 7x7                              Tabla 7.9. Error, sensibilidad, y especificidad para ventana 7x7 

                     

 

 

 

 

 

Tabla 7.5. Matriz de confusión para ventana 11x11                       Tabla 7.10. Error, sensibilidad, y especificidad para ventana 11x11 

                      

 

 

 

 

 

Tabla 7.6. Matriz de confusión para ventana 15x15                     Tabla 7.11. Error, sensibilidad, y especificidad para ventana 15x15 

                     

 

 

 

 

 
W-OPERADOR 50-50 

F LC SG SB 

Real F 100 0 0 0 

Real LC 0.007 93.738 6.255 0 

Real SG 0 3.136 96.59 0.273 

Real SB 0 0 7.922 92.078 

 
W-OPERADOR 50-50 

Error Sensibilidad Especificidad 

F 0.001 100 99.999 

 LC 0.606 93.812 99.348 

SG 2.222 96.617 97.24 

SB 0.053 92.231 99.931 

T 2.882 95.665 99.129 

 
W-OPERADOR 50-50 

F LC SG SB 

Real F 100 0 0 0 

Real LC 0.007 86.759 13.234 0 

Real SG 0 2.278 96.4 1.322 

Real SB 0 0.001 11.488 88.511 

 
W-OPERADOR 50-50 

Error Sensibilidad Especificidad 

F 0.001 100 99.999 

 LC 0.449 87.003 99.517 

SG 3.589 96.441 95.519 

SB 0.259 88.685 99.661 

T 4.298 93.032 98.674 

 
W-OPERADOR 50-50 

F LC SG SB 

Real F 100 0 0 0 

Real LC 0.007 83.254 16.739 0 

Real SG 0 1.848 94.741 3.411 

Real SB 0 0.0004 15.432 84.567 

 
W-OPERADOR 50-50 

Error Sensibilidad Especificidad 

F 0.001 100 99.999 

 LC 0.372 83.618 99.599 

SG 4.853 94.823 93.91 

SB 0.679 84.763 99.105 

T 5.906 90.801 98.153 

 
W-OPERADOR 50-50 

Error Sensibilidad Especificidad 

F 0.001 100 99.999 

 LC 0.271 80.867 99.707 

SG 6.754 91.607 93.43 

SB 1.508 78.846 97.989 

T 8.533 87.83 97.281 

 
W-OPERADOR 50-50 

F LC SG SB 

Real F 100 0 0 0 

Real LC 0.007 80.449 19.545 0 

Real SG 0 1.3 91.425 7.275 

Real SB 0 0.0004 21.44 78.56 

 
W-OPERADOR 50-50 

Error Sensibilidad Especificidad 

F 0.001 100 99.999 

 LC 0.178 79.697 99.807 

SG 8.153 89.518 89.531 

SB 2.141 74.99 97.101 

T 10.473 86.051 96.609 

 
W-OPERADOR 50-50 

F LC SG SB 

Real F 100 0 0 0 

Real LC 0.007 79.288 20.706 0 

Real SG 0 0.844 89.252 9.904 

Real SB 0 0 25.352 74.648 
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Tabla 7.12. Error de clasificación, sensibilidad, y especificidad de los w-operadores diseñados con el 50% de imágenes para 

entrenamiento, y con ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15, aplicados al 50% de imágenes de prueba, con ruido al 0, 1, 

3, 5, 7 y 9%. 

Partición 50-50 

Ruido % Tamaño W Error Sensibilidad Especificidad 

0 

3x3 2.8821 95.665 99.129 

5x5 4.298 93.032 98.674 

7x7 5.9055 90.801 98.153 

11x11 8.5328 87.83 97.281 

15x15 10.473 86.051 96.609 

1 

3x3 3.0797 95.459 99.069 

5x5 4.4963 92.89 98.613 

7x7 6.0363 90.761 98.115 

11x11 8.6008 87.873 97.263 

15x15 10.529 86.128 96.597 

3 

3x3 3.1067 95.392 99.06 

5x5 4.6897 92.228 98.552 

7x7 6.4052 89.566 97.997 

11x11 9.1856 86.161 97.075 

15x15 11.331 84.085 96.334 

5 

3x3 3.6594 94.559 98.881 

5x5 5.1255 91.036 98.413 

7x7 7.01 87.543 97.806 

11x11 10.132 83.071 96.773 

15x15 12.566 80.368 95.935 

7 

3x3 4.6141 93.368 98.577 

5x5 5.4463 90.426 98.309 

7x7 7.3887 86.364 97.683 

11x11 10.918 80.423 96.52 

15x15 13.73 76.632 95.556 

9 

3x3 6.1049 91.639 98.111 

5x5 6.0786 89.813 98.112 

7x7 7.7851 86.014 97.56 

11x11 11.253 80.022 96.417 

15x15 14.012 76.14 95.471 

 

En la Tabla 7.13, se presentan el resultado de la aplicación de los w-operadores diseñados 

con la partición 70-30, y con ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15, sobre 

una imagen de prueba con ruido al 0, 1, 3, 5, 7 y 9%.  

 

Tabla 7.13. Resultado de la aplicación de los w-operadores diseñados con la partición 70-30, y con ventanas de tamaño 

3x3, 5x5, 7x7, 11x11, y 15x15, sobre una imagen de prueba con ruido al 0, 1, 3, 5, 7 y 9%. 

R% 
Imagen 

Prueba 
3x3 5x5 7x7 11x11 15x15 

0 

      

1 

      

3 

      



77 
 

5 

      

7 

      

9 

      

 

En la Tabla 7.14, se presentan el error de clasificación, la sensibilidad, y la especificidad 

de los w-operadores diseñados con el 70% de imágenes para entrenamiento, y con 

ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15, aplicados al 30% de imágenes de 

prueba, con ruido al 0, 1, 3, 5, 7 y 9%. 

 

 
Tabla 7.14. Error de clasificación, sensibilidad, y especificidad de los w-operadores diseñados con el 70% de imágenes para 

entrenamiento, y con ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15, aplicados al 30% de imágenes de prueba, con ruido al 0, 1, 

3, 5, 7 y 9%. 

Partición 70-30 

Ruido % Tamaño W Error Sensibilidad Especificidad 

0 

3x3 2.610 95.951 99.228 

5x5 3.912 93.229 98.818 

7x7 5.578 90.75 98.286 

11x11 8.162 87.643 97.439 

15x15 9.967 85.901 96.82 

1 

3x3 2.717 95.843 99.196 

5x5 4.133 93.157 98.753 

7x7 5.713 90.88 98.252 

11x11 8.256 87.912 97.423 

15x15 10.152 86.133 96.781 

3 

3x3 2.788 95.668 99.171 

5x5 4.313 92.582 98.696 

7x7 5.999 89.935 98.163 

11x11 8.708 86.559 97.28 

15x15 10.74 84.567 96.591 

5 

3x3 3.289 94.911 99.009 

5x5 4.705 91.457 98.572 

7x7 6.555 87.942 97.989 

11x11 9.569 83.522 97.012 

15x15 11.853 80.998 96.241 

7 

3x3 4.119 93.725 98.743 

5x5 4.924 90.816 98.494 

7x7 6.851 86.66 97.889 

11x11 10.345 80.635 96.759 

15x15 12.892 77.244 95.899 

9 

3x3 5.509 92.016 98.309 

5x5 5.447 90.251 98.328 

7x7 7.155 86.363 97.791 

11x11 10.549 80.324 96.693 

15x15 13.009 76.938 95.862 
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En la Tabla 7.15, se presentan el resultado de la aplicación de los w-operadores diseñados 

con la partición 80-20, y con ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15, sobre 

una imagen de prueba con ruido al 0, 1, 3, 5, 7 y 9%.  

 

Tabla 7.15. Resultado de la aplicación de los w-operadores diseñados con la partición 80-20, y con ventanas de tamaño 

3x3, 5x5, 7x7, 11x11, y 15x15, sobre una imagen de prueba con ruido al 0, 1, 3, 5, 7 y 9%. 

R% 
Imagen 

Prueba 
3x3 5x5 7x7 11x11 15x15 

0 

      

1 

      

3 

      

5 

      

7 

      

9 

      

 

 

En la Tabla 7.16, se presentan el error de clasificación, la sensibilidad, y la especificidad 

de los w-operadores diseñados con el 80% de imágenes para entrenamiento, y con 

ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15, aplicados al 20% de imágenes de 

prueba, con ruido al 0, 1, 3, 5, 7 y 9%.  
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Tabla 7.16. Error de clasificación, sensibilidad, y especificidad de los w-operadores diseñados con el 80% de imágenes para 

entrenamiento, y con ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15, aplicados al 20% de imágenes de prueba, con ruido al 0, 1, 

3, 5, 7 y 9%. 

Partición 80-20 

Ruido % Tamaño W Error Sensibilidad Especificidad 

0 

3x3 2.533 95.878 99.251 

5x5 3.798 92.977 98.853 

7x7 5.435 90.423 98.331 

11x11 8.085 87.162 97.466 

15x15 10.106 85.183 96.78 

1 

3x3 2.637 95.775 99.22 

5x5 4.046 92.881 98.78 

7x7 5.581 90.554 98.294 

11x11 8.159 87.474 97.456 

15x15 10.213 85.524 96.765 

3 

3x3 2.7 95.55 99.197 

5x5 4.206 92.247 98.728 

7x7 5.864 89.475 98.204 

11x11 8.591 86.011 97.319 

15x15 10.781 83.849 96.582 

5 

3x3 3.218 94.82 99.032 

5x5 4.627 91.066 98.596 

7x7 6.455 87.292 98.021 

11x11 9.485 82.685 97.041 

15x15 11.898 79.947 96.232 

7 

3x3 4.015 93.616 98.776 

5x5 4.835 90.353 98.523 

7x7 6.749 85.905 97.922 

11x11 10.244 79.573 96.759 

15x15 12.913 75.945 95.9 

9 

3x3 5.407 91.851 98.342 

5x5 5.355 89.78 98.358 

7x7 7.049 85.601 97.825 

11x11 10.476 79.228 96.72 

15x15 12.985 75.666 95.876 

 

El error de clasificación, sensibilidad, y especificidad, de los w-operadores diseñados con 

las particiones 50-50, 70-30, y 80-20, de imágenes con diferentes niveles de ruido, 

presentadas en las Tablas 7.12, 7.14, y 7.16, se grafican en la Figura 7.3, 7.4, y 7.5, 

respectivamente. 
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(a) (b) 

 
(c) 

Figura 7.4. Error de clasificación de los w-operadores diseñados con las particiones: (a) 50-50, (b) 70-30, y (c) 80-20.  

  
(a) (b) 

 
(c) 

Figura 7.5. Sensibilidad de los w-operadores diseñados con las particiones: (a) 50-50, (b) 70-30, y (c) 80-20.  
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(a) (b) 

 
(c) 

Figura 7.6. Especificidad de los w-operadores diseñados con las particiones: (a) 50-50, (b) 70-30, y (c) 80-20.  

 

En la Figura 7.2-(d-f), se puede observar que los histogramas de cada clase empiezan a 

superponerse a medida que el nivel de ruido en las IRM aumenta, y esta misma 

superposición se presenta en las funciones de pertenencia gaussianas en la Figura 7.2-(a-

c). La mayor superposición se puede observar en las clases de la sustancia blanca (color 

amarillo) y sustancia gris (color rojo), mientras que con el líquido cefalorraquídeo (color 

azul), la superposición es leve.  

En cada uno de los experimentos, utilizando las distintas particiones, los resultados 

presentados en las Tablas 7.12, 7.14, y 7.16, muestran en primer lugar, que la 

segmentación en las IRM empeora cuando el tamaño de la ventana aumenta, teniendo los 

mejores resultados con las ventanas de menor tamaño 3x3 y 5x5, en segundo lugar, los 

resultados con estas ventanas empeoran a medida que el nivel de ruido aumenta. El 

principal problema cuando aumenta el tamaño de ventana y el nivel de ruido es la 

presencia de píxeles etiquetados incorrectamente en las clases donde existe mayor 

superposición. Como se observa en las Tablas 7.2 a 7.6, mientras aumenta el tamaño de 

ventana, el porcentaje de pixeles correctamente clasificados para cada clase disminuye, 

como es el caso de la sustancia blanca donde existen píxel etiquetados como sustancia 

gris. De igual manera, en la sustancia gris hay píxeles etiquetados como sustancia blanca 

y líquido cefalorraquídeo, este último en menor porcentaje, porque es la clase de menor 

superposición con las demás clases.  

Las Figuras 7.4, 7.5, y 7.6, muestran los gráficos del error de clasificación, sensibilidad, 

y especificidad, en función del tamaño de ventana, respectivamente. Estas métricas 
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corresponden a los w-operadores diseñados con diferentes particiones o conjuntos de 

imágenes de entrenamiento y prueba, con distintos niveles de ruido, presentados en las 

Tablas 7.12, 7.14, y 7.16. Se puede observar que en las Figuras 7.4, 7.5, y 7.6, cada una 

de las métricas presentan un mismo patrón en cada partición. En la Figura 7.3, el error de 

clasificación, en todos los niveles de ruido, aumenta cuando el tamaño de ventana crece. 

En cambio, en las Figuras 7.5, y 7.6, la sensibilidad y especificidad disminuyen a medida 

que el tamaño de ventana crece. Estas métricas comprueban lo antes dicho: la mejor 

segmentación en cada experimento se obtiene con las ventanas de tamaño 3x3 y 5x5. 

Para una ventana de tamaño 3x3, el error es inferior al 4% en todas las particiones 

utilizadas cuando se trabaja con imágenes con ruido del 0 al 5%. El error es inferior al 

6,2 % cuando el ruido aumenta al 9 %. Y la sensibilidad y especificidad, con 9 % de ruido 

son mayores al 91 y 98%, respectivamente, y mejoran mientras el nivel de ruido 

disminuye. 

 

 

7.2 Diseño automático de w-operadores mediante funciones de pertenencia basadas 

en la distancia euclidiana y en la distancia Euclidiana difusa intuicionista para 

la segmentación de imágenes de resonancia magnética de cerebro 

En este experimento se diseñaron w-operadores para la segmentación de IRM con 

distintos niveles de ruido. La segmentación de las IRM consiste en la partición del 

dominio de dichas imágenes en cuatro subconjuntos disjuntos que son: fondo, líquido 

cefalorraquídeo, sustancia blanca, y sustancia gris. Los w-operadores se diseñaron 

utilizando funciones de pertenencia basada en la distancia euclidiana y la distancia 

euclidiana difusa intuicionista, y vectores prototipos calculados mediante dos algoritmos 

de clustering: Fuzzy C-Means (FCM) y Clustering Substractivo (siglas en inglés SC). 

Dichos vectores prototipo se utilizan en las funciones de pertenencia y permiten el cálculo 

de los grados de pertenencia de los vectores de observación que no estuvieron presentes 

en la etapa de entrenamiento, los cuales permiten la asignación de una clase mejorando 

la capacidad predictiva del w-operador. Los resultados obtenidos fueron comparados con 

los resultados obtenidos en el experimento anterior donde los w-operadores se diseñaron 

mediante el uso de funciones de pertenencia gaussianas.  

 

7.2.1 Detalles técnicos experimentales 

En este experimento se definieron diferentes parámetros para el diseño de un determinado 

número de w-operadores con la finalidad de comparar el rendimiento entre los mismos. 

Los detalles técnicos se describen en la siguiente lista: 

▪ Partición de la base de datos: de la base de datos del Instituto Neurológico de 

Montreal, Universidad McGill [1, 4] se seleccionaron 50 imágenes de tamaño 

271x181, ponderadas en T2 (TR=3300 ms, TE=35 ms, 120 ms). El criterio de 

selección fue la presencia amplia de los tres tipos de tejidos. Estas imágenes 

fueron divididas en dos conjuntos. Para el conjunto de imágenes de entrenamiento 

se destinó el 50%, y para el conjunto de imágenes de prueba el 50% restante. 
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▪ Imágenes: las imágenes de los conjuntos de entrenamiento y prueba presentan 

niveles de ruido al 0, 3, 5, 7, y 9%. 

▪ Tamaño ventana: la dimensión de la ventana utilizada para el diseño automático 

de los w-operadores fue 3x3. 

▪ Algoritmos de clustering: los algoritmos de clustering empleados para el cálculo 

de los vectores prototipo de cada clase fueron FCM y SC. 

▪ Funciones de pertenencia: las funciones utilizadas en el diseño automático de los 

w-operadores, para definir las diferentes clases o regiones en las IRM fueron las 

funciones basadas en distancia euclidiana y distancia euclidiana difusa 

intuicionista. 

▪ Generador intuicionista: La función empleada para introducir el carácter 

intuicionista en las funciones de pertenencia basada en la distancia euclidiana fue 

el generador intuicionista de Dubey definido en el capítulo 2. 

 

La Tabla 7.17 presenta los detalles técnicos de los algoritmos de clustering. En el 

algoritmo FCM, el parámetro 𝐾 corresponde al número de clústers o vectores prototipo 

que se desea calcular. En el caso del algoritmo SC,  𝑅𝐼𝐶 es el rango de influencia de 

clúster, y los parámetros en Options 1 y 2, son valores estándar y modificados, 

respectivamente. 

                                                         Tabla 7.17. Detalles técnicos de los algoritmos de clustering 

Algoritmos de Clustering 

FCM SC 

-K = {2, … ,15} 
-RIC = {0.1, … ,1} 
-Options 1 (default) = [1.25 0.5 0.15 0] 

-Options 2 = [2, 0.8, 0.7, 0] 

 

De acuerdo al orden de los parámetros dentro de Options, éstos se definen de la siguiente 

forma: 

-Factor de aplastamiento: permite escalar el rango de influencia de los centros de clúster, 

especificado como un escalar positivo. Un factor más pequeño reduce la posibilidad de 

que los puntos periféricos se consideren parte de un grupo, lo que normalmente crea más 

grupos de datos y más pequeños. 

-Relación de aceptación: tasa de aceptación, definida como una fracción del potencial del 

primer centro de clúster, por encima del cual se acepta otro punto de los datos como centro 

de clúster, especificado como un valor escalar en el rango [0,1]. La tasa de aceptación 

debe ser mayor que la tasa de rechazo. 

-Tasa de rechazo: tasa de rechazo, definida como una fracción del potencial del primer 

centro de clúster, por debajo del cual se rechaza otro punto de datos como centro de 

clúster, especificado como un valor escalar en el rango [0,1]. La tasa de rechazo debe ser 

menor que la tasa de aceptación. 

-Indicador de visualización de información: indica si se debe mostrar información de 

progreso durante la agrupación, especificada como una de las siguientes: false (0) no 

muestra la información de progreso y true (1) muestra información de progreso. 
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7.2.2 Diseño automático de los w-operadores y estimación de vectores prototipo 

En cada experimento, con cada uno de los dos tipos de funciones de pertenencia basada 

en distancias, se diseñó un w-operador Ψ, con una ventana de tamaño 3x3, las imágenes 

destinadas al entrenamiento con diferentes niveles de ruido, y la regla de estimación 

basada en la máxima frecuencia de clase de cada vector de observación 𝑋 (capítulo 5, 

ecuación 5.1). En primer lugar, se utilizó la función de pertenencia basada en la distancia 

euclidiana (FPDE) y, en segundo lugar, la función de pertenencia basada en la distancia 

euclidiana difusa intuicionista (FPDEDI). A partir de este punto, se utilizarán las siglas 

de las funciones de pertenencia para identificar al w-operador usado.  

Cada w-operador diseñado se define como un clasificador 𝜓:𝑿→{0, … , 𝑐 − 1}, donde 

𝑐 = 4, por lo tanto, el clasificador asignara a cada vector de observación 𝑋 ∈ 𝑿 una 

etiqueta del conjunto {0,1,2,3}, correspondientes al fondo, líquido cefalorraquídeo, 

sustancia blanca, y sustancia gris. La elección de tamaño de ventana se determinó en base 

a experimentos antes realizados, donde se obtuvieron mejores resultados con una ventana 

de tamaño 3x3. 

Los rangos de clase 𝑅𝐶 se definen en función de los 𝑁 pares de imágenes de entrenamiento 

(𝑶, 𝑰) para el conjunto 𝐶 = {0,1,2,3}, mediante la ecuación 5.2 del capítulo 5. De esta 

forma, se obtienen los rangos para la clase del fondo 𝑅𝐹, líquido cefalorraquídeo 𝑅𝐿𝐶, 

sustancia gris 𝑅𝑆𝐺 , y sustancia blanca  𝑅𝑆𝐵. Los vectores prototipo 𝑉𝑗 son calculados a 

partir del w-operador diseñado Ψ, utilizando su dominio 𝑿 y sus respectivas etiquetas 

pertenecientes al conjunto 𝐶. En cada w-operador diseñado Ψ, se realiza la partición de 

𝑿, en función de las etiquetas de cada vector de observación 𝑋 ∈ 𝑿, obteniendo en este 

caso 4 particiones 𝑿𝑗𝑖, con 𝑗 = {0,1,2,3}, e 𝑖 = {1,… , 𝑆𝑗}, donde 𝑆𝑗 = |𝑿𝑗𝑖| es el tamaño 

de cada partición. En cada una de las 4 particiones, se aplicó en los primeros experimentos 

el algoritmo de clustering FCM para calcular los vectores prototipo 𝑉𝑗 cuya dimensión es 

igual al tamaño de ventana 𝑘 = |𝑊|. Este algoritmo realiza el cálculo y optimización de 

los centroides o vectores prototipo de cada clase mediante el cálculo iterativo de una 

función objetivo [5]. En el algoritmo FCM, el parámetro 𝐾 = {2,… , 15}, determina el 

número de vectores prototipo 𝑉𝑗 para las cuatro clases. Por lo tanto, el número de 

experimentos, utilizando FCM, depende del parámetro  𝐾.  

En los experimentos, donde se aplicó el algoritmo SC, se modificaron varios parámetros 

mostrados en la Tabla 7.17. En primer lugar, el rango de influencia de clúster                

𝑅𝐼𝐶 = {0.1, … ,1} fue variando los valores de su conjunto, conservando el factor de 

aplastamiento, la relación de aceptación, la tasa de rechazo, y el indicador de verbosidad. 

Estos parámetros ingresan en el orden de mención como option 1 = [1.25, 0.5, 0.15, 0]. 

Luego los experimentos se realizaron nuevamente modificando option 1 a option 2 = [2, 

0.8, 0.7, 0]. Estos valores permiten encontrar clústeres con mayor distancia inter clústeres 

de acuerdo a la sección de especificación de opciones en Matlab [6], donde especifican 

la razón de estos de la siguiente forma: 

-Factor de aplastamiento de 2.0: solo encuentra grupos que estén lejos unos de otros. 

-Relación de aceptación de 0.8: solo acepta puntos de datos con un gran potencial para 

ser centros de conglomerados. 
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-Tasa de rechazo de 0,7: puntos de datos rechazados si no tienen un gran potencial para 

ser centros de conglomerados. 

-Indicador de verbosidad de 0: no imprime la información de progreso en la ventana de 

comandos. 

 

7.2.3 Elección de los vectores prototipo y aplicación del generador intuicionista de 

Dubey 

La elección de los vectores prototipo 𝑉𝑗 para las clases del fondo 𝑅𝐹, líquido 

cefalorraquídeo 𝑅𝐿𝐶, sustancia gris 𝑅𝑆𝐺 , y sustancia blanca  𝑅𝑆𝐵, dependerá de la 

presencia del píxel central del vector de observación 𝑋 en los diferentes rangos de clase, 

de la siguiente manera:  

                                         si  𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 ∈ 𝑅𝑗 , entonces se emplea 𝑉𝑗                               (7.4) 

Por ejemplo, si 𝑥𝑐𝑒𝑛𝑡𝑟𝑎𝑙 pertenece a 𝑅𝐿𝐶 y 𝑅𝑆𝐺 , entonces se emplea 𝑉𝐿𝐶 y 𝑉𝑆𝐺 para definir 

las funciones de pertenencia basadas en la distancia euclidiana para las clases 

seleccionadas. Para el caso de las FPDEDI, es importante el cálculo de los grados de 

pertenencia, los grados de no pertenencia y grados de vacilación o índices intuicionistas 

de los vectores prototipo 𝑉𝑗, mediante un determinado generador intuicionista. En este 

caso, se utilizó el generador intuicionista de Dubey definido en la ecuación 2.30 

presentado en el capítulo 2. Este generador intuicionista fue elegido, ya que, en [7] lo 

consideran, en comparación a otros generadores intuicionistas, el mejor candidato para la 

representación de imágenes difusas intuicionistas, con el fin de abordar la no 

homogeneidad y el ruido en las imágenes en niveles de gris.  

Los vectores prototipo 𝑉𝑗 son fuzzificados mediante la función normalización. En otras 

palabras, a cada uno de los elementos 𝑥 de los vectores prototipo 𝑉𝑗, se les asigna un grado 

de pertenencia mediante la función 𝑥/255. Los grados de pertenencia de los vectores 

prototipo 𝑢(𝑉𝑗) son ingresados en el generador difuso intuicionista de Dubey definido en 

la ecuación 2.30 para calcular los grados de no pertenencia  𝜗(𝑉𝑗), y así calcular los 

índices intuicionistas 𝜋(𝑉𝑗) mediante la ecuación 2.27 presentada en el capítulo 2. 

Del mismo modo, utilizando el procedimiento anterior, dado un vector de observación 𝑋 

no presente en el dominio 𝑿 del w-operador Ψ, se debe obtener 𝑢(𝑋), 𝜗(𝑋), y 𝜋(𝑋). 

 

7.2.4 Definición de las funciones de pertenencia basada en la distancia Euclidiana 

Los vectores prototipo calculados mediante el algoritmo FCM o SC, para las clases del 

fondo, líquido cefalorraquídeo, sustancia gris, y sustancia blanca, son ingresados en las 

funciones de pertenencia para realizar el cálculo de los grados de pertenencia de los 

vectores de observación que no están presentes en el dominio del w-operador diseñado. 

Con respecto a la FPDE, los vectores prototipo 𝑉𝑗 son empleados para el cálculo de la 

distancia euclidiana 𝑑(𝑋, 𝑉𝑗), entre un vector de observación 𝑋 y los vectores prototipo 

𝑉𝑗 seleccionados, presente en la función de pertenencia definida en el capítulo 2, ecuación 

2.28. En el caso de la FPDEDI, la propiedad intuicionista de Atanassov se introduce en 
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la métrica de distancia euclidiana, incorporando los grados de pertenencia, de no 

pertenencia y de vacilación en los vectores prototipo 𝑉𝑗 seleccionados previamente y en 

un vector de observación 𝑋 dado. La distancia euclidiana difusa intuicionista 𝑑𝑑𝑖(𝑋, 𝑉𝑗), 

expresada en el capítulo 2 ecuación 2.29, permite definir la función de pertenencia 𝑼𝒅𝒊(𝑋) 
presentada en el capítulo 2 ecuación 2.30.  

El número de vectores prototipo 𝑉𝑗  para cada clase, depende de los parámetros de cada 

algoritmo de clustering aplicado. En el caso de FCM, es el parámetro 𝐾, y en el caso de 

SC, el parámetro 𝑅𝐼𝐶 junto a sus demás factores presentados en la Tabla 7.17. Como 

ejemplo, aplicando FCM, el parámetro 𝐾 determinará 𝐾 vectores prototipo y por lo tanto 

𝐾 distancias calculadas. Entre todas estas distancias, la seleccionada para ser utilizada en 

FPDE o FPDEDI, es la mínima distancia entre un vector de observación 𝑋 y cada uno de 

los 𝐾 vectores prototipo correspondientes a una clase. En otras palabras, se elige la 

distancia del vector de observación 𝑋 más cercano o similar a uno de los vectores 

prototipo 𝑉𝑗. Finalmente, calculada la mínima distancia (abusando de la notación) 

𝑑(𝑋, 𝑉𝑗) o 𝑑𝑑𝑖(𝑋, 𝑉𝑗), se calcula los grados de pertenencia 𝑼𝒋(𝑋) o 𝑼𝒅𝒊𝒋(𝑋) para las 

posibles clases elegidas de acuerdo a la regla 7.4. La forma de asignación de la etiqueta 

al vector de observación 𝑋 es igual a la forma utilizada en los experimentos anteriores. 

Por lo tanto, la asignación de la etiqueta del conjunto 𝐶 = {0,1,2,3} al vector de 

observación 𝑋 dependerá del grado de pertenencia máximo de las clases elegidas, por 

ejemplo, sin fueron elegidas las clases del líquido cefalorraquídeo y sustancia gris, 

entonces la elección de la etiqueta será:  𝑚𝑎𝑥{𝑼𝒅𝒊𝑳𝑪(𝑋), 𝑼𝒅𝒊𝑺𝑮(𝑋)}. 

 

7.2.5 Resultados y discusión 

En primer lugar, se presentan los resultados obtenidos de la aplicación los w-operadores 

diseñados mediante FPDE, utilizando FCM y SC, sobre el conjunto de imágenes de 

prueba. En base a estos experimentos, se seleccionó los mejores vectores prototipo, con 

los que se obtuvieron mejores resultados, para aplicarlos en el diseño de los w-operadores 

utilizando FPDEDI. Todos estos resultados son comparados con los resultados obtenidos 

utilizando funciones gaussianas.  

En la Tabla 7.18 se presentan el error de clasificación, sensibilidad, y especificidad de los 

w-operadores diseñados con FPDE y el algoritmo de clustering FCM con diferente 

número K de vectores prototipo aplicados a IRM con niveles de ruido al 0, 3, 5, 7, y 9%. 

Estas métricas son graficadas en la Figura 7.7. 
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Tabla 7.18. Error de clasificación, sensibilidad, y especificidad de los w-operadores diseñados con FPDE y el algoritmo de clustering 

FCM con diferente número de vectores prototipo K aplicados a IRM con niveles de ruido al 0, 3, 5, 7, y 9%. 

Ruido % K vectores prototipo Error Sensibilidad Especificidad 

0 

2 3.9203 93.8450 98.7836 

3 3.4147 94.3461 98.9424 

4 3.0288 94.6956 99.0606 

5 2.7500 95.0812 99.1415 

6 2.6432 95.1764 99.1836 

7 2.5787 95.2094 99.2030 

8 2.5116 95.3472 99.2246 

9 2.5283 95.2766 99.2195 

10 2.4692 95.4275 99.2400 

11 2.5077 95.4771 99.2273 

12 2.4616 95.4593 99.2400 

13 2.5078 95.3075 99.2288 

14 2.4371 95.3580 99.2451 

15 2.5431 95.2308 99.2129 

3 

2 3.3053 94.3715 98.9958 

3 3.0838 94.5511 99.0617 

4 3.1073 94.4576 99.0549 

5 2.9537 94.6413 99.0968 

6 3.0537 94.5009 99.0696 

7 2.9651 94.4622 99.0892 

8 2.9741 94.6469 99.0920 

9 2.9863 94.4878 99.0859 

10 2.9604 94.6041 99.0952 

11 2.9467 94.5607 99.0973 

12 2.9312 94.4620 99.0990 

13 3.0096 94.4933 99.0810 

14 2.9761 94.8247 99.0950 

15 2.9924 94.5680 99.0870 

5 

2 4.1800 92.9100 98.7283 

3 3.9243 93.0246 98.7985 

4 3.9665 92.8893 98.7837 

5 3.8735 92.9691 98.8108 

6 3.8352 93.0311 98.8222 

7 3.8600 92.7892 98.8110 

8 3.8584 93.2559 98.8167 

9 3.7085 93.2559 98.8584 

10 3.7879 93.2904 98.8358 

11 3.7396 93.4266 98.8517 

12 3.7693 93.0741 98.8374 

13 3.7883 93.0212 98.8327 

14 3.7793 93.1252 98.8378 

15 3.7383 93.2021 98.8491 

7 

2 5.7101 91.0683 98.2734 

3 5.3100 91.6014 98.3868 

4 5.1165 91.7454 98.4480 

5 5.0638 91.5228 98.4478 

6 5.3219 91.4203 98.3831 

7 5.2350 91.6747 98.4173 

8 5.3562 91.8188 98.3914 

9 5.3009 91.6471 98.3976 

10 4.8669 91.9695 98.5054 

11 4.7769 91.9715 98.5270 

12 4.7263 92.0802 98.5464 

13 4.8604 92.1023 98.5180 

14 4.8947 91.9850 98.5030 

15 4.8941 91.9909 98.4978 

9 

2 7.5133 88.8281 97.7132 

3 7.3847 88.8633 97.7461 

4 7.4030 88.9415 97.7454 

5 7.4565 88.9050 97.7299 

6 7.3116 88.9909 97.7697 

7 7.3977 89.1298 97.7562 

8 7.4755 89.0574 97.7325 

9 7.3519 88.9943 97.7612 

10 7.4695 89.0138 97.7316 

11 7.3929 88.9533 97.7486 

12 7.4690 89.0640 97.7340 

13 7.4228 89.0488 97.7458 
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14 7.4016 89.0703 97.7519 

15 7.4259 89.0906 97.7431 

 

 

  
(a) (b) 

 
(c) 

Figura 7.7. Gráficos de las métricas de los w-operadores diseñados con FPDE y el algoritmo de clustering FCM con diferente número 

de clústers K aplicados a IRM con niveles de ruido al 0, 3, 5, 7, y 9%. (a) Error de clasificación, (b) Sensibilidad, y (c) Especificidad. 

 

En la Tabla 7.19 se detallan el error de clasificación, sensibilidad, y especificidad de los 

w-operadores diseñados con FPDE y el algoritmo de clustering substractivo SC con 

diferente rango de influencia de clúster RIC aplicados a IRM con niveles de ruido al 0, 3, 

5, 7, y 9%. La columna izquierda en cada métrica corresponde a los resultados con los 

parámetros option 1: [1.25, 0.5, 0.15, 0], mientras que la columna derecha corresponde a 

los resultados con los parámetros modificados option 2: [2, 0.8, 0.7, 0]. Estas métricas 

son graficadas en las Figuras 7.8 y 7.9, respectivamente. 
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Tabla 7.19. Error de clasificación, sensibilidad, y especificidad de los w-operadores diseñados con FPDE y el algoritmo de clustering 

substractivo SC con diferente RIC aplicados a IRM con niveles de ruido al 0, 3, 5, 7, y 9%. La columna izquierda en cada métrica 

corresponde a los resultados con los parámetros option 1: [1.25, 0.5, 0.15, 0], mientras que la columna derecha corresponde a los 

resultados con los parámetros modificados option 2: [2, 0.8, 0.7, 0]. 

Ruido % RIC Error Sensibilidad Especificidad 

0 

0.1 2.5900 2.5615 93.9622 94.0125 99.1800 99.2007 

0.2 2.7900 2.5479 93.9161 94.1138 99.1348 99.2038 

0.3 4.0227 2.5647 92.9572 94.1173 98.7201 99.2001 

0.4 5.1008 2.6715 90.8421 94.0394 98.3704 99.1652 

0.5 3.4663 2.8689 94.1460 93.7426 98.9597 99.0990 

0.6 3.6987 2.9088 94.1801 93.7906 98.9007 99.0874 

0.7 4.2006 3.0100 93.7140 93.7643 98.7632 99.0563 

0.8 4.3807 3.1123 93.4558 93.7389 98.7093 99.0258 

0.9 5.1383 3.4224 92.5843 93.4645 98.4910 98.9283 

1 5.2105 3.5276 92.4832 93.3071 98.4652 98.8933 

3 

0.1 4.0306 3.2831 91.6931 92.3957 98.7502 98.9745 

0.2 3.3186 3.2514 92.5088 92.6313 98.9628 98.9872 

0.3 3.2514 3.2514 92.6313 92.6313 98.9872 98.9872 

0.4 3.2333 3.2333 92.8067 92.8067 98.9921 98.9921 

0.5 3.9386 3.2368 93.6055 92.7893 98.8330 98.9904 

0.6 4.2493 3.4244 93.2481 92.3977 98.7376 98.9245 

0.7 4.7478 3.4107 92.7049 92.7464 98.6053 98.9342 

0.8 4.7478 3.4107 92.7049 92.7464 98.6053 98.9342 

0.9 5.2268 3.4745 92.2711 93.0216 98.4798 98.9236 

1 6.1043 3.5106 91.4079 93.1552 98.2487 98.9172 

5 

0.1 4.5734 4.4279 89.7222 89.8256 98.5759 98.6186 

0.2 4.7040 4.5897 89.1273 89.7885 98.5198 98.5725 

0.3 4.3521 4.3521 90.0604 90.0604 98.6399 98.6399 

0.4 4.5423 4.3435 91.7332 90.1365 98.6238 98.6434 

0.5 4.8400 4.3279 91.9802 90.2107 98.5547 98.6481 

0.6 5.1851 4.3546 91.8422 90.3549 98.4614 98.6381 

0.7 5.1298 4.3546 91.7027 90.3549 98.4726 98.6381 

0.8 5.4743 4.4788 91.3780 90.4119 98.3726 98.5993 

0.9 6.5794 4.5181 90.7892 90.9132 98.0907 98.5988 

1 4.6311 4.6311 90.7253 90.7253 98.5601 98.5601 

7 

0.1 4.5940 5.4782 91.2340 87.8399 98.5585 98.2862 

0.2 6.4173 5.4389 86.7462 88.0735 97.9785 98.3002 

0.3 5.2072 5.4125 89.5936 88.0395 98.3816 98.3038 

0.4 6.9070 5.3511 90.0504 88.3593 97.9737 98.3247 

0.5 6.1047 5.2973 90.9463 88.7349 98.1870 98.3447 

0.6 6.0649 5.3017 90.6150 88.5873 98.1892 98.3395 

0.7 6.4984 5.2593 90.2166 89.1570 98.0756 98.3604 

0.8 6.8154 5.2299 90.2451 89.4731 97.9983 98.3733 

0.9 6.9737 5.3920 90.0074 89.1082 97.9433 98.3150 

1 5.3595 5.3595 89.7485 89.7403 98.3345 98.3345 

9 

0.1 8.2021 6.3532 89.7026 86.7393 97.5811 98.0046 

0.2 6.6591 6.2739 86.8463 86.8058 97.9065 98.0297 

0.3 6.7051 6.1938 88.6453 87.2322 97.9215 98.0571 

0.4 7.4295 6.1938 89.4335 87.2322 97.7940 98.0571 

0.5 6.4750 6.1938 89.8066 87.2322 98.0351 98.0571 

0.6 6.7809 6.1227 89.9505 87.7776 97.9626 98.0845 

0.7 7.4967 6.3661 88.8577 87.6667 97.7448 98.0005 

0.8 7.4300 6.3661 88.9048 87.6667 97.7620 98.0005 

0.9 7.8494 6.3661 88.7994 87.6667 97.6572 98.0005 

1 6.3326 6.3326 88.4308 88.4308 98.0227 98.0227 
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(a) (b) 

 
(c) 

Figura 7.8. Gráficos de las métricas de los w-operadores diseñados con FPDE, el algoritmo de SC y diferente rango de influencia de 

clúster (RIC) aplicados a IRM con niveles de ruido al 0, 3, 5, 7, y 9%. (a) Error de clasificación, (b) Sensibilidad, y (c) Especificidad. 

 

  
(a) (b) 

 
(c) 

Figura 7.9. Gráficos de las métricas de los w-operadores diseñados con FPDE, el algoritmo SC y diferente rango de influencia de 

clúster (RIC) aplicados a IRM con niveles de ruido al 0, 3, 5, 7, y 9%. (a) Error de clasificación, (b) Sensibilidad, y (c) Especificidad. 

 

En la Figura 7.10, se presenta un ejemplo de una IRM de prueba con nivel de ruido al 0, 

5, y 9%, con su imagen ideal. En la Figura 7.11, se muestran los resultados de los w-

operadores diseñados con FPDE y el algoritmo de clustering FCM, con el parámetro K 

con valores que van desde el 10 al 15, desde la primera hasta la última columna, 
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respectivamente. Cada fila corresponde a los resultados de imágenes con diferente nivel 

de ruido: (a-f) 0%, (g-l) 5%, y (m-r) 9%. Y en la Figura 7.12, se muestran los resultados 

de los w-operadores diseñados con FPDE y el algoritmo de clustering substractivo SC, 

con los parámetros modificados option 2: [2, 0.8, 0.7, 0], y el parámetro RIC = {0.1, 0.3, 

0.5, 0.7, 0.9} desde la primera hasta la última columna, respectivamente. Cada fila 

corresponde a resultados de imágenes con diferente nivel de ruido. (a-f) 0%, (g-l) 5%, y 

(m-r) 9%. Los resultados, utilizando los parámetros de option 1, no son presentados, ya 

que los resultados con los parámetros de option 2 son mejores como se puede observar 

en la Tabla 7.19. Cada región está representada por colores: la sustancia gris se representa 

con el color rojo, el líquido cefalorraquídeo con el color azul, la sustancia blanca con el 

color amarillo y el fondo con el color negro. 

 

    
(a) (b) (c) (d) 

            Figura 7.10. Ejemplo de imagen observada de prueba con nivel de ruido al (a) 0%, (b) 5%, (c) 9%, y (d) su imagen ideal.  

 

      
(a) (b) (c) (d) (e) (f) 

      
(g) (h) (i) (j) (k) (l) 

      
(m) (n) (o) (p) (q) (r) 

Figura 7.11. Resultados de los w-operadores diseñados con FPDE y el algoritmo de clustering FCM, con el parámetro K con valores 

del 10 al 15, desde la primera hasta la última columna, respectivamente. Cada fila corresponde a resultados de imágenes con diferente 

nivel de ruido. (a-f) 0%, (g-l) 5%, y (m-r) 9%.  
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(a) (b) (c) (d) (e) 

     
(g) (h) (i) (j) (k) 

     
(m) (n) (o) (p) (q) 

Figura 7.12. Resultados de los w-operadores diseñados con FPDE y el algoritmo de clustering substractivo, con los parámetros 

modificados Option: [2, 0.8, 0.7, 0], y el parámetro RIC = {0.1, 0.3, 0.5, 0.7, 0.9}, desde la primera hasta la última columna, 

respectivamente. Cada fila corresponde a resultados de imágenes con diferente nivel de ruido. (a-f) 0%, (g-l) 5%, y (m-r) 9%.  

 

La Tabla 7.20 presenta una comparación entre los mejores resultados de los w-operadores 

diseñados mediante FPDE y vectores prototipo calculados con FCM y SC y los mejores 

resultados de los w-operadores diseñados mediante funciones gaussianas. 

 

Tabla 7.20. Presenta los mejores resultados de los w-operadores diseñados mediante FPDE y vectores prototipo calculados con FCM 

y SC y los mejores resultados de los w-operadores diseñados mediante funciones gaussianas. 

Ruido % Función de pertenencia Error Sensibilidad Especificidad 

0 

Distancia euclidiana/FCM 
2.4616 95.4593 99.2400 

2.4371 95.3580 99.2451 

Distancia euclidiana/SC 
2.5615 94.0125 99.2007 

2.5479 94.1138 99.2038 

Gaussiana 2.8821 95.665 99.129 

3 

Distancia euclidiana/ FCM 
2.9467 94.5607 99.0973 

2.9312 94.4620 99.0990 

Distancia euclidiana/SC 
3.2333 92.8067 98.9921 

3.2368 92.7893 98.9904 

Gaussiana 3.1067 95.392 99.06 

5 

Distancia euclidiana/ FCM 
3.7085 93.2559 98.8584 

3.7396 93.4266 98.8517 

Distancia euclidiana/SC 
4.3435 90.1365 98.6434 

4.3279 90.2107 98.6481 

Gaussiana 3.6594 94.559 98.881 

7 

Distancia euclidiana/ FCM 
4.7769 91.9715 98.5270 

4.7263 92.0802 98.5464 

Distancia euclidiana/SC 
5.2593 89.1570 98.3604 

5.2299 89.4731 98.3733 

Gaussiana 4.6141 93.368 98.577 

9 

Distancia euclidiana/ FCM 
7.3116 88.9909 97.7697 

7.3519 88.9943 97.7612 

Distancia euclidiana/SC 
6.1938 87.2322 98.0571 

6.1227 87.7776 98.0845 

Gaussiana 6.1049 91.639 98.111 

 

En cada experimento, la distancia utilizada para calcular los grados de pertenencia de un 

vector de observación para cada clase se obtiene mediante el cálculo de la mínima 

distancia entre las distancias obtenidas entre un vector de observación y los vectores 

prototipo de clase. Los vectores prototipo de cada clase se obtiene mediante el algoritmo 
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FCM y el algoritmo SC. En base al error de clasificación, sensibilidad, y especificidad, 

calculadas para valorar la capacidad de clasificación del w-operador, presentadas en la 

Tabla 7.18 y Figura 7.7, se observa que al aumentar el parámetro K correspondiente al 

número de vectores prototipo de cada clase, estas métricas mejoran. Al parecer, a partir 

de K= 10 las métricas mejoran, en K=11 empeoran levemente, nuevamente mejoran con 

K= 12, es decir, existen variaciones leves en las métricas, pero mejoras no hay. Por esta 

razón, el número máximo de vectores prototipo para estos experimentos fue K = 15. 

En los experimentos, donde los vectores prototipo se obtuvieron mediante el algoritmo 

SC, se determinó diferente número de vectores prototipo para cada clase en función del 

rango de influencia de clúster RIC, a diferencia del algoritmo FCM que para cada clase 

se calcula el mismo número K de vectores prototipo. Con SC, se experimentó primero 

conservando sus parámetros estándar y luego modificándolos. En base a la Tabla 7.19 y 

las Figuras 7.8 y 7.9, se observa que los mejores resultados se obtienen con los parámetros 

modificados [2, 0.8, 0.7, 0]. Estos parámetros, principalmente, permiten encontrar 

clústers con mayor distancia intercluster. 

De acuerdo con los resultados en la Tabla 7.20, se obtuvo mejores resultados aplicando 

el algoritmo FCM a las IRM con niveles de ruido al 0, 3 ,5 y 7%, mientras que, con las 

IRM con nivel de ruido al 9%, se obtuvo mejores resultados aplicando el algoritmo SC. 

Como ejemplo, se puede observar, que en la Figura 7.7-(a), el error de clasificación está 

por encima del 7% utilizando FCM, mientras que en la Figura 7.9-(a), el error de 

clasificación está por debajo del 6.5% utilizando SC. 

En cuanto al tiempo de cálculo de vectores prototipo de estos algoritmos, el tiempo 

promedio del algoritmo FCM fue aproximadamente de un minuto, mientras que para el 

algoritmo SC el tiempo fue aproximadamente de 3 horas. Cabe mencionar que este 

método donde se utiliza vectores prototipo por clase, para obtener los grados de 

pertenencia de un vector de observación mediante la función de pertenencia basada en 

distancia euclidiana, es mejor que el método que utiliza funciones gaussianas, en cuanto 

a su aplicación en imágenes con niveles de ruido al 0 y 3%, sin embargo, el método que 

utiliza funciones gaussianas es mejor en la aplicación en imágenes con niveles de ruido 

al 5, 7, y 9%. Esto se puede observar en la Tabla 7.20. 

 

7.2.6 Aplicación de la función de pertenencia basada en la distancia euclidiana difusa 

intuicionista en el diseño de w-operadores para la segmentación de IRM 

Los experimentos antes realizados se repitieron utilizando la función de pertenencia 

basada en la distancia euclidiana difusa intuicionista FPDEDI. Los vectores prototipo de 

cada clase fueron fuzzificados mediante una función de normalización y para calcular sus 

grados de no pertenencia y de vacilación se utilizó el generador intuicionista de Dubey. 

Este mismo proceso se lleva a cabo en cada vector de observación en la etapa de prueba 

𝑋. Para estos nuevos experimentos se utilizó los vectores prototipo con los que se obtuvo 

buenos resultados en los anteriores experimentos.  

En la Tabla 7.20 se presentaron los dos mejores resultados obtenidos con los vectores 

prototipo calculados por el algoritmo FCM y SC. En el caso de las imágenes con 0, 3, 5, 

y 7% de ruido, se obtuvieron mejores resultados con los vectores prototipo calculados 
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con FCM, mientras que para las imágenes con 9% de ruido, se obtuvieron mejores 

resultados con los vectores prototipo calculados con SC. Por lo tanto, en estos nuevos 

experimentos, los vectores prototipo utilizados para el diseño de w-operadores para 

segmentar IRM con 0, 3, 5, y 7% de ruido, son los obtenidos por FCM, y para segmentar 

IRM con 9% de ruido, son los obtenidos con SC. 

En la Tabla 7.21 se presenta una comparación entre los mejores resultados de: -los w-

operadores diseñados mediante FPDE y vectores prototipo calculados con los algoritmos 

FCM y SC; -los w-operadores diseñados mediante funciones gaussianas; y -los w-

operadores diseñados mediante FPDEDI y los mejores vectores prototipo calculados con 

los algoritmos de clustering FCM y SC del primer experimento antes mencionado. 

 

Tabla 7.21. Presenta los mejores resultados de: -los w-operadores diseñados con FPDE, y vectores prototipos calculados con FCM y 

SC, -los w-operadores diseñados mediante funciones gaussianas, y -los w-operadores diseñados con FPDEDI, y los mejores vectores 

prototipo calculados con FCM y SC del primer experimento. 

Ruido % Función de pertenencia Error Sensibilidad Especificidad 

0 

Distancia euclidiana/FCM 
2.4616 95.4593 99.2400 

2.4371 95.3580 99.2451 

Distancia euclidiana/SC 
2.5615 94.0125 99.2007 

2.5479 94.1138 99.2038 

Distancia euclidiana difusa intuicionista/FCM 
2.2681 96.5737 99.1652 

2.2370 96.4719 99.3089 

Gaussiana 2.8821 95.665 99.129 

3 

Distancia euclidiana/FCM 
2.9467 94.5607 99.0973 

2.9312 94.4620 99.0990 

Distancia euclidiana/SC 
3.2333 92.8067 98.9921 

3.2368 92.7893 98.9904 

Distancia euclidiana difusa intuicionista/FCM 
2.5544 96.3305 99.2216 

2.5226 96.2775 99.2283 

Gaussiana 3.1067 95.392 99.06 

5 

Distancia euclidiana/FCM 
3.7085 93.2559 98.8584 

3.7396 93.4266 98.8517 

Distancia euclidiana/SC 
4.3435 90.1365 98.6434 

4.3279 90.2107 98.6481 

Distancia euclidiana difusa intuicionista/FCM 
3.0860 95.7324 99.0547 

3.1648 95.7239 99.0339 

Gaussiana 3.6594 94.559 98.881 

7 

Distancia euclidiana/FCM 
4.7769 91.9715 98.5270 

4.7263 92.0802 98.5464 

Distancia euclidiana/SC 
5.2593 89.1570 98.3604 

5.2299 89.4731 98.3733 

Distancia euclidiana difusa intuicionista/FCM 
4.1077 94.5653 98.7401 

4.0689 94.6531 98.7558 

Gaussiana 4.6141 93.368 98.577 

9 

Distancia euclidiana/FCM 
7.3116 88.9909 97.7697 

7.3519 88.9943 97.7612 

Distancia euclidiana/SC 
6.1938 87.2322 98.0571 

6.1227 87.7776 98.0845 

Distancia euclidiana difusa intuicionista/SC 
4.9885 91.5469 98.4291 

4.9061 92.1385 98.4602 

Gaussiana 6.1049 91.639 98.111 

 

En la Tabla 7.21 se puede observar que, entre todos los métodos de diseño de w-

operadores utilizando funciones de pertenencia, el mejor método es calculando vectores 

prototipo para cada clase, para emplearlas en las funciones de pertenencia basadas en la 

distancia euclidiana difusa intuicionista. Estos resultados, confirman y resaltan que, estas 

funciones, que involucran los grados de pertenencia, de no pertenencia y de vacilación, 

permiten lidiar con la incertidumbre y la vaguedad comúnmente presentes en imágenes 
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en niveles de gris, abordando así, la no homogeneidad y el ruido en dichas imágenes, 

como es el caso de las IRM. Por lo tanto, las FPDEDI, en comparación a las funciones 

gaussianas y a la FPDE, permiten que los w-operadores diseñados tengan un mejor 

rendimiento en la segmentación de IRM con diferentes niveles de ruido, ya que aparte de 

solucionar la no homogeneidad y el ruido en estas imágenes, solucionan el problema de 

generalización. 

 

7.3 Comparación del método propuesto con otros métodos de segmentación en IRM 

El método propuesto fue comparado con otras técnicas enfocadas a la segmentación de 

IRM de cerebro. En [8], proponen calcular un conjunto de umbrales para segmentar cada 

tejido en IRM de cerebro, mediante la medida de rugosidad difusa intuicionista (siglas en 

inglés, IFRM), obtenida mediante el histograma como aproximación inferior y el histon 

difuso intuicionista como aproximación superior. En [7], proponen un algoritmo de 

clustering FCM intuicionista para la segmentación de IRM. Los centroides iniciales son 

obtenidos mediante la medida de rugosidad difusa intuicionista antes mencionada. En 

estos métodos de segmentación, las métricas para la evaluación del desempeño son el 

coeficiente de Jaccard, y el coeficiente de Dice. Estas métricas fueron calculadas en 

función de la matriz de confusión, compuesta por: verdaderos positivos (VP), verdaderos 

negativos (VN), falsos positivos (FP), y falsos negativos (FN).  

 

El coeficiente de similitud de Jaccard mide la similitud entre dos conjuntos comparando 

cada uno de sus miembros. Sus valores varían de 0 a 1, y los valores más altos indican 

una mayor similitud entre los dos conjuntos. El coeficiente de Jaccard se define como:  

 

Coeficiente Jaccard = VP /VP +  FP +  FN 

 

El coeficiente de Dice, medida de similitud entre dos conjuntos o muestras, es igual a: 

 

                            Coeficiente Dice = 2 ∗ VP / (2 ∗ VP +  FP +  FN)                    
 

Esta métrica de similitud está dentro del rango de 0 a 1, y cuanto mayor sea su valor, 

mayor será la similitud entre los dos conjuntos, en este caso, la imagen ideal y la imagen 

segmentada por un método particular.  

 

 

En la Tabla 7.22 se puede observar que los coeficientes de similitud evaluados en el 

método propuesto presentan ligeras discrepancias en comparación con los obtenidos por 

otros enfoques. En cuanto a la segmentación del tejido LC, el WO- FPDEDI supera al 

método IFRM en IRM con 9% de ruido. Sin embargo, la propuesta de utilizar funciones 

de pertenencia generadas a partir de los datos de entrenamiento aborda uno de los desafíos 

más destacados en el diseño automático de w-operadores. Este desafío radica en 

generalizar los w-operadores para el procesamiento de nuevas imágenes que no se 

utilizaron durante la fase de entrenamiento. Como resultado, la capacidad de realizar 

segmentación multiclase se amplía significativamente, como se ilustra en el caso de la 

segmentación en IRM. 
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Tabla 7.22. Comparación de método propuesto con otros métodos enfocados a la segmentación de IRM de cerebro 

Ruido Tejido 
Coeficiente de Jaccard Coeficiente de Dice 

IFRM RIFCM WO-FG WO- FPDEDI IFRM RIFCM WO-FG WO- FDEDI 

5% 

LC 0.9218 0.9116 0.8448 0.8831 0.9593 0.9537 0.9157 0.9379 

SG 0.9186 0.9565 0.8352 0.8527 0.9576 0.9777 0.9102 0.9205 

SB 0.9715 0.9456 0.9094 0.9071 0.9855 0.9720 0.9525 0.9512 

9% 

LC 0.8304 0.9016 0.8276 0.8380 0.9073 0.9482 0.9054 0.9116 

SG 0.9091 0.9257 0.7362 0.7765 0.9523 0.9614 0.8481 0.8742 

SB 0.9554 0.9219 0.8323 0.8495 0.9772 0.9593 0.9085 0.9184 
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 CAPÍTULO 8 

8 Conclusiones 
En esta tesis se propuso un nuevo método para el diseño automático de w-operadores 

utilizando funciones de pertenencia. El objetivo de la incorporación de las funciones de 

pertenencia es solucionar el problema de generalización en imágenes en niveles de gris. 

La aplicación del método propuesto, se concentra en el procesamiento de imágenes 

biomédicas, específicamente en el problema de segmentación. Los experimentos 

realizados en esta tesis, consisten en la segmentación de células sanguíneas blancas o 

leucocitos y en la segmentación de imágenes de resonancia magnética de cerebro. 

Distintos tipos de métricas se utilizaron para evaluar el desempeño de los w-operadores 

diseñados. 

 

8.1 Conclusiones capítulo 6: Aplicación del método propuesto para el diseño 

automático de w-operadores para la segmentación de leucocitos 

En el capítulo 6, el diseño automático de w-operadores utilizando funciones de 

pertenencia fue aplicado a la segmentación de leucocitos. Las funciones empleadas en 

estos experimentos fueron funciones de pertenencia gaussianas y funciones de 

pertenencia basada en la distancia euclidiana difusa intuicionista. Para este experimento 

se utilizó la base de datos CellaVision la cual consta de 100 imágenes, cada una con un 

tamaño de 300x300 píxeles. La segmentación de leucocitos consistió en la partición del 

dominio de dichas imágenes en dos subconjuntos disjuntos que son: el núcleo celular y el 

fondo de la imagen. Los w-operadores diseñados con las funciones de pertenencia antes 

mencionadas obtuvieron mejores resultados utilizando ventanas grandes de 

11x11, y 15x15. Sin embargo, con las funciones de pertenencia basadas en la distancia 

euclidiana difusa intuicionista, un mayor porcentaje de pixeles correspondientes al 

núcleo, fueron clasificados de forma correcta. 

 

8.1.1 Conclusiones: Diseño automático de w-operadores mediante funciones de 

pertenencia gaussianas para la segmentación de leucocitos 

En estos experimentos se realizó el diseño automático de w-operadores utilizando 

funciones de pertenencia gaussianas para la segmentación de leucocitos. En el proceso de 

diseño se utilizaron ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15, y el 50% de 

imágenes de la base de datos. Los w-operadores diseñados fueron testeados con el 50% 

restante. Los mejores resultados se obtuvieron con las ventanas grandes de tamaño 

11x11, y 15x15 con un error de clasificación del 3.3361 % y 3.252 %, respectivamente. 

El error de clasificación se reduce a medida que el tamaño de ventana aumenta, debido a 

que la especificidad mejora, es decir, los verdaderos negativos correspondientes al fondo 

en cada imagen aumentan. Sin embargo, la sensibilidad utilizando ventanas grandes 

empieza a disminuir, debido a que, a pesar de completar el área del núcleo en cada 

imagen, su forma obtenida muy cercana a la forma original, tiende a perderse, pero de 

manera suave. Es importante mencionar que dicha perdida de forma del núcleo no 
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dificulta la identificación y posterior conteo de leucocitos, ya que, como se dijo antes es 

una perdida suave de los bordes. 

 

8.1.2 Conclusiones: Diseño automático de w-operadores mediante funciones de 

pertenencia basadas en la distancia euclidiana difusa intuicionista para la 

segmentación de leucocitos 

En este experimento, se realizó el diseño automático de w-operadores utilizando 

funciones de pertenencia basadas en la distancia euclidiana difusa intuicionista (FPDEDI) 

para la segmentación de leucocitos. Se utilizó la misma base de datos CellaVision. En el 

proceso de diseño de los w-operadores, los tamaños de ventanas utilizadas fueron 

11x11, y 15x15. Se eligieron estos tamaños de ventana debido a los buenos resultados 

obtenidos en el experimento donde se utilizaron funciones gaussianas. Para aplicar las 

FPDEDI en el diseño de los w-operadores, se calcularon vectores prototipo mediante el 

algoritmo de clustering Fuzzy C-Means en la etapa de entrenamiento. Los vectores 

prototipo se incorporaron en las FPDEDI para el cálculo de los grados de pertenencia de 

los vectores de observación que no están presentes en el dominio del w-operador.  

El mejor rendimiento del w-operador en la segmentación de leucocitos, se obtuvo 

utilizando una ventana de tamaño 11x11, en comparación al rendimiento obtenido al 

utilizar una ventana de tamaño 15x15. Se determinó que con una ventana de tamaño 

11x11, se obtiene buenos resultados utilizando un número bajo de vectores prototipo. El 

error de clasificación, utilizando la ventana 11x11, es más bajo con 4 vectores prototipo 

y de igual forma la sensibilidad, y especificidad tiene los mayores valores con dicho valor. 

Sin embargo, con valores menores o mayores, sobre todo mayores que 4 vectores 

prototipo, el error de clasificación aumenta, y la sensibilidad, y especificidad disminuyen. 

En otras palabras, es suficiente 4 vectores representantes para cada clase, para que las 

FPDEDI determinen en función del mayor grado de pertenencia, la etiqueta de un vector 

de observación 𝑋, no presente en el dominio del w-operador diseñado. En cambio, con 

una ventana de 15x15, la especificidad, al aumentar el número de vectores prototipo, 

tiende a mejorar levemente, con respecto a la especificidad del experimento donde se 

utilizó una ventana de 11x11. El leve aumento de la especificidad, hace que error de 

clasificación también mejore, sin embargo, la sensibilidad tiende a disminuir. 

Se realizó una comparación entre los mejores resultados obtenidos con los w-operadores 

diseñados con la FPDEDI, y los w-operadores diseñados mediante funciones gaussianas, 

aplicados a imágenes de leucocitos. Se puede observar que, utilizando las ventanas 

11 × 11 y 15 × 15, al utilizar la FPDEDI, la sensibilidad mejora considerablemente con 

respecto a la sensibilidad obtenida mediante la utilización de las funciones gaussianas. 

Con la ventana 11 × 11, la sensibilidad mejora de 94.741% a 99.202%, mientras que con 

la ventana 15 × 15, mejora de 93.63% a 97.57%. Esto quiere decir que utilizando la 

FPDEDI, los w-operadores clasifican de manera correcta un mayor porcentaje de píxeles 

pertenecientes al objeto, en este caso el núcleo, que es la estructura que más nos interesa 

segmentar para la posterior identificación y conteo de leucocitos. En el caso del error y la 

especificidad, mejores resultados se obtienen utilizando funciones gaussianas. El error es 

menor, debido al valor alto de especificidad, con respecto a la especificidad obtenida en 
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los w-operadores diseñados con FPDEDI, en otras palabras, debido a que existe mayor 

porcentaje de píxeles pertenecientes al fondo correctamente clasificados. 

Los resultados del método propuesto, utilizando las funciones de pertenencia gaussiana 

FG y las FPDEDI fueron comparados con los resultados de varios métodos enfocados a 

la segmentación de leucocitos. Las métricas utilizadas en esta comparación fueron la 

exactitud, la precisión, y el coeficiente de Dice. Los w-operadores, diseñados con el 

método propuesto, WFPDEDI-11x11 y WFG-15x15, tuvieron mejores valores en la 

exactitud, precisión y el coeficiente de Dice, frente a otros métodos usados para la 

segmentación de leucocitos. 

 

8.2 Conclusiones capítulo 7: Aplicación del método propuesto para el diseño 

automático de w-operadores para la segmentación de imágenes de resonancia 

magnética de cerebro 

En el capítulo 7, el diseño automático de w-operadores utilizando funciones de 

pertenencia, fue aplicado a la segmentación de IRM de cerebro. Las funciones empleadas 

en estos experimentos fueron funciones de pertenencia gaussianas, funciones de 

pertenencia basada en la distancia euclidiana, y funciones de pertenencia basada en la 

distancia euclidiana difusa intuicionista. Para cada experimento, se utilizaron las 

imágenes en 3D simuladas del Instituto Neurológico de Montreal, Universidad McGill. 

De esta base de datos, se seleccionó 50 imágenes de tamaño 271x181, ponderadas en 

T2(TR=3300 ms, TE=35 ms, 120 ms). Estas imágenes contienen niveles de ruido 

gaussiano blanco al 0, 1, 3, 5, 7 y 9%. El criterio de selección fue la presencia amplia de 

los tres tipos de tejidos en las IRM de cerebro. La segmentación en las IRM consistió en 

la partición del dominio de dichas imágenes en cuatro subconjuntos disjuntos que son: 

fondo, líquido cefalorraquídeo, sustancia blanca, y sustancia gris. Los w-operadores 

diseñados con las funciones de pertenencia antes mencionadas obtuvieron mejores 

resultados utilizando ventanas pequeñas de 3x3, y 5x5. Sin embargo, con las funciones 

de pertenencia basadas en la distancia euclidiana difusa intuicionista, un mayor porcentaje 

de pixeles correspondientes a cada tejido en las IRM de cerebro, fueron clasificados de 

forma correcta. 

 

8.2.1 Conclusiones: Diseño automático de w-operadores mediante funciones de 

pertenencia gaussianas para la segmentación de imágenes de resonancia 

magnética de cerebro   

En estos experimentos, se realizó el diseño automático de w-operadores utilizando 

funciones de pertenencia gaussianas para la segmentación de imágenes de resonancia 

magnética (IRM) de cerebro. El conjunto de imágenes seleccionadas de la base de datos, 

fue particionado para el diseño de los w-operadores y para su respectivo testeo de la 

siguiente manera: 80-20%, 70-30% y 50-50%. En el proceso de diseño, con las distintas 

particiones, se utilizaron ventanas de tamaño 3x3, 5x5, 7x7, 11x11, y 15x15.  

En cada uno de los experimentos, utilizando las diferentes particiones establecidas en el 

conjunto de imágenes con diferentes niveles de ruido, se determinó que los mejores 

resultados se obtienen utilizando las ventanas de menor tamaño de 3x3 y 5x5. Los 
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resultados con estas ventanas empeoran a medida que el nivel de ruido aumenta, debido 

al aumento en la superposición de las clases. En base a esto, se puede decir, que las 

funciones gaussianas son sensibles al ruido. Al aumentar el tamaño de ventana, el 

porcentaje de pixeles correctamente clasificados para cada clase disminuye. 

El error de clasificación, sensibilidad, y especificidad presentaron un mismo patrón en 

cada partición con todos los niveles de ruido. A medida que el tamaño de ventana crecía, 

el error de clasificación aumentaba, y la sensibilidad y especificidad disminuían. Estas 

métricas comprueban lo antes dicho: la mejor segmentación en cada experimento se 

obtiene con las ventanas de tamaño 3x3 y 5x5. Para una ventana de tamaño 3x3, el error 

es inferior al 4% en todas las particiones utilizadas cuando se trabaja con imágenes con 

ruido del 0 al 5%. El error es inferior al 6,2 % cuando el ruido aumenta al 9 %. Y la 

sensibilidad y especificidad, con 9 % de ruido son mayores al 91 y 98%, respectivamente, 

y mejoran mientras el nivel de ruido disminuye. 

 

8.2.2 Conclusiones: Diseño automático de w-operadores mediante funciones de 

pertenencia basada en la distancia Euclidiana y en la distancia Euclidiana difusa 

intuicionista para la segmentación de imágenes de resonancia magnética de 

cerebro 

En estos experimentos, se diseñaron w-operadores para la segmentación de IRM con 

distintos niveles de ruido, utilizando una ventana de 3x3 y funciones de pertenencia. Las 

funciones utilizadas fueron las funciones de pertenencia basada en la distancia euclidiana 

y las funciones de pertenencia basada en la distancia euclidiana difusa intuicionista. Para 

la aplicación de estas funciones, fue importante calcular vectores prototipo para cada 

clase, mediante dos algoritmos de clustering: FCM y SC. De la base de datos, el 50% se 

utilizó para entrenamiento y el 50% restante para testeo. Los resultados de los w-

operadores diseñados con las funciones de pertenencia antes mencionadas, fueron 

comparados con los resultados de los w-operadores diseñados con funciones gaussianas. 

En los experimentos donde se utilizó las funciones de pertenencia basada en la distancia 

euclidiana, se determinó que al aumentar el número de vectores prototipo o vectores 

representantes de cada clase, el error de clasificación, la sensibilidad, y la especificidad 

mejoran. Al parecer, a partir de 10 vectores prototipo estas métricas mejoran, con 11 

vectores prototipo empeoran levemente, y nuevamente mejoran con 12 vectores 

prototipo, es decir, existen variaciones leves en las métricas, pero mejoras no hay. Por 

esta razón, el número máximo de vectores prototipo para estos experimentos fue igual a 

15. 

En los experimentos, donde los vectores prototipo se obtuvieron mediante el algoritmo 

de clustering substractivo SC, se calculó diferente número de vectores prototipo para cada 

clase en función del rango de influencia de clúster RIC. Los mejores resultados se 

obtuvieron con los parámetros modificados [2, 0.8, 0.7, 0]. Estos parámetros, fueron 

establecidos para encontrar clústers con mayor distancia intercluster. 

Se obtuvo mejores resultados aplicando el algoritmo FCM a las imágenes con niveles de 

ruido al 0, 3 ,5 y 7%, mientras que, aplicando el algoritmo SC a las imágenes con nivel 

de ruido al 9%, se obtuvo mejores resultados que al utilizar el algoritmo FCM.  
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El tiempo promedio del algoritmo FCM fue aproximadamente de un minuto, mientras 

que para el algoritmo SC el tiempo fue aproximadamente de 3 horas. En el diseño de w-

operadores, las funciones de pertenencia basada en distancia euclidiana, fueron mejores 

que las funciones gaussianas, en cuanto a su aplicación en imágenes con niveles de ruido 

al 0 y 3%, sin embargo, el método que utiliza funciones gaussianas es mejor en la 

aplicación en imágenes con niveles de ruido al 5, 7, y 9%.  

En base a los resultados obtenidos de la aplicación los w-operadores, diseñados con 

diferentes funciones de pertenencia, en la segmentación de IRM con ruido, se evidenció 

que las funciones de pertenencia basadas en la distancia euclidiana difusa intuicionista, 

mejoran la capacidad de predicción del w-operador, en comparación con las demás 

funciones de pertenencia que se mostraron sensibles al ruido. Esto demuestra que las 

funciones de pertenencia basadas en la distancia euclidiana difusa intuicionista, lidian con 

la no homogeneidad y el ruido en las imágenes en niveles de gris. 

 

8.3 Conclusiones generales 

El método propuesto, donde al diseño automático de w-operadores se le incorporaron 

funciones de pertenencia, tiene el potencial de resolver problemas de clasificación de dos 

clases y multiclase.  

Las funciones de pertenencia mejoran la capacidad predictiva de un w-operador diseñado 

con un número limitado y escaso de imágenes.  

Los w-operadores diseñados con funciones de pertenencia basadas en la distancia 

euclidiana difusa intuicionista, tienen mejor rendimiento en la segmentación de imágenes 

en niveles de grises con ruido, en comparación con el rendimiento de los w-operadores 

diseñados con funciones gaussianas. Esta declaración se debe, a que las funciones 

gaussianas son sensibles al ruido presente en las imágenes en niveles de gris. 

El tamaño de ventana juega un rol importante en el diseño automático de w-operadores. 

Se pudo concluir, en los experimentos desarrollados, que ventanas de menor tamaño, 3x3 

y 5x5, son útiles cuando la distribución de las frecuencias de los niveles de gris tiene 

mayor superposición. Por otro lado, ventanas grandes, ya sea de 11x11, y 15x15, son 

recomendables cuando la distribución de las frecuencias de los niveles de gris tiene menor 

superposición. Esta conclusión se debe a que las ventanas utilizadas en el diseño de w-

operadores contienen o almacenan la información de los niveles de gris de una imagen. 

Si la distribución de frecuencias de los niveles de gris de las regiones de una imagen en 

estudio posee mayor superposición, entonces ventanas de menor tamaño son suficientes 

para almacenar información útil para la toma decisiones en cuanto a la pertenencia de una 

clase, este fue el caso de los experimentos realizados para la segmentación de las IRM de 

cerebro. En el caso contrario, donde la distribución de frecuencias de los niveles de gris 

de las regiones de una imagen en estudio posea menor superposición, entonces ventanas 

de mayor tamaño son necesarias para obtener mayor información de las frecuencias de 

los niveles de gris de cada región, como fue en el caso de los experimentos realizados 

para la segmentación de leucocitos. 
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Como trabajo futuro, el método propuesto será aplicado al procesamiento de imágenes 

biomédicas a color. Los experimentos serán realizados en los diferentes espacios a color, 

para aprovechar la información que cada espacio contiene. 
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